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1. Einleitung

1.1. Motivation

Bereits in den 1940er und 1950er Jahren wurden die Grundsteine der kiinstlichen Intelligenz
(engl. artificial intelligence, Abk. AI) gelegt. Doch erst seit einigen Jahren erlebt die KI in
Form des maschinellen Lernens eine Renaissance. Mit zunehmend giinstigerer Hardware, sowie
deren Verfiigbarkeit in der Cloud lassen sich nun KI-Anwendungen realisieren, die vor einigen
Jahren noch mangels Rechenleistung gescheitert sind. Zudem hat die Verfiigbarkeit von Daten
in grofien Mengen, etwa durch Sensoren, Smartphones oder dem Internetverhalten, wie der
Nutzung von sozialen Netzwerken oder Online-Shopping-Plattformen, einen Anteil an dem
Aufschwung des maschinellen Lernens. Das Potential des maschinellen Lernens blieb natiirlich
nicht unentdeckt und grofle Konzerne wie Amazon, Facebook, Google, IBM und Microsoft
begannen in Forschung und Entwicklung zu investieren. Das maschinelle Lernen unterscheidet
sich von den herkdmmlichen Methoden durch Algorithmen, die nicht wie bisher speziell auf
einen Anwendungszweck kodiert werden. Vielmehr werden Algorithmen eingesetzt, die bei-
spielsweise anhand von Trainingsdaten hinzulernen. Das Ziel ist es, durch die Trainingsdaten
bekannte Muster zu erkennen und Zusammenhénge herzustellen. Daraus entsteht eine Funkti-
on bzw. verdndert sich eine Funktion wahrend der Lernphase so, dass die erkannten Muster
und Zusammenhinge auch in neuen Daten erkannt werden kénnen. Im Allgemeinen wird
durch das maschinelle Lernen analog zum Menschen Wissen aus Erfahrungen erzeugt und
daraus Losungen erstellt. Viele der mittlerweile alltdglichen Anwendungen basieren bereits auf
den Methoden des maschinellen Lernens, wie etwa die Spracherkennungssysteme von Apple
oder Microsoft, das Suchmaschinen-Ranking von Google, die Gesichtserkennung von Face-
book oder die automatische Spam Erkennung bei E-Mail Anwendungen. Uber Business-Daten
koénnen personalisierte Werbungen erstellt oder abwanderungswillige Kunden identifiziert
werden, woraus eine hohere Kundenbindung und Kundenzufriedenheit entstehen kann. Das
Anwendungsgebiet des maschinellen Lernens ist also breit gefachert und findet nahezu in
jeder Branche Verwendung.

Eng verwandt mit dem Bereich des maschinellen Lernens ist das Data-Mining bzw. das Know-
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ledge Discovery in Databases (KDD), die immer wieder als Synonyme verwendet werden. Dabei
handelt es sich beim KDD um einen Prozess, der neben dem Schritt des Data-Minings auch
die Schritte der Datenvorverarbeitung und der Bewertung der Resultate umfasst. Das Ziel
ist das Finden von bislang unbekannten Mustern und Zusammenhéangen in groflen Daten-
bestinden. Der Ubergang vom maschinellen Lernen zum Data-Mining ist recht unscharf, da
die Klassifizierung oftmals als Data-Mining-Aufgabe angesehen wird, jedoch auch den Zie-
len des maschinellen Lernens entspricht. Viele der eingesetzten Verfahren im Bereich des
Data-Minings entstammen der Statistik, doch auch Verfahren des maschinellen Lernens finden
Anwendung, wodurch wohl auch keine klare Trennung dieser Bereiche moglich ist. Durch
die Verwendung von statistischen Verfahren, die an die Komplexitit des Data-Minings ange-
passt sind, entstehen nur unscharfe und ungefihre Ergebnisse, die jedoch der Anwendung im
Data-Mining haufig geniigen. Als eine typische Aufgabe des Data-Minings wird immer wieder
die Identifizierung der Kreditwiirdigkeit von Kunden erwahnt. Dazu wird ein Klassifikator
erstellt, der auf Basis von bereits als kreditwiirdig und kreditunwiirdig klassifizierten Kunden-
daten trainiert wird. Uber diesen Klassifikator kénnen zukiinftig Kunden hinsichtlich ihrer
Kreditwiirdigkeit bewertet werden. Neben der Klassifizierung umfasst das Data-Mining unter
anderem auch Abhangigkeitsanalysen. Dabei kann beispielsweise durch Warenkorb-Analysen
ermittelt werden, dass Kunden, die eine Flasche Schnaps kaufen, sehr haufig auch Softgetranke
kaufen, aber der Kauf von Softgetrianken nicht unbedingt den Kauf von Schnaps nach sich
zieht. Unter Beriicksichtigung dieses Wissens konnte eine (Re-) Platzierung der Produkte vor-
genommen werden. Eine weitere Disziplin des Data-Minings ist die Cluster-Analyse. Bei der
Cluster-Analyse geht es darum, eine Menge von Objekten in homogene Gruppen bzw. Cluster
zu zerlegen. Dabei sollen sich Objekte unterschiedlicher Cluster méglichst undhnlich und
gleicher Cluster moglichst dhnlich sein. Im Grunde genommen handelt es sich dabei um eine
Klassifizierung, die allerdings ohne das Training mit bereits klassifizierten Daten durchgefiihrt
wird. Eine Anwendung der Cluster-Analyse konnte die der Kundensegmentierung sein, um
individuell auf die Interessen der einzelnen Gruppen eingehen und werben zu kénnen. Eine
weitere Anwendung konnte in der Gruppierung von Produkten liegen.

In dem Unternehmen Claudius Peters Projects GmbH, einem Spezialisten fiir Schiittgut- und
Verfahrenstechnik in der Zement-, Kohle-, Aluminium-, Gips- und Schiittgutindustrie, hat
sich der Datenbestand der Teile im Laufe der Jahre um eine Vielzahl von Klassen und At-
tributen angereichert. Aufgrund der geplanten Einfithrung eines neuen Systems, sowie der
allgemeinen Hinterfragung nach der Sinnhaftigkeit und Aktualitit dieser Gruppierungen,
entstand die Anforderung nach einer, unabhiangig von der bestehenden Klassifizierung, intelli-

genten Methode zur Gruppierung der Teile. Eine manuelle Sichtung der Daten durch einen
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Mitarbeiter kommt aufgrund der Datenmenge nicht infrage, zudem unter Umstédnden keine
Verdnderungsmoglichkeiten wegen Betriebsblindheit entdeckt werden wiirden. Daher wurde
sich fiir die Durchfithrung einer Cluster-Analyse technischer Artefakte entschieden, wodurch
die Entstehung neuartiger Gruppierungen, auf Basis entdeckter, bisher unbekannter Muster
und Zusammenhénge in den Daten, méoglich ist. Neben den Anforderungen des Unternehmens
liegt die Motivation dieser Arbeit in einer personlichen Neugier fiir das Informatikspezialgebiet
der kiinstlichen Intelligenz, insbesondere fiir die Themenbereiche des Data-Minings, sowie des

maschinellen Lernens.

1.2. Ziele

Das Ziel dieser Arbeit ist, anhand der praktischen Anwendung des KDD-Prozesses zu iiber-
prifen, ob dieser in Bezug auf die Durchfithrung einer Cluster-Analyse technischer Artefakte
geeignet ist. Dafiir ist zunichst die Uberpriifung der Strukturierung der Daten hinsichtlich
deren Verwendbarkeit fiir das Data-Mining-Verfahren nétig. Sind diese fiir die Verwendung
nicht geeignet, gilt es die Qualitdt der Daten durch angemessene Mafinahmen zu steigern und
diese in die fiir das Data-Mining-Verfahren benétigten Form zu bringen. Mittels den aus der
Cluster-Analyse erzielten Ergebnissen sind die Moglichkeiten der Gruppierungen darzustellen
und somit eine Sensibilisierung der Fachgebietsexperten vorzunehmen. Ist die Sensibilisierung
nicht erfolgreich und die Bewertung des Resultats fillt negativ aus, sind die Grinde zu ana-
lysieren und entsprechende Anpassungen oder weitere Mafinahmen an den Daten und eine

erneute Cluster-Analyse durchzufiihren.

1.3. Aufbau der Arbeit

Der Aufbau dieser Arbeit untergliedert sich in fiinf Kapitel. Nach einer kurzen Einfithrung
wird im Kapitel 2 Analyse der Aufbau der zugrundeliegenden Daten, sowie deren Charakte-
ristika beschrieben (2.1). Ebenso umfasst dieses Kapitel die Grundlagen des in dieser Arbeit
verwendeten KDD-Prozesses (2.2). Dabei werden die einzelnen Phasen des Prozesses anhand
moglicher Problemstellungen und Losungen niaher gebracht. Zum Abschluss dieses Kapitels
folgt eine konkretisierte Fassung der Aufgabenstellung (2.3).

Das Kapitel 3 umfasst die praktische Durchfithrung des KDD-Prozesses. Zunéchst wird eine
Auswahl an moglichen Programmen zur Umsetzung der Aufgabe, sowie die letztendliche Wahl
vorgestellt (3.1). Das Kapitel untergliedert sich im Weiteren in die einzelnen Phasen des KDD-

Prozesses, die durch die in den Daten aufgetretenen Probleme, sowie deren Reaktionen darauf
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beschrieben werden. Das Kapitel 4 Evaluation enthilt die Bewertung der erzielten Ergebnisse
der Cluster-Analysen. Das Kapitel ist nach Durchlaufen unterteilt und enthéilt neben den
vorgenommenen Mafinahmen zur Erzielung eines verwertbaren Resultats auch Beispiele, die
die Bewertung der Resultate des Durchlaufes durch den Fachgebietsexperten nachvollziehbar
machen sollen. Zum Abschluss dieses Kapitels folgt eine Gegeniiberstellung der verwendeten
Verfahren (4.4).

Im Kapitel 5 Fazit und Ausblick schlieit die Arbeit mit einer Bewertung hinsichtlich der Ziele

und einem Blick tiber die Anwendung dieser Arbeit hinaus ab.
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Das Kapitel der Analyse beginnt zunéchst mit der Darstellung und Beschreibung der Struktu-
ren der vorliegenden Datenbasis, sowie deren Charakteristika. Im Anschluss daran folgen die
Grundlagen des KDD-Prozesses. Es werden die typischen Probleme der einzelnen Phasen be-
schrieben, sowie Moglichkeiten zur Losungen dieser préasentiert. Eine detaillierte Beschreibung

der Aufgabe bringt dieses Kapitel zum Abschluss.

2.1. Datenbasis

Die dieser Arbeit zugrunde liegende Datenbasis besteht aus 7.515 strukturierten Datentabellen
mit zum Grof3teil unterschiedlichen Tabellendefinitionen. Die Datentabellen sind in Klassen
strukturiert und représentieren eine spezielle Art von Teilen. Jede dieser Klassen besitzt gewisse
Attribute, die sich von Klasse zu Klasse sowohl in der Anzahl als auch in der Auswahl der
Attribute unterscheiden. Liegt beispielsweise eine Klasse der Getriebemotoren vor, hat diese
andere Attribute als eine Klasse der Sechskantschrauben, da dies grundlegend unterschiedliche
Teile sind. Bei Betrachtung der Attribute existieren klasseniibergreifend 7.125 einzigartige
Attribute. Zudem liegen insgesamt 460.687 Datensétze von Teilen jeglicher Art vor.

Zur Veranschaulichung der Daten werden einige Klassen mit ihren Attributen und einem
Auszug von Datensétzen dargestellt. Begonnen wird mit einer Klasse von Getriebemotoren,

die in Tabelle 2.1 dargestellt ist.
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Teile-Nr 128278-01 128278-02 128278-03
Teilebezeichnung Stirnrad- Stirnrad- Stirnrad-
Getriebemotor Getriebemotor Getriebemotor
TYGEMO alpha R77R37MT90S8- | R77R37MT90S8- | R77R37MT90S8-
BMG BMG BMG
ABTDRZ numer. 2,600 2,6 2,7
UEBVER alpha 289 289 276
BAUFRM alpha V6 V6 Veé
ABTLAG alpha — — —
LAGKILK alpha 0 0 0
LAGKAB alpha normal normal normal
DREHMO numer. 386 386 400
WELZDM numer. 40 40 40
LAWEZA numer. 80 80 80
SCHLSG numer. 0,298 0,298 0,35
BTRSPG alpha 400 380 230/400
TOLBSP alpha +10 - +10
FREQUZ alpha 50 50 50
SCHAAR alpha Stern Stern Dreieck/Stern
NENNST numer. 0,43 0,46 0,43
ISOKLS alpha F F F
UMGTEM numer. -25-40 -25-40 -25-40
MIUMTE numer. -25,00 -25 -25
SCHART numer. 65 65 65
BRMSPG numer. 400 220 230
MOMBRS numer. 10 10 10
HOLAGE numer. 0-1000 0-1000 0 - 1000
EXSART alpha nein nein nein
GETART alpha Stirnrad Stirnrad Stirnrad
DICHWE alpha Stand.-Mat Stand.-Mat Stand.-Mat
HERGEM alpha SEW SEW SEW

Tabelle 2.1.: Klasse 000418: Getriebemotor.. MTm . Welle,. mBremse

Wie der Tabelle zu entnehmen ist, bestehen die Attributnamen aus einem Kiirzel gefolgt

von einem Datentypen. Aus den Metadaten kann eine Beschreibung der abgekiirzten Attribut-
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namen entnommen werden. Das Attribut TYGEMO steht beispielsweise fiir Typ Getriebemotor.
Der Datentyp eines Attributs ist entweder mit alpha oder numer. angegeben. Bei alpha han-
delt es sich um alphanumerische Attributwerte. Tragt ein Attributname numer. hinter dem
Attributkirzel, sollen die Attributwerte aus numerischen Werten bestehen. Verlasslich sind
die Angaben in den Attributnamen aber nicht, denn beispielsweise handelt es sich bei dem
Attribut UMGTEM numer. genau genommen um alphanumerische Werte, da die numerischen
Werte durch ein Bindestrich getrennt als Wertebereich angegeben sind. Wie eingangs bereits
erwahnt, haben unterschiedliche Klassen unterschiedliche Attribute. Dadurch besteht eine
Heterogenitét der Datentabellen. Um dies ersichtlich zu machen, ist eine Datentabelle des

Gegenstandsbereich der Schrauben in Tabelle 2.2 dargestellt.

Teile-Nr 011638-01 011644-01 011670-03
Teilebezeichnung Sechskantschraube| Sechskantschraube| Sechskantschraube
M5x20 M6 x 20 M10 x 35
SICHNA alpha - - -
GEWDUR alpha M_5 M_6 M10
LANGE numer. 20 20 35
SCHLUW numer. 8 10 16
KOPFHH numer. 3,5 4 6,4
FESTWE alpha 4.6 4.6 4.6
OBFBEH alpha gal.verz. gal.verz. feu.verz.
ABVOST alpha gestempelt gestempelt gestempelt

Tabelle 2.2.: Klasse 000528: Skt-Schraube Gew.b.K.(C) ISO 4018

Diese Tabelle enthilt die Klasse der Sechskantschrauben nach der Norm ISO 4018. Die
Tabelle der Sechskantschrauben unterscheidet sich von der Tabelle 2.1 der Getriebemotoren in
fast jedem Attribut. Eine gemeinsame Basis bilden dabei nur die Attribute der Teile-Nr und der
Teilebezeichnung. Da bei Motoren andere Eigenschaften zur Beschreibung eines Teils als bei
einer Schraube benétigt werden, erscheinen diese unterschiedlichen Attribute der Datenta-
bellen durchaus sinnvoll. Jedoch unterscheiden sich die Tabellendefinitionen auch innerhalb
eines Gegenstandsbereiches, wie beispielsweise der Sechskantschraube. Bei Betrachtung der
Tabelle 2.2 und der Tabelle 2.3 fallt auf, dass beispielsweise das Attribut SICHNA alpha bei

letztgenannter Tabelle nicht vorhanden ist.
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Teile-Nr 011956-01 011957-01 011958-01
Teilebezeichnung Sechskantschraube| Sechskantschraube| Sechskantschraube
M12 x 50 M16 x 50 -SW18- | M16 x 60
GEWDUR alpha Mi2 M16 M1e6
NENNLA numer. 50 50 60
SCHLUW numer. 17 18 19
FORM alpha Ri Ri Ri
KOPFHH numer. 9 11 11
FESTWE alpha 14H 22H 22H
OBFBEH alpha gal.verz. gal.verz. gal.verz.
ABVOST alpha gestempelt gestempelt gestempelt

Tabelle 2.3.: Klasse 000529: Skt-Schraube m.Zapfen DIN 561

Es handelt sich also nicht nur bei unterschiedlichen Arten von Teilen, sondern auch bei
gleichartigen, um heterogene Datentabellen. Dabei spiegelt sich die Heterogenitét nicht nur in
den unterschiedlichen Tabellendefinitionen wieder. Die Datentabellen weisen auch synonyme
Attribute, das heif3t Attribute mit unterschiedlichen Namen aber gleicher Bedeutung, auf.
Nachdem der Aufbau der unterschiedlichen Datentabellen beschrieben wurde, sollen nun die
Attribute mit ihren Werten charakterisiert werden. Da wiren die numerischen Attribute, deren
Werte grundsétzlich ohne Einheiten angegeben werden. Bei einigen Attributen ist die Einheit
in den Metadaten des Attributs angegeben, wie etwa bei dem Merkmal LANGE numer. aus
Tabelle 2.2 (siehe Anhang A.1). Bei anderen Merkmalen wiederum ergeben sich die Einheiten
aus den handelsiiblichen Angaben. Das Dezimaltrennzeichen ist ein Komma und Werte wie 4.6
bei dem Attribut FESTWE alpha der Tabelle 2.2, die eine andere Notation von Dezimalzahlen
darstellen konnten, sind nicht als solche zu interpretieren. Neben den numerischen Attributen
gibt es wie bereits erwahnt auch alphanumerische. Die alphanumerischen Attribute sind,
ausgenommen von technischen Angaben wie der des Gewindes einer Schraube GEWDUR
alpha in Tabelle 2.3, grofitenteils in deutscher Sprache, aber auch zum Teil in englischer
Sprache verfasst. Zudem weisen diverse Attributwerte Abkiirzungen, wie im Attribut OBFBEH
alpha in Tabelle 2.3, auf. Ebenfalls existieren in den Datentabellen nicht gepflegte bzw:. leere
Werte. Bei einigen Attributen, tiber die zum Zeitpunkt der Datenanlage keine Informationen
vorlagen, wurde auch, anstatt keinem Wert, ein Wert bestehend aus einem oder mehrerer

Minus-Zeichen (-, —, —) angegeben.
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2.2. Schritte des Knowledge Discovery in Databases

Der KDD-Prozess beschreibt ein Vorgehen, dass das Ziel der Wissensgewinnung aus Daten-
bestanden bis hin zur Entdeckung neuer Zusammenhinge hat. Dieser Prozess wurde durch

Fayyad gepragt und wie folgt definiert:

Knowledge Discovery in Databases describes the non-trivial process of identifying

valid, novel, potentially useful, and ultimately understandable patterns in data.

Fayyad u. a. (1996)

Der KDD ist demnach ein Prozess zur (semi-) automatischen Extraktion von verstindlichem,
neuen, sowie potentiell niitzlichem Wissen aus Datenquellen. Ebenso handelt es sich um einen
interaktiven, sowie iterativen Prozess, da vom Anwender Entscheidungen zu treffen sind und
einige der Phasen dieses Prozesses mehrmals durchlaufen werden. Neben dem KDD-Prozess
existieren auch alternative Modelle zur Durchfithrung von Datenanalysen, wie zum Beispiel
das CRISP'-Data-Mining-Modell, auf die hier nicht niher eingegangen wird. Fayyad unterteilt
den KDD-Prozess in seiner Arbeit Fayyad u. a. (1996) in 5 Phasen (siehe Abbildung 2.1). In der
ersten Phase der Datenselektion werden die Rohdaten aus den Datenquellen ausgewéhlt. Die
dann vorliegenden Zieldaten werden in der Phase der Vorverarbeitung bereinigt. In der dritten
Phase werden die Daten schlief}lich transformiert, ehe sie in der vierten Phase mittels eines fiir
den Anwendungszweck geeigneten Data-Mining-Verfahrens analysiert werden. In der fiinften

Phase werden die dann vorliegenden Ergebnisse hinsichtlich der Ziele evaluiert.

!'Cross Industry Standard Process
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Abbildung 2.1.: KDD Prozess nach Fayyad. Abbildung S. 41 Fayyad u. a. (1996).

Oftmals werden die Begriffe Data-Mining und Knowlegde Discovery in Databases als Syn-
onym verwendet, jedoch ist das Data-Mining genau genommen ein Teilschritt des KDD, wie
der Abbildung 2.1 zu entnehmen ist.

Im Folgenden dieses Abschnittes sollen die 5 Phasen detaillierter beschrieben und auf typische
Probleme, sowie Moglichkeiten zur Losung dieser eingegangen werden. An dieser Stelle sei
erwihnt, dass es sich dabei nur um einen Teil der moglichen Probleme und Techniken zur
Losung handelt. Orientiert wurde sich an der Literatur Cleve und Lammel (2016), die fiir einen

tieferen Einstieg an dieser Stelle empfohlen wird.

2.2.1. Datenselektion und -integration

Die Datenselektion ist die erste Phase des KDD-Prozesses. In dieser Phase geht es darum, eine
Auswahl der zu analysierenden Daten aus einem Datenbestand zu treffen. Damit das gelingt, ist
es zunichst notig ein Verstandnis fiir die Anwendung, sowie dem vorhandenen Anwendungs-
wissen zu erlangen. Auf Basis dessen wird das Ziel des KDD aus Anwendungssicht definiert. Zur
Phase der Datenselektion gehort auch die Datenintegration. Die Datenintegration beschreibt
das Zusammenfiigen von Daten aus mehreren Quellen in einen fiir Analysezwecke zentralen
Datenbestand. Dabei konnen einige Probleme, die exemplarisch an der Tabelle 2.4 erlautert
werden sollen, auftreten. Es ist beispielsweise moglich, dass das sogenannte Entitatenidenti-
fikationsproblem auftreten kann. Dabei handelt es sich um Attribute mit unterschiedlichen
Attributnamen, die sich jedoch in der Semantik des Attributs gleichen. Die Attribute Strasse
aus Tabelle A und Kunden_Str aus Tabelle B liefern ein Beispiel fiir ein Entitatenidentifika-
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tionsproblem. Diese Attribute beschreiben die gleiche Sache, und zwar eine Straf}e, wurden
jedoch namentlich unterschiedlichen Attributen zugeordnet. Es gilt also diese Attribute zu
identifizieren und zusammenzufithren. Semantisch dquivalente Attribute konnen beispielswei-
se durch die Metadaten identifiziert werden. Weitere Konflikte konnen in den Datenwerten
eines Attributes auftreten. Im Falle des Attributs Kontakt ist in Tabelle A eine E-Mail Adresse
hinterlegt, wohingegen dieses Attribut in Tabelle B eine Telefonnummer enthalt. Hier gilt es
die Werte gemif3 ihrer Bedeutung zu trennen. Ebenfalls konnen Datenwertkonflikte durch
unterschiedliche Mafleinheiten, wie beispielsweise die Angabe einer Zeitmessung in Sekunden

und Minuten, entstehen. Diese sollten auf eine gemeinsame Einheit tiberfiithrt werden.

Tabelle 2.4.: Probleme bei der Datenintegration
‘ Kunde ‘ Strasse ‘ Kontakt ‘ ‘ Kunde ‘ Kunden_Str ‘ Kontakt

Meier Turmstrafle 1 | meierl@mail.de Mueller | Schlossallee 123 | 015112312121
Schulz | Poststrafle 12 | schulz@mail.de Reus Hauptstrafie 11 | 017163179601
Tabelle A: Kundendaten Tabelle B: Kundendaten

Beim Zusammenfithren von Daten verschiedener Quellen kann es vorkommen, dass diese
widerspriichlich sind. Das heif3t vermeintlich gleiche Datensétze besitzen fiir ein Attribut
unterschiedliche Inhalte. Beispielsweise sind fiir denselben Kunden unterschiedliche Wohnorte
hinterlegt. Zur Beseitigung von Widerspriichen ist der korrekte oder wahrscheinlichste Wert
zu ermitteln und zu ibernehmen.

Die Ursache der beschriebenen Probleme besteht in der Zusammenfithrung von Daten aus
unterschiedlichen Datenquellen. Zudem sei erwahnt, dass in diesem Abschnitt nur einige der
moglichen Probleme behandelt wurden. Nach Abschluss der Datenselektion und -integration

liegt idealerweise eine konsistente Datentabelle mit plausiblen Datensatzen vor.

2.2.2. Datenvorverarbeitung und -bereinigung

Die Zieldaten liegen nach der Selektion bzw. Integration oftmals nicht in der fiir die Datenana-
lyse benétigten Qualitat vor. In der zweiten Phase des KDD-Prozesses ist also zunachst die
Qualitét des Datenbestandes zu priifen, um diese gegebenenfalls durch geeignete Maf3inahmen
zu steigern. Dieser Schritt ist fiir ein moglichst unverfilschtes und zuverldssiges Resultat
notig. Das Ziel der Datenvorverarbeitung und -bereinigung besteht also darin eine einheitliche

Struktur und Form der Daten zu erlangen oder im Allgemeinen die Datenqualitat zu steigern.
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Um dies zu erreichen, konnen die Daten unter Anderem auf die folgenden typischen Anzeichen

fiir fehlerhafte Daten iiberpriift werden:

Fehlende Daten

Falsche Daten

Syntaktische Probleme

Semantische Probleme

Fehlende Daten sind einfach zu identifizieren. Dabei sollte zunachst ermittelt werden, ob
das Fehlen eines Wertes an sich bereits eine Information bereitstellt. Unabhangig davon miissen
die fehlenden Daten bereinigt werden, da viele der Analyse-Verfahren keine fehlenden Daten
akzeptieren. Dabei lassen diese sich durch verschiedene Techniken bereinigen. Es besteht zum
Beispiel die Moglichkeit die fehlenden Werte manuell zu setzen, was allerdings mit zunehmen-
der Datenmenge unpraktikabel wird. Alternativ kénnten die fehlenden Werte vorhergesagt
werden, wenn diese in einer Beziehung zu anderen Attributen stehen. Beispielsweise lasst sich
der Wohnort einer Person durch die Postleitzahl ermitteln. Existiert keine Relation zwischen
Attributen kann auch ein konstanter Wert wie unbekannt oder ein beliebiger numerischer

Wert die fehlenden Werte ersetzen.

Falsche Daten konnen etwa Werte sein, die einen gegebenen Wertebereich verletzen. Bei-
spielsweise konnte ein Wertebereich fiir das Alter einer Person auf einen Bereich von 0 bis
100 Jahren definiert werden. Damit wéren alle Person mit einem Alter < 0 oder > 100 als
fehlerhaft identifiziert. Bei falschen Daten ist eine hindische Korrektur oder ein speziell dafiir

entwickeltes Programm kaum vermeidbar.

Syntaktische Probleme sind im Grunde eine Art falscher Daten. Hierbei handelt es sich
um Schreibfehler und Abkiirzungen, die in eine einheitliche Form iiberfithrt werden sollten.
Als Beispiel soll die Schreibweise eines Straflennamens dienen. So kénnte es fiir dieselbe
Strafle die Varianten, Abkiirzungen oder Schreibfehler HauptstrafSe, Hauptstrasse, Hauptstr.,
Huaptstraf3e geben. Diese Werteauspriagungen sind zu ermitteln und in eine gemeinsame Form
zu Uberfithren. Als Gegenstiick zu den syntaktischen Problemen kénnen auch semantische
Probleme auftreten. Das heifit ein Attribut besitzt einen Wert, dessen Bedeutung eher einem
anderen Attribut zugeordnet gehort. Als Beispiel sollen die Attribute Adresse und E-Mail

dienen, wobei dem Attribut Adresse ein Wert mustermann@mail.de zugeordnet ist. Dieser
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Wert reprasentiert allerdings eine E-Mail-Adresse und sollte demnach auch dem korrekten

Attribut E-Mail zugeordnet werden.

Die hier beschriebenen Problematiken und Reaktionen bzw. Losungen reprasentieren nur
einen Teil dieses Themenbereiches. Ein weiterer Einblick kann durch die eingangs erwahnte

Literatur erfolgen.

2.2.3. Datentransformation

Die Phase der Datentransformation hat das Ziel die Daten in eine fiir das verwendete Data-
Mining-Verfahren benotigten Form zu bringen. Das ist notig, da beispielsweise einige Verfahren
nur mit numerischen Daten arbeiten kénnen. Dementsprechend miissen die nicht-numerischen
Daten in numerische tiberfithrt werden. Diese Phase wird demnach fiir einen erfolgreichen
Abschluss unter Beriicksichtigung des in der Folgephase verwendeten Verfahrens durchgefiihrt.
Typisch vorzunehmende Anpassungen sind Anderungen der Datentypen, Bearbeitungen von
Zeichenketten, Datumsangaben oder auch Mafleinheiten. Zudem ist es fiir einige Verfahren
notig, dass die Daten kodiert und normalisiert werden. Des Weiteren kann es sinnvoll sein
eine Attribut-Selektion durchzufithren, da die Daten oftmals eine Vielzahl von Attributen
besitzen. Im folgenden dieses Abschnittes sollen kurz die méglichen Probleme mit Zeichen-
ketten, Datumsangaben und Mafleinheiten beschrieben werden, ehe das Hauptaugenmerk
der Normalisierung, sowie der Kodierung und damit einhergehend der Anpassungen von
Datentypen gilt. Anschlieflend wird noch ein weiterer wichtiger Teil der Datentransformation,

die Attribut-Selektion, thematisiert.

Zeichenketten, Datumsangaben und Maf3einheiten: Bei Verfahren, die mit Zeichen-
ketten arbeiten, ist zu priifen, ob diese mit Umlauten, Leerzeichen, sowie Grof3- und Klein-
schreibung umgehen kénnen, um gegebenenfalls Anpassungen an diesen vorzunehmen. Bei
Datumsangaben ist darauf zu achten, dass diese ein einheitliches Format vorweisen. Daten aus
unterschiedlichen Léndern kénnen wegen der landestiblichen Datumsnotation unterschiedli-
che Formate wie 15. Jan 2017, 15-01-17 oder 01-15-17 aufweisen und sollten in ein einheitliches
Format tiberfithrt werden. Zudem konnen Zeitangaben unterschiedlicher Zeitzonen entstehen,
die ebenfalls anzupassen sind. Unterschiedliche Mafleinheiten wie die Angabe einer Linge in
Yard und Metern, sind wie bereits in Unterabschnitt 2.2.1 erwéhnt, in eine gemeinsame Ein-
heit zu iiberfiihren. Falls moglich sollten diese Anpassungen bereits bei der Datenintegration

durchgefiithrt werden.
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Kodierung: Haufig ist auch eine Anpassung der Datentypen vorzunehmen, da das ver-
wendete Verfahren nur bestimmte Datentypen zuldsst. Einige Data-Mining-Algorithmen, wie
zum Beispiel der ID3-Algorithmus, kénnen nicht mit metrischen Daten arbeiten, weshalb dort
eine Umwandlung in nominale bzw. ordinale Daten ndtig ist. Eine Variante metrische Daten
in nominale bzw. ordinale umzuwandeln, bietet die Kategorisierung oder auch Binnig” ge-
nannt. Es konnten bei einer Kategorisierung Intervalle gebildet werden, denen Bezeichnungen
zugeordnet werden. Als Beispiel soll das Attribut Gewicht kg dienen, bei dem ein Intervall
[0-60] die Bezeichnung leicht erhalten konnte. Existiert hingegen nur eine kleine Anzahl von
Werten, so kann eine Kategorisierung durch die Umwandlung des numerischen Datentyps in
einen textuellen erfolgen. Hingegen zu den Verfahren, die nicht mit metrischen Attributen
umgehen konnen, existieren ebenso Verfahren, die ausschliefllich mit metrischen Attributen
arbeiten. Werden also metrische Attribute benétigt, so sind die textuellen Werte auf numerische
abzubilden bzw. zu kodieren. Zu Beachten gilt es bei textuellen Werten, wie sehr leicht, leicht,
mittel und schwer, dass es sich um ordinale Daten, also Daten mit Ordnungsrelation, handelt.
Hierbei ist es wichtig, dass die Ordnung auch nach Kodierung der Werte erhalten bleibt. Ein

mogliche Kodierung dieser Werte konnte wie folgt aussehen:

sehr leicht — 0
leicht — 1
mittel — 2
schwer — 3

Aber auch eine alternative Kodierung ware moglich:

sehr leicht — 0
leicht — 1
mittel — 3
schwer — 4

Beide Kodierungen sind korrekt und lassen die Ordnung sehr leicht < leicht < mittel < schwer
unangetastet. Der Unterschied dieser Kodierungsvarianten sind die Abstinde zwischen den
Werten leicht und mittel, wodurch bei Abstand-basierten Verfahren die Erzielung unterschied-
licher Ergebnisse moglich ist. Ebenso denkbar wire es eine normierte Kodierung vorzunehmen,

die allerdings auch nach der Kodierung erfolgen kann.

*Die Klasseneinteilung
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Normalisierung: Die Normalisierung transformiert Werte auf ein numerisches Intervall
wie etwa [0,1]. Fiir die Umsetzung wird der minimale min(x;) und der maximale Wert max(z;)
eines Attributs bendtigt. Aus diesen Werten ergibt sich der normalisierte Wert ., durch

folgende Berechnung:

x — min(z;)

(2.1)

new = max(x;) — min(z;)

Eine Normalisierung kann nétig sein, wenn Attribute sehr hohe Werte im Vergleich zu
anderen aufweisen. Durch diese hohen Werte hitte dieses Attribut einen eventuell ungewollten
dominierenden Einfluss auf das Resultat. Werden mit einer Normierung im Intervall [0,1] keine
zufriedenstellenden Resultate erzielt, kann fiir ein verbessertes Resultat das Intervall auf einen
Wertebereich [0,X] angepasst werden. Der Wert X wird gemif} der geschatzten Bedeutung

eines Attributes gewahlt.

Attribut-Selektion:  Oftmals sind fir die Daten-Analyse nicht alle vorhandenen Attribute
der Datenmenge relevant. Da eine grofle Anzahl von Attributen die Effizienz des verwendeten
Verfahrens, sowie die Qualitit des Resultats negativ beeinflussen kann, sollte im Vorwege eine
Auswabhl der relevanten Attribute getroffen werden. Jedoch fithren nicht nur viele Attribute
zu einer hohen Komplexitit, sondern auch viele Attributwerte. Daher werden zunachst die
Techniken der Datenreduktion behandelt, ehe die Techniken zur Auswahl geeigneter Attribute
beschrieben werden.

Um viele Attributwerte auf einige wenige zu minimieren, kann die Datenkompression ver-
wendet werden. Bei der Datenkompression steht genau der Sachverhalt der Verringerung
der Anzahl von Werten im Vordergrund. Dahinter verbirgt sich das Zusammenfassen von
mehreren Werten zu einem. Beispielsweise konnten die Werte fiir Getranke Altbier, Kolsch, Pils
und Weizenbier zu einem Wert Bier zusammengefasst werden. Auch eine Aggregation, die das
Zusammenfassen von Datensétzen oder Attributen zum Ziel hat, konnte angewandt werden.
Liegen die Attribute StrafSe, Hausnummer und Wohnort vor, so wire es denkbar diese zu einem
Attribut Adresse zusammenzufassen. Aber nicht nur die Verdichtung von den vorhandenen
Daten kann fiir eine Dimensionsreduktion eingesetzt werden. Es gibt ebenfalls Techniken
zur Identifizierung der fiir die Analyse relevanten Attribute. Eine Attribut-Selektion konnte
etwa manuell vorgenommen werden, wenn geniigend Anwendungswissen iiber die Bedeutung
der Attribute vorhanden ist. Jedoch ist dieses Wissen oftmals nicht vorhanden, zudem eine
manuelle Selektion mit hohem Aufwand verbunden ist. Demgegeniiber stehen die Methoden
zur automatisierten Auswahl der relevanten Merkmale. Grundsétzlich wird dabei in die zwei

Klassen der Wrapper und Filter unterschieden. Ein Wrapper fithrt auf jedem Unterraum der
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Merkmale ein Data-Mining-Verfahren aus und bewertet das entstandene Resultat nach einem
gewissen Kriterium. Da der Aufwand eines optimalen Wrapper-Algorithmus, der jede mogliche
Teilmenge der Attributmenge beriicksichtigt, zu hoch wire, gibt es alternative Ansétze. Meist
umfasst dabei die Attributmenge anfangs entweder die leere Menge oder eben die Gesamtmen-
ge der Attribute. Je nach gewahlter Anfangsmenge wird sukzessiv das Attribut hinzugefiigt
bzw. entfernt, das fiir das verwendete Data-Mining-Verfahren am besten oder schlechtesten
bewertet wurde. Dies wird bis zur Erreichung der besten Attributmenge durchgefiihrt. Ein Filter
hingegen nutzt ein Bewertungskriterium, welches direkt auf die Attributmenge angewandt
wird und ohne den Einsatz eines Data-Mining-Verfahrens auskommt. Als Bewertungskriterien
konnen unter anderem statistische Verfahren, wie die Varianzberechnung oder Verfahren zur
Berechnung eines Korrelationskoeffizienten, genutzt werden. Die Unterschiede dieser zwei Me-
thoden zur Attribut-Selektion liegen in der Ausfithrungsgeschwindigkeit und der Qualitat. Der
Filter hat gegeniiber dem Wrapper einen Geschwindigkeitsvorteil, jedoch ist die Qualitit der
Attributs-Selektion beim Wrapper hoher, da diese auf den spater angewendeten Algorithmus
optimiert werden kann. Eine konkrete Umsetzung bzw. Verwendung der Techniken, sowie
deren Nutzen ist in dem Unterabschnitt 3.4.2 beschrieben.

Neben den hier beschriebenen Problemen, Techniken und Verfahren sind weitere der Literatur
zu entnehmen. Nach erfolgreichem Abschluss der Phase der Datentransformation liegen die

Daten in der fiir das Data-Mining-Verfahren benétigten Form vor.

2.2.4. Data Mining

In der Data-Mining Phase kommt nun ein ausgewahltes Verfahren zur Analyse der vorbereiteten

Daten zum Einsatz. Olaf Herden hat das Data-Mining wie folgt definiert:

Data Mining bezeichnet die Auswertung vorhandener Daten mit dem Ziel, bisher

nicht explizit hergestellte Zusammenhéange offenzulegen (Knowledge Discovery).

Herden (2015)

Fiir die Auswahl eines geeigneten Verfahrens, muss zunichst bestimmt werden, welche
grundlegende Data-Mining-Aufgabe vorliegt. Dabei kann etwa in Cluster-Analyse, Klassifikati-
on und Assoziationsanalyse, um nur einige zu nennen, unterschieden werden. Eine typische
Cluster-Analyse Aufgabe besteht darin eine Datenmenge in Gruppen dhnlicher Objekte einzu-
teilen, um diesen eine Bezeichnung zuzuordnen und somit Klassen zu bilden. Beispielsweise
konnen Kundendaten analysiert werden und Gruppierungen fiir die Zahlungsfahigkeit der
Kunden gebildet werden. Liegen die Attributwerte samt Klassifizierung vor, so kann eine Funk-

tion gelernt werden, die zukinftige Kunden anhand ihrer Attributwerte in eine der Klassen
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einordnet und damit eine Vorhersage iiber die Zahlungsfihigkeit eines Kunden trifft. Dieser Fall
beschreibt ein typisches Problem der Klassifizierung. Bei der Assoziationsanalyse handelt es
sich um die Analyse héufig auftretender und starker Zusammenhénge in den Daten. Ein wohl
bekanntes Beispiel liefern die Kunden, die diesen Artikel gekauft haben, kauften auch Anzeigen
auf Online-Shopping Plattformen. Wurde die Anwendungsklasse der Aufgabenstellung identi-
fiziert, ist im Anschluss ein geeignetes Verfahren fiir die Durchfithrung zu wahlen. Da in dieser
Arbeit eine Aufgabenstellung fiir eine Cluster-Analyse vorliegt, richtet sich der Fokus eben auf
diese Anwendungsklasse. Fiir andere Anwendungsklassen sei nochmals auf die Literatur von
(Cleve und Lammel, 2016) verwiesen.

Eine Cluster-Analyse hat, unabhangig vom verwendeten Verfahren, das Ziel Gruppen von
Objekten zu finden, die sich mo6glichst dhnlich sind. Das heif3t wiederum, dass Objekte un-
terschiedlicher Gruppen sich méglichst unahnlich sind. Bei einer Cluster-Analyse handelt
es sich um uniiberwachtes Lernen, das heif3t die zu entdeckenden Muster sind im Vorhinein
nicht bekannt. Um Gruppen dhnlicher Objekte zu bilden, nutzen Cluster-Analyse-Verfahren
Abstands- oder Ahnlichkeitsmafle, wie beispielsweise die euklidische Distanz. Das Abstands-
maf} bietet im Grunde genommen gleichzeitig ein Ahnlichkeitsmaf}, denn umso héher die
Distanz zweier Objekte ist, desto unihnlicher sind sich diese. Bei einer Distanz von 0 oder nahe
0, liegen identische oder sehr dhnliche Objekte vor. Handelt es sich bei den zu analysierenden
Objekten um mehrdimensionale Objekte, so lasst sich die Ahnlichkeit iiber die Summe der
Einzeldistanzen ermitteln.

Die Cluster-Analyse lasst sich unter anderem in die folgenden 3 Verfahren zur Clusterbildung

unterscheiden:

« Partitionierende Clusterbildung
+ Hierarchische Clusterbildung

« Dichtebasierte Clusterbildung

Die Gemeinsamkeiten von Cluster-Analyse-Verfahren wurden bereits beschrieben. Im Fol-
genden werden die Arbeitsweisen der aufgefithrten Verfahren etwas niher gebracht, sowie eine
Bewertung dieser vorgenommen. Fiir einen tieferen Einstieg in diese und andere Techniken zur
Clusterbildung kann zur bereits genannten Literatur auch das Buch Kaufman und Rousseeuw

(2008) empfohlen werden.
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Partitionierende Clusterbildung

Die partitionierende Clusterbildung zerlegt die Datenmenge in k zufillige Anfangspartitionen
und ordnet die Objekte iterativ zwischen den Clustern so um, dass sich die Giite der Cluster
iiber die Minimierung einer Fehlerfunktion stets verbessert. Die Cluster konnen durch einen
Mittelwert bzw. Mittelpunkt der ihm zugeordneten Objekten, den sogenannten Centroid, repra-
sentiert werden. Eine weitere Moglichkeit bietet die Cluster-Représentation iiber den Medoid,
einem typischen Vertreter des Clusters. Die Wahl eines Medoid kann etwa auf das Objekt fallen,
das in dem geringsten Abstand zum Centroid liegt. Ebenfalls existieren weitere Moglichkeiten
zur Reprisentation von Clustern, die hier nicht behandelt werden. Wie eingangs erwahnt,
werden die Objekte iterativ dem Cluster, dessen Reprasentant sie am nichsten sind, zugeordnet.
Mit jedem Durchlauf wird nicht nur die Cluster-Zugehorigkeit der Objekte berechnet, sondern
auch eine Neuermittlung des Cluster-Repriasentanten durchgefithrt. Abgeschlossen ist die
partitionierende Clusterbildung, wenn keines der Objekte einem anderen Cluster zugeordnet
wird. Die durch ein partitionierendes Verfahren gebildeten Cluster erfiillen die Anforderungen,
dass ein Cluster aus mindestens einem Objekt besteht, sowie jedes Objekt genau einem Cluster
angehort. Diese Anforderungen implizieren, dass es nicht mehr Cluster als Objekte geben
kann. Die wohl bekanntesten Verfahren der partitionierenden Clusterbildung sind der oft
als Referenzverfahren erwiahnte k-Means und der k-Medoid Algorithmus, die der Klasse der
Mittelpunkt-Verfahren angehoren.

Problematisch stellt sich die Ermittlung der Anzahl der zu bildenden Cluster k dar, denn die-
se ist im Vorhinein meist nicht bekannt. Ebenso haben partitionierende Verfahren oftmals
Probleme mit der Erkennung von Ausreiflern. Zudem ist die Bildung von nicht konvexen
Clustern® mit diesen Verfahren nicht méglich. Im Gegensatz zu anderen Verfahren erméglicht
diese Vorgehensweise den Objekten den Wechsel des Clusters, wenn diese einem anderen neu

berechneten Cluster-Repriasentanten naher als dem eigenen sind.

Hierarchische Clusterbildung

Bei der hierarchischen Clusterbildung wird eine Baumstruktur erstellt, bei der die Knoten mit
einer minimalen Distanz zueinander verschmolzen werden. Dabei reprasentiert die Wurzel
des Baumes die gesamte Datenmenge. Die inneren Knoten stehen fiir ein Cluster, in denen
alle unter diesem liegenden Teilbdume vereinigt sind. Die einzelnen Objekte werden durch
die Bldtter dargestellt. Dabei lasst sich in zwei hierarchische Techniken unterscheiden, die

agglomerative und die divise. Deren Vorgehensweisen unterscheiden sich in der Richtung des

*Schaubild im Anhang A.2
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Aufbaus der Baumstruktur. Die agglomerative Clusterbildung beginnt mit der grofitméglichen
Anzahl von Clustern, das heifit jedes Objekt représentiert ein Cluster. Die zwei Cluster, die
sich am néchsten sind, werden auf einer Ebene hoher zu einem Cluster vereinigt, bis nur noch
ein Cluster existiert. Die divise Clusterbildung geht genau entgegengesetzt vor und startet mit
dem initialen Cluster, dass die gesamte Objektmenge enthilt. Die Cluster werden dann auf den
tieferen Ebenen aufgeteilt, bis jedes Cluster genau ein Objekt reprasentiert.

Bei der hierarchischen Clusterbildung handelt es sich um ein bereits erwahntes Verfahren,
bei dem ein Objekt nach Zuordnung eines Clusters keinen Wechsel vornehmen kann. Eine
Vorgabe der Anzahl der gesuchten Cluster entfillt hingegen bei hierarchischen Verfahren.
Allerdings sind sie, im Gegensatz zu anderen Verfahren, nur auf eine vergleichsweise geringe
Menge von Objekte anwendbar. Ahnlich wie bei der partitionierenden Clusterbildung besteht

auch hier das Problem der Ausreifier-Erkennung.

Dichtebasierte Clusterbildung

Die dichtebasierte Clusterbildung setzt da an, wo die partitionierende Clusterbildung Schwie-
rigkeiten hat und zwar bei der Bildung von nicht konvexen Clustern. Als nicht konvexe Cluster
lassen sich jene bezeichnen, die sich wie ein Schlauch durch den n-dimensionalen Raum ziehen.
Bei der dichtebasierten Clusterbildung bilden die Cluster eine Gruppe von Objekten, die in
einer bestimmten Dichte zueinander stehen. Die unterschiedlichen Cluster sind durch Regio-
nen geringerer Dichte voneinander getrennt. Ein Cluster wachst demnach solange die Dichte
von Objekten in der Nachbarschaft einen Schwellwert iberschreitet. Ein in der Literatur oft
genanntes Verfahren ist der DBScan-Algortihmus.

Wie bereits erwihnt, finden dichtebasierte Verfahren nicht konvexe Cluster. Zudem ist eine
Angabe der Anzahl der gesuchten Cluster k bei diesem Vorgehen nicht nétig. Ebenfalls hat
dieses Verfahren im Gegensatz zu den bisherigen kein Problem mit der Erkennung von Ausrei-
Bern. Als Problem hingegen ist die optimale Wahl der Parameter zur Bestimmung der Dichte

anzusehen.

2.2.5. Evaluation

In der letzten Phase werden die durch das Data-Mining erzielten Resultate von einem Exper-
ten in Bezug auf die definierten Ziele evaluiert. Dazu wird eine Bewertung hinsichtlich der
Giiltigkeit, Neuartigkeit, Niitzlichkeit und Verstdndlichkeit des Ergebnisses durchgefiihrt. Diese
Bewertung kann unabhingig vom verwendeten Verfahren angewandt werden. Im Folgenden

sollen die Bewertungskriterien kurz erlautert werden.
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Die Giiltigkeit beschreibt eine Art Wahrscheinlichkeit mit der die gefundenen Muster

auch auf neue Daten zutreffen.

+ Das Kriterium der Neuartigkeit bewertet, ob das Analyse-Ergebnis die bisherigen Kennt-

nisse erweitert oder ginzlich neue liefert.

« Der Aspekt der Nitzlichkeit bewertet, ob das ermittelte neue Wissen auch praktisch

verwertbar und anwendbar ist.

« Die Verstandlichkeit ist ein Maf} dafiir, wie gut ein Resultat vom Experten nachvollzogen

werden kann.

Liegt ein erwartetes Resultat vor, so scheint eine Bewertung trivial. Bei einer Durchfiih-
rung einer Klassifikation, einem Verfahren des iiberwachten Lernens, kann also anhand der
vorliegenden bereits klassifizierten Daten iiberprift werden, ob ein neues Objekte korrekt ein-
geordnet wurde. Im Folgenden wird sich aber speziell auf die Bewertung von Cluster-Analysen
konzentriert. Fiir einen Einblick in die Bewertungsmafle anderer Anwendungsklassen emp-
fiehlt sich die erwéhnte Literatur.

Liegt ein Resultat einer Cluster-Analyse vor, kann im Regelfall keine Uberpriifung einer korrek-
ten Zuordnung durchgefithrt werden, da die Zielcluster eben nicht bekannt sind. Dadurch stellt
sich auch der Vergleich zweier erzielter Resultate als schwierig dar. Um eine Vergleichbarkeit
zu schaffen, kann die Qualitéit der gebildeten Cluster durch verschiedene Herangehensweisen

ermittelt werden.

Variante 1:  Esist gefordert, dass sich die Objekte innerhalb eines Clusters moglichst dhnlich
sind. Es werden daher fiir jedes Objekt eines Clusters die Abstande bzw. die Abweichungen
zum jeweiligen Cluster-Reprasentanten ermittelt und aufsummiert. Die ermittelten Summen

werden dann nochmals fir alle Cluster aufsummiert.
k
G = Z Z dist(z,m;)? (2.2)
i=1 xeC;

Der Wert m; steht fiir den Cluster-Reprasentanten vom Cluster C;. Umso geringer der Wert
(71 ist, desto besser ist die Qualitit der Cluster zu bewerten. Dementsprechend ist das Ergebnis

zweiler Resultate mit dem kleineren Wert als besser zu bewerten.
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Variante 2:  Es ist gefordert, dass die Cluster moglichst weit voneinander entfernt liegen.

Hier kénnen beispielsweise die Distanzen der Cluster-Reprasentanten aufsummiert werden.

G2 = Z dist(mj,mi)Q (2.3)

1<i<j<k

Das Resultat mit den grofieren Abstanden der Cluster (3 ist als besser zu bewerten.

Die betrachteten Varianten gehen allerdings von einer fixen Anzahl der Cluster k aus. Mit
einer variablen Anzahl von Clustern sind diese Varianten ungeeignet, da das optimale Resultat
ein k = Anzahl von Objekten ergeben wiirde. Eine Moglichkeit mit variablen k umzugehen
ist, Cluster-Analysen fiir verschiedene k durchzufithren und die daraus entstandenen Clus-
terbildungen hinsichtlich ihrer Qualitit zu vergleichen. Eine weitere Moglichkeit ergibt sich
durch den Silhouetten-Koeffizienten. Der Silhouetten Koeffizient berechnet sich aus dem durch-
schnittlichen Abstand dist;(x) eines Objektes x zu den Objekten desselben Clusters, sowie

dem durchschnittlichen Abstand dista(x) zu den Objekten des nachstgelegenen Clusters.

disty(x) — diste(x)

maz(dist;(x) — dista(z)) (2.4)

s(z) =

Der Koeffizient eines Clusters ergibt sich letztlich aus dem Mittelwert der Koeffizienten
aller Objekte eines Clusters. Dieser kann einen Wert zwischen -1 und 1 annehmen. Aus dem

Koeffizienten erschlieflen sich die folgen Aussagen:

0.71-1.0: Eine Starke Struktur gefunden.
0.51-0.7: Eine brauchbare Struktur gefunden.
0.26 - 0.5: Eine schwache Struktur gefunden.

<0.25: Keine wesentliche Struktur gefunden.
Tabelle 2.5.: Bewertung des Silhouetten Koeffizienten (Kaufman und Rousseeuw, 2008)

Diese Bewertung der Cluster stellt aber nur ein theoretisches Maf} fiir qualitativ gute Clus-
ter dar. Dieser kann beispielsweise fiir einen Vergleich von Clustering-Verfahren eingesetzt
werden. Ebenfalls ist dieser Koeffizient durchaus fiir Experimente, wie etwa zur Findung einer
geeigneten Konfiguration eines Verfahrens, einsetzbar. Uber die Sinnhaftigkeit eines Resultats
kann dieser Koeffizient jedoch keine Aussage treffen. Deshalb ist es notwendig, dass eine Be-
wertung in Zusammenarbeit mit einem Fachexperten durchgefithrt wird, denn nur dieser kann
aufgrund seiner Fachkenntnisse eine Bewertung hinsichtlich der zu Anfang dieses Abschnittes
aufgefithrten Kriterien durchfithren. Fallt die Bewertung beziiglich dieser Kriterien negativ aus,

das heif3t das Resultat ist beispielsweise nicht verstindlich oder die extrahierten Informationen
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sind nicht niitzlich, so kann in eine frithere Phase des KDD-Prozesses zuriickgekehrt werden. Es
konnte beispielsweise ein Riicksprung in die Phase des Data-Mining durchgefiihrt werden, um
die Parameter des verwendeten Verfahrens anzupassen. Ebenso denkbar wire ein Riicksprung
in die Datentransformation, um Anderungen an der Attribut-Selektion vorzunehmen, da die

bisherige Auswahl nicht zur Erreichung der Ziele geeignet war.

2.3. Aufgabenstellung

Es soll Stiick fiir Stiick ein Teilbereich aus dem Datenbestand der Teile selektiert werden und
der KDD-Prozess im Weiteren durchlaufen werden. Dafiir ist zunéchst ein Verstandnis fiir
die Anwendung und die Daten aufzubauen. Ist die Datenselektion vorgenommen, folgt die
Integration in einen zentralen Datenbestand. Ebenfalls ist die Qualitét der Daten zu priifen und
auf die Eignung fiir das verwendete Data-Mining-Verfahren zu untersuchen. Gegebenenfalls
sind Mainahmen zur Steigerung der Qualitit des Datenbestandes, sowie die Uberfiihrung in
die fiir das Data-Mining-Verfahren benétigte Struktur noétig. Im Zuge der Datentransformation
soll durch den Einsatz verschiedener Verfahren zur Attribut-Selektion die Qualitat und die
Eignung dieser Verfahren untersucht werden. Sind die Daten fiir das Data-Mining vorbereitet,
ist neben der Uberpriifung verschiedener Clustering-Verfahren hinsichtlich der Eignung zur
Erstellung eines Clusterings im Kontext technischer Artefakte auch die Wahl geeigneter Pa-
rameter der Verfahren zu treffen. Ist die Cluster-Analyse durchgefiihrt, gilt es die Resultate
einem Fachgebietsexperten zu prasentieren und diesen in Bezug auf die Art der Gruppierungen
zu sensibilisieren. Im Falle eines unbrauchbaren Resultats, sind die Griinde zu ermitteln und
weitere Mafinahmen oder Anpassungen an einer fritheren Phase des KDD-Prozesses vorzu-
nehmen, sowie ein weiterer Durchlauf zu starten. In den Kapiteln 3 und 4 folgt die Umsetzung

dieser Aufgabenstellung anhand dem Teilbereich der Schrauben.
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3. Praktische Durchfiihrung

Fir die praktische Durchfithrung der in Abschnitt 2.3 beschriebenen Aufgabenstellung wurde
eine Toolchain zur Umsetzung des in Abschnitt 2.2 beschriebenen KDD-Prozesses aufgebaut.
Diese Toolchain ist Abbildung 3.1 dargestellt und umfasst neben den Tools auch deren Verar-

beitungsschritte.

Datenintegrationstool

Erstellung zentraler
Datentabelle

Selektierte

(Datenintegration)
Daten

KDD Tool
Entitatenidentifikation
(Datenintegration)

Kodierung &
Normalisierung

Falsche & fehelende Daten
bereinigen

(Datenbereinigung)

Aggregation &
Komprimierung von Daten

(Datentransformation)

(Datentransformation)

Data-Mining-Verfahren Merkmals-Selektion

(Data-Mining) (Datentransformation)

Bewertung der Qualitat

(Evaluation)

Présentationstool

Bewertung durch
Experten

Abbildung 3.1.: Toolchain inklusive derer Verarbeitungsschritte
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3. Praktische Durchfiihrung

Dieses Kapitel behandelt zunédchst die Auswahl geeigneter Programme zur Realisierung
der Toolchain. AnschlieBend wird im Abschnitt 2.2 die praktische Durchfithrung beschrieben.
Dafiir werden die in den einzelnen KDD-Phasen aufgetretenen Problemen erlautert, sowie

eine Losung fiir diese préasentiert.

3.1. Verwendete Programme

Zur Umsetzung des KDD-Prozesses wurde nach einer nicht kommerziellen Software-Losung
gesucht, die bereits viele Losungen fiir bekannte Probleme mitbringt. Dabei wurden die Pro-
gramme RapidMiner und KNIME, sowie die Programmiersprache R bei der Auswahl einer
geeigneten Software beriicksichtigt, da dieses die géngigsten Open-Source Software Produkte
zur Datenanalyse sind.

RapidMiner ist eine in Java realisierte und fiir Windows, Mac und Linux verfiigbare Software
fiir maschinelles Lernen, sowie Data Mining. 2001 wurde die Software urspriinglich unter
dem Namen YALE entwickelt, ehe sie 2007 in RapidMiner umbenannt wurde. Seit 2004 ist
RapidMiner auf SourceForge, einem Filehostingdienst fiir Softwareprojekte, gehostet und be-
reits seit einigen Jahren auf dem Markt. Es wird eine grafische Oberfliache zur Erstellung von
analytischen Workflows geboten, wofiir iiber 1500 Operatoren, unter anderem fiir Ein- und
Ausgabe, Datenvorverarbeitung, Data-Mining, Text-Mining, Web-Mining und Visualisierung,
bereitgestellt werden. Ebenfalls lassen sich die Programmiersprachen R und Python, sowie
Weka ! in RapidMiner integrieren. Einen FAQ bietet RapidMiner Studio nicht, dafiir aber eine
Community, die fiir Fragen kontaktiert werden kann. In der kostenfreien Version ist Rapid-
Miner auf 10.000 Datensitze, sowie einen logischen Prozess limitiert, wodurch die Nutzung
zeitaufwendig und nur eingeschrankt moglich ist.

KNIME ist eine ebenfalls in Java entwickelte und unter Windows, Mac und Linux verfiigba-
re Software zur Durchfithrung von Datenanalysen. Die Entwicklung begann 2004 bis dann
2006 die erste Version verdffentlicht wurde. Auch KNIME wird tiber eine Benutzeroberflache
bedient, iiber die, dhnlich wie in RapidMiner, Workflows erstellt werden kénnen. Die Work-
flows basieren auf dem Pipelining-Konzept. Das Pipelining-Konzept besagt, dass das Ergebnis
oder die Ausgabe eines Verarbeitungsschrittes die Eingabe des darauffolgenden Schrittes ist.
KNIME bietet iiber 1000 Module fiir Datenintegration, Datentvorverarbeitung, Datenanalyse
und -visualisierung, sowie die Integration von Programmen in R, Python und Java. Ebenfalls
besteht die Moglichkeit zur Erweiterung mit Weka und anderer Tools. KNIME bietet einen
FAQ, sowie einen guten Support durch die KNIME-Community. Eine Limitation in Sachen

1Softwaretool, das verschiedene Techniken fiir den KDD Prozess bereitstellt
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3. Praktische Durchfiihrung

Datenséatze existiert im Gegensatz zu RapidMiner nicht.

Eine weitere Alternative bietet die Programmiersprache R fiir statistische Berechnungen und
Grafiken. R ist unter Windows, Mac und UNIX Plattformen verfiigbar. Die Programmiersprache
wurde 1992 entwickelt und seitdem stetig gewachsen. Der Funktionsumfang von R kann durch
eine Vielzahl von zusitzlichen Paketen erweitert werden, darunter auch Miningverfahren.
R bietet auch Schnittstellen zu anderen Programmiersprachen, wie beispielsweise Java oder
Python. Es existieren ein FAQ, sowie eine Community und eine Menge von Blogs, sowie Foren
die R thematisieren.

Jede dieser Software Losungen umfasst mehrere Anwendungsklassen des Data-Mining und
bietet somit nicht nur eine Losung fiir ein bestimmtes Problem. Da es sich nicht um Big Data
handelt, werden fiir akzeptable Laufzeiten keine Spezialrechner benétigt. Aufgrund der Tat-
sache, dass KNIME und RapidMiner tiber eine Benutzeroberfldche bedienbar sind, sowie R
in beide Programme integrierbar ist, wurde sich gegen eine reine Umsetzung in R entschie-
den. Jedoch wird auf R nicht ganzlich verzichtet, da R unter anderem viele unterschiedliche
Verfahren verschiedener Miningtechniken zur Verfiigung stellt. KNIME und RapidMiner sind
beides etablierte Software-Losungen, die sich in ihrer Funktionalitit sehr dhneln. Letztendlich
fiel die Wahl auf KNIME als KDD-Plattform, da die Einbindung von Java Programmen durch
vorhandene Module sehr einfach ist. Zudem ist KNIME nicht in der Anzahl der zu verarbeiten-
den Datensitze limitiert. Bei der Datenintegration wurde der Teil des Uberfithren der Daten
in eine Datentabelle in der Programmiersprache Visual Basic realisiert, da der Umgang mit
dieser Sprache vertraut ist, konnte jedoch mit jeder beliebigen Programmiersprache realisiert
werden. In KNIME ist dieser Vorgang leider nicht umsetzbar, da es nicht méglich ist, Tabellen
mit unterschiedlichen Tabellendefinitionen automatisiert einzulesen. Zur Prasentation der

Ergebnisse wird Microsoft Excel genutzt.

3.2. Datenselektion und -integration

Die Datenselektion wurde von der Firma Claudius Peters vorgenommen und umfasst zunichst
den Gegenstandsbereich der Schrauben. Zur Verfiigung gestellt sind die Daten in Form von 55
csv-Dateien. Da die selektierten Dateien zum Teil unterschiedliche Tabellendefinitionen aufwei-
sen, werden diese zunichst zu einer gemeinsamen Datentabelle zusammengefasst. Wie bereits
erwahnt, lasst die KDD-Plattform KNIME das Einlesen von Tabellen mit unterschiedlichen
Tabellendefinitionen nicht zu. Aufgrund dessen erfolgt das Zusammenfiihren der unterschied-
lichen Datentabellen in einen zentralen Datenbestand durch ein eigen-entwickeltes Programm

in der Sprache Visual Basic. Der Algorithmus 3.1 zeigt einen Pseudo Code, der die zentrale
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Datentabelle erzeugt. Dort wird in Zeile 2 zunéachst eine leere Datentabelle erzeugt. Der Algo-
rithmus iteriert {iber die Dateien des ausgewahlten Verzeichnisses und fiigt die Datentabellen
hinzu. Dazu dient die Operation in Zeile 5. Dort wird an die zentrale Datentabelle mit jeder
Iteration eine weitere Datentabelle angefiigt. Durch die Option unionOfColumns=TRUE werden
bereits in der zentralen Datentabelle vorhandene Attribute nicht nochmal angefiigt, sondern

die Werte der Datentabelle appenDataTable entsprechend den Attributen zugeordnet.

Algorithm 3.1 Pseudocode: Datenintegration

1: dir < chooseDirectory()

2: dataT'able < newDataT able

3: for all file € dir do

4: appendDataT able < open(file)

5 Concatenate(dataT able, appendDataT able, unionO fColumns = TRUE)
6: end for

Nach Ausfithrung des Algorithmus liegt eine zentrale Datentabelle vor, die problemlos in
KNIME eingelesen werden kann. Die darin enthaltenen Merkmale inklusive ihrer Beschreibun-
gen konnen im Anhang A.1 eingesehen werden. Die nun vorliegende zentrale Datentabelle
wurde anschlieflend hinsichtlich semantisch dquivalenter Merkmale untersucht. Das Merk-
mal OBFBEH alpha beschreibt laut Metadaten die Oberfliche einer Schraube, wohingegen
das Merkmal OBFSTS alpha die Oberflache des speziellen Schraubentyps der Steinschraube
beschreibt. Da es sich bei einer Steinschraube ebenfalls um eine Schraube handelt, wurden
diese Merkmale nach Riicksprache mit einem Fachexperten als 4quivalent angesehen. Liegen
semantisch dquivalente Merkmale vor, so sind diese zu einem Merkmal zusammenzufassen.
Dabei ist darauf zu achten, dass falls beide Merkmale einen Wert besitzen, diese nicht im
Widerspruch zueinander stehen. Falls die Merkmalswerte im Widerspruch zueinander stehen,
wurde der Wert des Merkmals OBFSTS alpha als der korrekte ermittelt. Umgesetzt wurde das

Zusammenfiigen von Merkmalen mit dem Workflow in Abbildung 3.2.
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Abbildung 3.2.: Workflow: Merkmale zusammenfassen

Der Workflow arbeitet auf Basis einer Tabelle dessen Aufbau in Tabelle 3.1 zu sehen ist. Es
werden die zusammenzufithrenden Merkmale aus der Tabelle eingelesen und das Merkmal
SecondaryFeature in das Merkmal PrimaryFeature integriert. Uber den Column-Merger-Node
kann das Merkmal mit den korrekten Werten im Falle eines Widerspruchs gewahlt werden.
Die Tabelle 3.1 enthilt die Merkmale, die als d4quivalent identifiziert und zusammengefasst

wurden.

SecondaryFeature | PrimaryFeature
OBFBEH alpha OBESTS alpha
NENNLA numer. LANGE numer.

DURCHM numer. GEWDUR alpha

Tabelle 3.1.: Merkmale zusammenfassen

Nach Ausfithrung des KNIME-Workflows liegt eine zentrale Datentabelle bestehend aus den

folgenden 41 Merkmalen vor:
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Teile-Nr Teilebezeichnung =~ GEWDUR alpha LANGE numer.
FESTWE alpha STOFNR alpha GEWLGE numer. SCHLUW numer.
KOPFHH numer. ABVOST alpha SICHNA alpha TEABO1 alpha
TEABO2 alpha KOPFBR numer. ANSKUP alpha LIEUMF alpha
GEWENT1 alpha GEWLGI1 numer. GEWEN? alpha GEWLG2 numer.
FORM alpha WERKST alpha KOPFBM numer. OBFSTS alpha
PRODKL alpha DUSCHF numer. NORM alpha WERKSH alpha
HERSTE alpha SCHABR numer. VERPEH alpha SCHLFO alpha
FRM962 alpha AFENDE alpha FESTKL alpha ANMUTE numer.
TELSCH alpha TECLIF alpha DUSCHB alpha KKLASS alpha
AUSSCR alpha

3.3. Datenvorverarbeitung und -bereinigung

Wie bereits in Unterabschnitt 2.2.2 erwéhnt, liegen die Zieldaten meist nicht in gewiinschter
Qualitit vor. In diesem Fall spiegelt sich die mangelnde Qualitit besonders durch fehlende Daten,
aber auch durch Ausreifier bzw. falsche Daten wider. Die Probleme, wie beispielsweise falsche
Daten im Sinne von Schreibfehlern und uneinheitlichen Abkiirzungen, sind der manuellen

Dateneingabe geschuldet.

3.3.1. Falsche Daten

Nach Abschluss der Datenintegration wurden die Daten zunéichst auf unzuldssige Werte bzw.
Fehleintrige analysiert. Dabei ist aufgefallen, dass sich in einigen Merkmalen die Semantik der
Werte vermischt. Beispielsweise beschreibt das Merkmal FESTWE alpha die Festigkeit/Werk-
stoff einer Schraube, enthilt aber Werte einer Werkstoff-Nummer fiir die das Merkmal STOFNR
alpha vorhergesehen ist. Zudem existiert ein Merkmal WERKST alpha, welches fir den hinter
einer Werkstoff-Nr. verborgenen Werkstoff bestimmt ist. Es ist also zunéchst eine semantisch
korrekte Zuweisung von Werten zu Merkmalen durchzufithren. Damit dies gelingt, wurden
regulidre Ausdriicke auf Basis von Falk u. a. (2016) fur die Identifizierung der Semantik der
Merkmalswerte entwickelt. Auf Basis dieser reguldaren Ausdriicke wurde, speziell fiir diesen
Anwendungszweck, Java-Programm entwickelt, das die semantisch korrekte Zuordnung von
Merkmalswerten zu Merkmalen durchfiihrt. In Abbildung 3.3 ist der Workflow mit integriertem

Java-Programm zur Bereinigung der semantisch falsch zugeordneten Daten dargestellt.
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Abbildung 3.3.: Workflow: Bereinigung von falschen Daten auf Basis von reguliren Ausdriicken

Fiir eine erfolgreiche Durchfithrung wurden zunichst die drei Merkmale Werkstoff, Werk-

stoffNr und Festigkeit generiert. Das sorgt dafiir, dass jedes der betroffenen Merkmale analysiert

werden kann, ohne das einer der falsch zugeordneten Werte tiberschrieben wird, ehe dieser

selbst analysiert wurde. Der dargestellte Workflow liest zunéchst iiber eine Text-Datei die zu

analysierenden Merkmale ein. Der Aufbau der Text-Datei ist in der Tabelle 3.2 dargestellt.

Nach Ausfithrung des Java-Programmes kann das analysierte Merkmal aus der Datentabelle

entfernt werden, da diese Informationen nun einem der Merkmale Werkstoff, WerkstoffNr oder

Festigkeit zugeordnet wurde.

CheckFeature

FESTWE alpha
STOFNR alpha
WERKST alpha
WERKSH alpha

FESTKL alpha

Tabelle 3.2.: Merkmale zur Wertepriifung mittels reguldrer Ausdriicke

Nach Ausfithrung dieses Workflows liegt eine um zwei Merkmale verringerte Datentabelle

vor, da mehrere Merkmale semantisch dquivalente Inhalte enthielten. Bei einer bereits im

Vorhinein semantisch korrekten Zuordnung dieser Werte, hitten diese Merkmale schon in der
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Phase der Datenintegration behandelt werden kénnen. Daraus ergibt sich eine Datentabelle

mit den folgenden Merkmalen:

Teile-Nr Teilebezeichnung ~ GEWDUR alpha LANGE numer.
GEWLGE numer. SCHLUW numer. = KOPFHH numer. ABVOST alpha
SICHNA alpha TEABO1 alpha TEABO2 alpha KOPFBR numer.
ANSKUP alpha LIEUMF alpha GEWEN1 alpha GEWLGI numer.
GEWEN?2 alpha GEWLG2 numer. FORM alpha KOPFBM numer.
OBESTS alpha PRODKL alpha DUSCHF numer. NORM alpha
HERSTE alpha SCHABR numer. VERPEH alpha SCHLFO alpha
FRM962 alpha AEENDE alpha ANMUTE numer.  TELSCH alpha
TECLIF alpha DUSCHB alpha KKLASS alpha AUSSCR alpha
Festigkeit WerkstoffNr Werkstoff

Ebenfalls unter dem Punkt der falschen Daten zu fithren sind syntaktische Probleme, wie
Schreibfehler, Abkiirzungen oder uneinheitliche Schreibweisen. Die vorliegenden Daten weisen
vorwiegend uneinheitliche Schreibweisen bzw. Abkiirzungen auf. So existieren fiir das Merk-
mal OBFSTS alpha die vier Auspragungen feuerverzinkt, feuer_verz., feuer.verz. und feu.verz..
All diese verschiedenen Auspragungen sind semantisch dquivalente Eintrége, die fiir die Daten-
analyse auf einen gemeinsamen Wert zu iiberfithren sind. Geschieht diese Uberfiihrung nicht,
werden die verschiedenen Auspriagungen fiir die Analyse auch als unterschiedlich angesehen
und verfilschen womdglich das Ergebnis. Die Ubersetzung semantisch dquivalenter Werte auf
einen ebenfalls syntaktisch dquivalenten Wert erfolgt auf Basis einer Ubersetzungstabelle, wie
in Tabelle 3.3 dargestellt.

currentValue | newValue
feu.verz. feuerverzinkt
feuer verz. feuerverzinkt
feuer.verz. feuerverzinkt

Tabelle 3.3.: Werte Ubersetzung

Der in Abbildung 3.4 dargestellte Workflow liest eine solche Ubersetzungstabelle ein und
fithrt Giber den Cell-Replacer-Node die Ubersetzung vom Wert der Spalte currentValue in den
Wert der Spalte newValue durch.
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Abbildung 3.4.: Workflow: Bereinigung von Schreibfehlern und Abkiirzungen

Die Notwendigkeit fiir eine Ubersetzung von semantisch dquivalenten Werten war fiir die
Merkmale OBFSTS alpha, Werkstoff, Festigkeit, ABVOST alpha, GEWDUR alpha und AUSSCR
alpha gegeben. Daraus ergab sich eine von den entdeckten Werte-Aquivalenzen bereinigte
Datentabelle.

3.3.2. Fehlende Daten

Im Anschluss an die Bereinigung der falschen Daten, wurde die Datentabelle auf fehlende
Werte uiberpriift. Fehlende Werte sind in der zentralen Datentabelle vor allem auch durch
die Datenintegration entstanden. Viele der integrierten Datentabellen enthielten durch die
unterschiedlichen Tabellendefinitionen Merkmale, die in anderen Datentabellen nicht der
Tabellendefinition angehorten. Dementsprechend besitzen diese Merkmale bei einigen Daten-
satzen keine Werte. Zudem sind fehlende Werte schlichtweg bei der Dateneingabe entstanden,
in dem die entsprechenden Merkmale keinen Wert erhielten. Fiir die vorliegende Datenmen-
ge wurden die zwei folgenden Methoden fiir den Umgang mit fehlenden Daten als sinnvoll

angesehen:

1. Es besteht eine Relation zwischen Merkmalen

2. Globale Konstante

In Relation stehende Merkmale

Stehen Merkmale in Relation zueinander, so lasst sich aus einem dieser Merkmale der Wert

des anderen ableiten bzw. vorhersagen. Eine Relation besteht beispielsweise zwischen den
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Merkmalen WerkstoffNr und Werkstoff. Besitzt das Merkmal WerkstoffNr den Wert 1.1181,
kann daraus das Merkmal Werkstoff mit dem Wert C35E bestimmt werden, da sich hinter einer
Werkstoff-Nummer immer derselbe Werkstoff verbirgt. Fiir eine Bereinigung der fehlenden
Daten fiir in Relation stehende Merkmale, kann dhnlich wie bei der Ubersetzung von falschen
Daten in Unterabschnitt 3.3.1 eine Relationstabelle genutzt werden, deren Aufbau in Tabelle 3.4

dargestellt ist.

RelationFeature | RelationFeatureValue | MissingValueFeature | PredictValue
WerkstoffNr 1.1181 Werkstoff C35E
WerkstoffNr 1.4301 Werkstoft X5CrNi18-10

Tabelle 3.4.: Relationen von Merkmalen

Die Umsetzung der Bereinigung von Merkmalen zwischen denen eine Relation besteht
ist in Abbildung 3.5 dargestellt. Uber ein Java-Programm werden Regeln erstellt, die beim
Einritt eines fehlenden Wertes in Kraft treten. Eine solche Regel baut sich aus den Werten der

Relationstabelle auf und sieht wie folgt aus:

MISSING MissingV alueFeature AND RelationFeature = “RelationFeatureV alue =>
“PredictV alue®

Diese Regel besagt, dass wenn der Wert eines Merkmals MissingValueFeature fehlt und das
in Relation stehende Merkmal RelationFeature einen Wert RelationFeatureValue vorweist, dann
wird der fehlende Wert durch den Wert PredictValue ersetzt. Die Ausfithrung dieser Regeln
geschieht iiber den Rule-Engine-Node.

32



3. Praktische Durchfiihrung

setvalue depending on other

Recursive Loop Rule Engine

Start (2 ports) (Dictionary)
&
L o S »
= — i
Table Row
to Variable File Reader Java Snippet __— Recursive Loop
e .
Mode 233 = _— D’ . . ] 4 set column depending End (2 ports)
. A
File Reader oy Column Merger an other »
> O
> > [ > >
D' Columns read input create rule
to merge table table Concatenate
MNode 240
Java Snippet » = |
>
> 2>
(CSV Writer
default outcome ’“
Row Filter
>

delete merged
columns from table

Abbildung 3.5.: Workflow: Setzen von Merkmalen mit Relationen

Globale Konstante

Durch die Bereinigung der in Relation stehenden Merkmale konnten natiirlich nicht alle fehlen-
den Werte bereinigt werden, da eben nicht alle Merkmale eine Relation besitzen. Die nun offen
gebliebenen fehlenden Werte werden durch eine globale Konstante ersetzt. Jedoch sollte bei
der globalen Konstante noch unterschieden werden, ob ein Merkmal bereits einen Wert besitzt,
der die gleiche Bedeutung eines fehlenden Wertes besitzt. Existiert solch ein Wert, so erhalten
die fehlenden Werte tiber die globale Konstante denselben Wert, wie beispielsweise bei dem
Merkmal ABVOST alpha, dass die Abnahmevorschrift einer Schraube beschreibt. Ist dieses
Merkmal nicht gesetzt, so hat es die Bedeutung einer nicht vorhandenen Abnahmevorschrift.
Da Merkmal ABVOST alpha bereits einen Merkmalswert nein besitzt, der die nicht Existenz
einer Abnahmevorschrift beschreibt, sollte dieser verwendet werden. Wird ein abweichender
Wert verwendet, bedarf das bereits geloste Problem der syntaktisch unterschiedlichen Wer-
te gleicher Semantik aus Unterabschnitt 3.3.1 einer erneuten Behandlung. Ist ein Wert mit
gleicher Semantik eines fehlenden Wertes nicht vorhanden, so erhalten die Merkmale einen
Standardwert, wie beispielsweise den Wert -1 fiir numerische Merkmale und den Wert NA fiir
nicht numerische Merkmale. Bei der Vergabe der Werte sollte darauf geachtet werden, dass
Werte vergeben werden, die in den Merkmalen nicht auftreten kénnen. In Abbildung 3.6 ist ein
Workflow zum Setzen der fehlenden Werte dargestellt. Die individuell zu setzenden Werte, wie
beim Merkmal ABVOST alpha mit nein, konnen in einer Tabelle, wie in Tabelle 3.5 dargestellt,
definiert werden. Uber diese Tabelle werden dhnlich, wie bei dem Workflow aus Abbildung 3.5,

Regeln erstellt, die den definierten Wert anstelle des fehlenden Wertes setzen. Nach dem Setzen
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der individuellen Werte werden iiber den Missing-Value-Knoten die bereits angesprochenen
Standardwerte gesetzt. Die Standardwerte wurden fiir numerische Merkmale mit dem Wert -1

und fiir alphanumerische Merkmale mit dem Wert NA versehen.

MissingValueFeature ‘ Value ‘
ABVOST alpha

nein

Tabelle 3.5.: Fehlende Werte durch individuelle Werte ersetzen

MissingValues Workflow
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Abbildung 3.6.: Workflow: Bereinigung von fehlenden Werten

Nach Abschluss dieser Phase liegt eine von fehlenden Daten bereinigte Datentabelle vor.

3.4. Datentransformation

Wie bereits in Unterabschnitt 2.2.3 erwahnt, werden in der Datentransformation die Daten fur
das verwendete Data-Mining Verfahren vorbereitet. Um das verwendete Verfahren méglichst
effizient auszufithren und um ein gutes Resultat zu erzielen wird zunéchst eine Datenreduktion
und anschlieflend eine Dimensionsreduktion vorgenommen. Die hier zur Anwendung kommen-
den Techniken fiir die Datenreduktion sind die Aggregation und die Datenkompression. Fiir
die Attribut-Selektion wird neben dem Verfahren des Wrappers, eine zweite Attribut-Selektion
mittels einem Verfahren tiber Filter angewandt. Da zwecks Aufgabenstellung eine Cluster-

Analyse durchgefiithrt wird und die verwendeten Algorithmen numerische Werte benétigen,
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missen in dieser Phase die nominalen und ordinalen Daten zunichst durch numerische Werte

kodiert werden. Anschlieflend werden diese Daten noch normalisiert.

3.4.1. Datenreduktion
Aggregation

Zunichst erfolgt eine Aggregation von Daten. Die Aggregation hat das Ziel mehrere Fakten
zu einem Fakt zusammenzufassen. Die hier zur Anwendung kommende Aggregation erfolgt
Spaltenweise, das heif3t es werden mehrere Merkmale zu einem zusammengefasst. Die Ent-
scheidung Merkmale zu aggregieren erfolgt auf Basis des Anwendungswissens. Die Merkmale
GEWENI1 alpha und GEWEN?2 alpha beschreiben ein Gewindeende 1, sowie ein Gewindeende 2
und treten nur in Kombination bei bestimmten Schraubentypen auf. Aufgrund dessen werden
die Merkmale zu einem Merkmal aggregiert. Fiir die Durchfithrung von Aggregationen wurde
der in Abbildung 3.7 abgebildete Workflow erstellt. Dieser Workflow benétigt als Grundlage ei-
ne Aggregationstabelle, die den Aufbau der Tabelle 3.6 besitzt. Die Tabelle enthilt die Merkmale
Featurel und Feature2, die aggregiert werden sollen, sowie einen Namen NewFeatureName fiir
das aggregierte Merkmal. Die beiden Merkmale werden dabei durch ein definiertes Zeichen

getrennt.

‘ Featurel ‘ Feature2 ‘ NewFeatureName ‘
GEWENT1 alpha | GEWEN?2 alpha GEWENDEN

Tabelle 3.6.: Merkmals-Aggregationen
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Abbildung 3.7.: Workflow: Merkmale aggregieren

Die Aggregation wird nur bei den bereits erwahnten Merkmalen GEWEN]1 alpha und GE-
WEN? alpha durchgefiihrt. Die Durchfithrung sollte vor Kodierung und Normalisierung ge-
schehen, da ansonsten aus numerischen Attributen wegen des Trennzeichens alphanumerische

Attribute entstehen.

Datenkompression

Nachdem die Aggregation ausfithrt wurde und Merkmale zusammengefasst hat, kommt die
Datenkompression zum Einsatz. Bei der Datenkompressionen steht die Verringerung der
Merkmalswerte bzw. das Zusammenfassen mehrerer Werte zu einem im Vordergrund. Da das
Attribut Norm alpha sehr viele Werte enthilt, soll dies als Beispiel fiir die Durchfithrung der
Datenkompression dienen. Es gibt eine Menge von Normen fiir Schrauben hinter denen sich
neben technischer Artefakte auch der Schraubentyp verbirgt. Fiir eine Verringerung der Werte
konnen diese in Schraubentyp Norm zusammengefasst werden. Das heif}t es werden etwa
die Normen des Schraubentyps Sechskantschraube DIN 561, DIN 564, ..., ISO 4018 zu einem
Attribut Sechskantschrauben Norm zusammengefasst. Die Umsetzung der Datenkompression
ist im Workflow in Abbildung 3.8 dargestellt.
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Abbildung 3.8.: Workflow: Datenkompression

Auf Basis einer Kompressionstabelle erstellt der Workflow, analog zu den bisherigen Work-
flows, Regeln zur Ubersetzung bzw. Komprimierung. Die Kompressionstabelle hat den folgen-

den Aufbau:

FeatureValue | CompressedValue
DIN 561 Sechskantschrauben Norm
DIN 564 Sechskantschrauben Norm

Tabelle 3.7.: Datenkompressionen

Der Workflow tibersetzt also die Werte FeatureValue auf einen komprimierten Wert Com-
pressedValue. Zur Anwendung kommt die Datenkompression bei den Merkmalen Norm alpha,
GEWDUR alpha, SICHNA alpha und ABVOST alpha. Auch die Datenkompression sollte vor
der Kodierung, sowie der Normalisierung durchgefiithrt werden, denn die kodierten Werte
wiirden eine Kompression erschweren, da zunichst der urspriingliche Wert des kodierten

Wertes ermittelt werden misste.

3.4.2. Dimensionsreduktion

Nachdem nun die Datenreduktion durchgefithrt wurde, sollen nun die fir die Analyse rele-
vanten Merkmale identifiziert werden. Wie anfangs erwihnt werden dazu zwei verschiedene
Verfahren eingesetzt. Zunichst wird das Verfahren der Attribut-Selektion iiber Filter beschrie-
ben, ehe sich dem Verfahren des Wrappers gewidmet wird.
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Filter
Missing-Value-Filter

Zunéchst kommt ein Missing-Value-Filter zu Anwendung. Dieser Filter entfernt Merkmale,
die zu einem gewissen Grenzwert fehlende Werte vorweisen. Ist der Anteil der fehlenden
Werte sehr hoch, so ist es unwahrscheinlich, dass der Informationsgehalt dieses Merkmals
bedeutend ist. Bei der Anwendung ist darauf zu achten, dass der Filter vor dem Setzen von
fehlenden Werten durch eine globale Konstante, jedoch nach dem Setzen der fehlenden Daten,
die in Relation zu einem anderen Merkmal stehen, ausgefithrt wird, da dieser ansonsten keine
Wirkung hat. In KNIME ist bereits ein Missing-Value-Filter mitgeliefert. Dieser wird tiber einen
Grenzwert des prozentualen Anteils fehlender Werte konfiguriert. Der Filter wurde auf einen
Grenzwert von 97,5% fehlender Werte konfiguriert. Dadurch wurden die folgenden Merkmale

fur die Daten-Analyse als irrelevant bewertet:

Feature
TEABO1 alpha
TEABO2 alpha
ANSKUP alpha
LIEUMF alpha
KOPFBM numer.
PRODKL alpha
DUSCHF numer.
HERSTE alpha
SCHABR numer.
VERPEH alpha
SCHLFO alpha
FRM962 alpha
AFENDE alpha
ANMUTE numer.
TELSCH alpha
TECLIF alpha
DUSCHB alpha
KKLASS alpha
AUSSCR alpha

Tabelle 3.8.: Merkmale mit fehlenden Werten >= 97,5%

38



3. Praktische Durchfiihrung

Die gefilterte Datentabelle wurde als Grundlage fiir die weitere Verarbeitung sowohl fiir die

der Filter als auch fiir die des Wrappers genutzt.

High-Correlation-Filter

Ein weiterer Filter, der fiir die Attribut-Selektion zur Anwendung kommt, ist der High-
Correlation-Filter. Die Aufgabe dieses Filters besteht darin, redundante Attribute aus der
Datentabelle zu filtern. Zur Identifizierung der redundanten Attribute kommt der Korrelati-
onskoeflizient von Pearson zum Einsatz. Dieser Koeffizient stellt ein Maf} fiir den Grad des
linearen Zusammenhanges zwischen Merkmalen und kann Werte zwischen -1 und 1 annehmen.
Betrdgt der Wert 1 bzw. -1 besteht ein vollstdndiger linearer Zusammenhang zwischen den
betrachteten Merkmalen, wohingegen bei einem Koeffizienten gegen 0 kein Zusammenhang
zwischen den Merkmalen besteht. Da beispielsweise die Attribute WerkstoffNr und Werkstoff
in Relation stehen und auf Basis dieser die fehlenden Werte in Abschnitt 3.3.2 gesetzt wurden,
ist es durchaus wahrscheinlich, dass in diesen Attributen Redundanzen erzeugt wurden. Der
High-Correlation-Filter wurde auf einen Grenzwert von 0.9 konfiguriert, wodurch Merkma-
le mit einem Koeflizienten tiber diesem Grenzwert entfernt werden. Nach Ausfithrung des
High-Correlation-Filters wird, wie bereits vermutet, auch das Merkmal Werkstoff gefiltert. Die
gefilterten Merkmale sind:

Feature
GEWLG2 numer.
Werkstoff
GEWENDEN

Tabelle 3.9.: Merkmale mit einer Korrelation >= 0.9

Low-Variance-Fiter

Nachdem der High-Correlation-Filter bereits einige Attribute gefiltert hat, kommt nun der
Low-Variance-Fiter zur Anwendung. Dieser Filter ermittelt tiber das Maf3 der Varianz den
Informationsgehalt eines Merkmals. Wurde eine Varianz eines Merkmals von 0 ermittelt, so ist
dieses Merkmal nicht relevant, da es einen konstanten Wert enthalt. Weist die Varianz eines
Merkmals einen Wert nahe 0 auf, so ist der Informationsgehalt dieses Merkmals gering. Der
Low-Variance-Filter wurde auf einen Grenzwert von 0.01 konfiguriert, wodurch Merkmale
mit einer Varianz unterhalb dieses Grenzwertes gefiltert werden. Durch die Ausfithrung des

Low-Variance-Filters werden die folgenden Merkmale gefiltert:
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Feature
GEWDUR alpha
LANGE numer.
GEWLGE numer.
FORM alpha

Tabelle 3.10.: Merkmale mit einer Varianz <= 0.01

Die Umsetzung der Korrelation und Varianz Filter ist in Abbildung 3.9 zu sehen. Zu beachten
ist, dass diese Filter nur auf numerische, sowie normalisierte Werte angewandt werden konnen.
Die Kodierung wird spater im Unterabschnitt 3.4.3 und die Normalisierung Unterabschnitt 3.4.4
thematisiert.
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R Snippet Correlation Filter Low Variance Filter
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Reference
Category To Number Normalize Data Filter high correlated Filter low variance Column Filter
features features

> oy
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Abbildung 3.9.: Workflow: Dimensionsreduktion mit Filtern

Nach Ausfithrung der Filter bleiben 10 Merkmale erhalten. Das Merkmal Teilebezeichnung
ist in der Menge der nicht gefilterten Merkmale enthalten, wird aber auf Basis von Hinter-
grundwissen ebenfalls gefiltert. Dieses Merkmal ist ein Aggregat aus den Merkmalen GEWDUR
alpha, LANGE numer. und dem Schraubentyp, der sich hinter dem Merkmal NORM alpha
verbirgt. Zudem wird das Identifizierungsmerkmal Teile-Nr gefiltert, da dieses Merkmal aus
einzigartigen Eintrdgen besteht und somit keinen Beitrag zur Findung von Gruppierungen

leistet. Somit sieht die Merkmalsauswahl iiber die Filter wie folgt aus:

SCHLUW numer. = KOPFHH numer. ABVOST alpha SICHNA alpha
KOPFBR numer. GEWLGI1 numer. OBFSTS alpha NORM alpha
Festigkeit WerkstoffNr
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Wrapper

Die zweite Klasse der Algorithmen fiir die Attribut-Selektion, die hier zur Anwendung kommt,
ist der Wrapper. Wie bereits in Unterabschnitt 2.2.3 erwéhnt fithrt ein Wrapper fiir alle Unterrdu-
me des Merkmalsraumes ein Clustering durch und bewertet dieses anhand eines ausgewahlten
Kriteriums. Fiir die Durchfithrung der Cluster-Analyse kommt der k-Means-Algorithmus zum
Einsatz. Als Bewertungskriterium wurde der Silhouetten-Koeffizient gewahlt, da dieser fiir
die Verwendung einer variablen Clusteranzahl gut geeignet ist. Da es sich bei dem k-Means-
Algorithmus um ein Abstand-basiertes Verfahren handelt, ist auch beim Wrapper zunichst eine
Kodierung und Normalisierung nétig. Da das mehrmalige Durchfithren einer Cluster-Analyse
mit jeder moglichen Merkmalsmenge eine hohe Laufzeit zur Folge hat, wurde sich nach einer
Alternative umgeschaut. Bei diesem Verfahren wird fiir jedes Merkmal individuell ein Cluste-
ring durchgefithrt und bewertet. Dabei wird der anfangs leeren Merkmalsuntermenge iterativ
das am besten bewertete Merkmal hinzugefiigt. Fiir die in jedem Durchlauf neu ermittelte
Merkmalsuntermenge wird ebenfalls mit jeder Iteration ein Clustering und eine Bewertung

durchgefiihrt. Dieses Vorgehen ist im Pseudo-Code 3.2 umgesetzt.

Algorithm 3.2 Pseudocode: Wrapper

: F' <« {AllFeatures}
: fss« {0}
: forall f € Fdo

¢ < Clustering(f)

eval[f] « Evaluate(c)
end for
: for i < length(eval) do
best Feature < getBestFeature(eval)
fss + fssUbestFeature
fssCli] < Clustering(fss)
: end for

R A A SR o LA T

—_ =
_= O

Nach der Ausfithrung des Wrappers kann iiber das Bewertungsmaf; des Silhouetten Koeffizi-
enten beurteilt werden, welcher der entstandenen Merkmalsunterraume ein gutes Ergebnis
liefert. In Abbildung 3.10 ist das Ergebnis eines Durchlaufes dargestellt. Darin ist zu sehen, dass
mit 4 Merkmalen ein Koeffizient nahe 1 erreicht wird. Dabei sollte zunéchst ein Merkmalsun-
terraum gewahlt werden, der mit moglichst vielen Merkmalen ein gutes Ergebnis erreicht, um
moglichst wenig Informationen zu verlieren. Die Auswahl fiel daher auf den Merkmalsraum

mit 11 Merkmalen, da ab 12 Merkmalen eine stetige Verschlechterung des Resultats eintrat.

41



3. Praktische Durchfiihrung

Ebenfalls denkbar wire eine Variante, in der die besten n Merkmale ausgew#hlt werden und

der Algorithmus terminiert, sobald die Anzahl n erreicht ist.

Silhouette-Koeffizient
-0.5 0.5 1.0
|

-1.0

T T T
5 10 15

Subset Size/ndex

Abbildung 3.10.: Wrapper: Silhouetten Koeffizienten der ermittelten Merkmalsmengen

Die 11 Merkmale, die durch den Wrapper ermittelt wurden, sind die folgenden:

GEWDUR alpha ABVOST alpha OBFSTS alpha SICHNA alpha
NORM alpha Festigkeit GEWLG1 numer. GEWENDEN
FORM alpha WerkstoffNr Werkstoff

Im Gegensatz zu den Filtern, erkennt der Wrapper keine hoch korrelierenden Merkmale
wie Werkstoff und WerkstoffNr, da dieser die Merkmale im Einzelnen betrachtet. Dafiir werden
mit gewahlter Untermenge die Merkmale Teilebezeichnung und Teile-Nr als nicht relevant
angesehen. Bei einem Vergleich der ermittelten Merkmalsmengen der Filter, sowie des Wrappers
ist zu erkennen, dass mit unterschiedlichen Verfahren durchaus unterschiedliche Merkmale

selektiert werden.

3.4.3. Kodierung

Da die zur Anwendung kommendem Cluster-Analyse-Verfahren numerische Werte erwarten,

sind die nicht numerischen Werte zunichst in numerische zu kodieren. Dafiir ist zunichst
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eine Uberpriifung der Datentypen nétig. Handelt es dabei um metrische Attribute, ist keine
Kodierung nétig. Liegt ein Merkmal mit ordinalen Daten wie das Merkmal GEWENDEN vor,
missen diese Daten gemif ihrer Ordnung kodiert werden. Bei dem vorliegenden Anwen-
dungsfall der Schrauben ist eine Bewertung der Merkmale, ob ein Wert besser oder schlechter
als ein anderer ist, stark vom Verwendungszweck der Schraube abhangig. Wird beispielsweise
eine Schraube im Innenbereich verwendet, stehen eventuell optische Anforderungen im Vor-
dergrund, wohingegen im Auflenbereich ein guter Korrosionsschutz von Bedeutung ist. Aus
diesem Grund liegen zum Grof3teil nominale, sowie metrische Daten vor. Einzig das bereits
erwahnte Merkmal GEWENDEN enthalt ordinale Daten, da sich die Grofie der Gewindeenden
dahinter verbirgt. Die nominalen Daten werden durch Integer-Werte kodiert werden, sodass

eine Kodierung fiir das Merkmal OBFSTS alpha wie folgt aussehen konnte:

NA— 0
blank — 1

feuerverzinkt — 2

galvverz. — n

Eine individuelle Kodierung, wie sie bei ordinalen Daten von Néten ist, kann tiber den
Workflow in Abbildung 3.11 vorgenommen werden. Der Workflow arbeitet auf Grundlage einer
Kodierungstabelle. Die Funktionsweise dieses Workflows ist dhnlich der, des in Abbildung 3.4
dargestellten Workflows, denn letztendlich findet hier auch eine Werte Ubersetzung statt. Fir
eine Kodierung der nominalen Daten kann der Category-to-Number-Knoten genutzt werden.
Dieser kodiert die kategorischen Werte mit einem wahlbaren Inkrement auf einen numerischen
Wert.
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Abbildung 3.11.: Worfklow: Individuelle Kodierung

Nach Ausfithrung des Workflows ist die Datentabelle, die ausschlieBlich aus numerischen

Werten besteht, fiir die Cluster-Analyse-Verfahren vorbereitet.

3.4.4. Normalisierung

Da beispielsweise das Merkmale LANGE numer. im Vergleich zu anderen Merkmalen sehr
hohe Werte aufweist, konnte dieses Merkmal einen grof3en Einfluss auf das Resultat nehmen.
Um den hohen Einfluss der Merkmale zu vermeiden, wird eine Normalisierung der Werte
vorgenommen. Umgesetzt wurde die Normalisierung in einem kleinen R Programm, welches
iiber einen R-Snippet-Node in KNIME eingebettet ist. Der Pseudo-Code 3.3 stellt das prinzipielle
Vorgehen der Normalisierung dar.

Uber eine Tabelle kann eine Gewichtung der Merkmale eingelesen werden. Ist ein Merkmal
in der Tabelle nicht enthalten, so wird dieses Merkmal auf das Standardintervall [0,1] normali-
siert. Zunachst wurden alle Merkmale auf das Standardintervall [0,1] normiert, um einen nicht
gewollten, groflen Einfluss eines Merkmals auf das Resultat zu verhindern. Bei nicht zufrieden-
stellenden Ergebnissen konnen die Intervalle der Merkmale, wie in Unterabschnitt 2.2.3 bereits
erwahnt, gemaf ihrer geschétzten Bedeutung auf ein einflussreicheres Intervall angepasst

werden.

3.5. Data Mining

Nachdem die Daten fiir die Cluster-Analyse vorbereitet wurden, gilt es diese durchzufiihren.

Die Wahl der Clustering-Algorithmen fiel auf ein partitionierendes und ein dichtebasiertes
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Algorithm 3.3 Pseudocode: Normalisierung

function NORMALIZEFEATURE(z, w)
x < w* (x —min(z))/max(x) — min(x))
return x

end function

function NormaLIZEALL(dataT able)
weightT'able < —readT able(path)
for all columns € dataT able do
if columns.name € weightTable then
w < getValue FromW eightT able(columns.name)
columns < NormalizeFeature(columns, w)
else
columns < NormalizeFeature(columns, 1)
end if
end for
return data frame
end function

Verfahren. Bei dem partitionierenden Verfahren wurde sich fiir den k-Means-Algorithmus
entschieden, da dieser in der Literatur oftmals als Referenzverfahren genannt wird. Fiir ein
dichtebasiertes Verfahren als zweites Clustering-Verfahren wurde sich entschieden, da diese
Verfahren eine gute Ausreifler-Erkennung haben und ebenfalls kontrar zu den partitionierenden
Verfahren konvexe Cluster bilden kénnen. Als speziellen Algorithmus dieser Verfahren wurde
der DBScan-Algorithmus gewahlt. Im Folgenden soll kurz die Arbeitsweise der Algorithmen
beschrieben werden. Umgesetzt werden die Cluster-Algorithmen in der Programmiersprache
R, die iiber einen R-Snippet-Knoten in KNIME eingebunden werden. KNIME selbst bietet zwar
auch Clustering-Verfahren an, jedoch ist die Durchfithrung in R etwas komfortabler, zumal R
bereits einige Techniken fiir die Ermittlung der Parameter bereitstellt. Die nach Ausfithrung
der Algorithmen vorliegenden Daten bilden die Grundlage fiir die Bewertung durch einen

Experten in der Folgephase.

3.5.1. k-Means

Der k-means-Algorithmus von Macqueen (1967) ist, wie bereits erwahnt, ein sehr populéres
Verfahren. Dieses Verfahren gehort zur Klasse der Mittelpunkt-Verfahren und nutzt dement-
sprechend Centroide zur Représentation der Cluster. Bei der Clusterbildung mittels k-means

werden zuniachst k zufillig gewahlte Clusterzentren bzw. Centroide gebildet. Nun werden mit
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jeder Iteration die Objekte den Clustern zugeordnet, zu denen sie den geringsten Abstand
haben. Der Abstand eines Objektes zu einem Cluster wird iiber das Abstandsmaf} der eukli-
dischen Distanz ermittelt. Im Anschluss werden die Centroide durch den Mittelwert, der ihn
zugeordneten Objekte neu berechnet. Wird kein Objekt einem anderen Cluster, als dem es
ohnehin schon angehért, zugeordnet, terminiert der Algorithmus.

Die Schnittstelle des verwendeten k-Means-Algorithmus aus der R-Standardbibliothek sieht

wie folgt aus:
kmeans(data, k,algorithm =7 MacQueen” ,nstart = 25)

Der Parameter data steht fiir die zu analysierenden Daten und das k fiir die Anzahl der zu
bildenden Cluster. Da die Wahl der Anfangspartitionen wie erwéhnt zufillig geschieht, sorgt
der Parameter nstart dafiir, dass dies 25 mal durchgefiihrt wird. Aus diesen 25 Versuchen wird
die beste Anfangspartition gewihlt. Uber den Parameter algortihm sind auch andere k-Means-
Algorithmen wahlbar. Da die Anzahl der zu bildenden Cluster im Vorhinein unbekannt ist,
gestaltet sich die Wahl fiir diesen Parameter schwierig. Eine Variante wére mit verschiedenen k
zu experimentieren und zu ermitteln mit welcher Clusteranzahl k das beste Ergebnis entstanden
ist. Da die Bewertung der Resultate fiir verschiedene k durch einen Experten sehr aufwendig
wire, wurde nach einer automatisierten Moglichkeit gesucht. Um die Bewertung automatisiert
durchzufithren, wird ein Bewertungsmaf3, wie der Silhouetten-Koeffizient, benétigt, der die
Qualitat von Clustern bewertet. Um ein optimales k zu ermitteln, wird fiir jedes k im Intervall
[2:kmax] ein Clustering durchgefiithrt und mittels dem Silhouetten-Koeffizienten bewertet.
Das Clustering-Resultat mit dem besten Koeffizienten liefert, im besagten Intervall, die beste
Anzahl von Clustern. Dieses Vorgehen ist im Pseudo-Code im Algorithmus 3.4 dargestellt. Die

Berechnung des Silhouetten-Koeffizienten wird iiber das Paket ’cluster’ bereitgestellt.

Algorithm 3.4 Pseudocode: Ermittlung einer Clusteranzahl

k<2

for k£ < kmax do
cluster < kmeans(data, numO fCluster = k)
sil[k] <= Silhouette(cluster, dist(data))

end for

return indexO f(maz(sil))

Nach Ermittlung des Parameters k und der Ausfithrung des Clusterings, sind die Daten mit

dem zugeordneten Cluster in Form einer Zahl gelabelt.
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3.5.2. DBScan

Nachdem die Clusterbildung mit dem Referenzverfahren k-means durchgefithrt wurde, folgt
nun mit dem DBScan-Algorithmus das zweite Verfahren. Da es sich um ein dichtebasiertes
Verfahren handelt, werden zunichst die Parameter zur Definition der Dichte dargestellt und

die Arbeitsweise dieses Verfahrens beschrieben. Die Dichte ist wie folgt definiert:

« Der Radius € > 0.

« minPoints gibt die Mindestanzahl der Nachbarschaftsobjekte vor.

Bei dem DBScan-Algorithmus werden zunéachst alle Objekte als “unbearbeitet” gekennzeich-
net. Aus der Datenmenge wird ein zufilliges Objekt gew#hlt, zu dem die in der unmittelbaren
e-Umgebung liegenden Objekte ermittelt werden. Ist die Anzahl der ermittelten Objekte min-
Points, die in der Nachbarschaft liegen grofl genug, so bilden diese ein Cluster. Ist die Anzahl
nicht ausreichend, werden die Objekte als “Rauschen® markiert. Wenn ein neues Cluster ent-
steht, wird gepriift, ob die neuen Objekte weitere minPoints Objekte in ihrer e-Umgebung bzw.
ihrer Nachbarschaft haben. Ist das der Fall, erweitern diese Objekte das bereits vorhandene
Cluster. Besitzt keines der Objekte mehr den Status “unbearbeitet®, terminiert der Algorithmus.
Der DBScan-Algorithmus benétigt im Gegensatz zu dem k-Means-Algorithmus keine Angabe
der zu bildenden Cluster. Jedoch besteht bei diesem Algorithmus das Problem einer geeigneten
Wahl fiir die Parameter € und minPoints. Fiir die Wahl des Parameters € kann ein k-nearest-
neighbour-Histogramm erstellt werden. Dafiir werden fiir jedes Objekt die Abstinde der
k-néchsten Nachbarn ermittelt. Die ermittelten Abstinde werden dann in aufsteigender Rei-
henfolge in einem Diagramm dargestellt. Fiir die Ermittlung der k-nichsten Nachbarn ist die
Angabe eines k notig, die dem Wert minPoints entsprechen sollte. In dem erstellten Diagramm
sollte ein scharfer Ubergang zu sehen sein, der eine gute Wahl fiir € darstellt. In Abbildung 3.12
ist ein solches Diagramm zu sehen. Dort ist ein Richtwert von ungefahr 0.09 fiir € zu sehen.
Fir eine gute Wahl des Parameters minPoints sollte mit verschiedenen Werten experimentiert

werden.
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Abbildung 3.12.: Ermittlung von Epsilon fiir DBScan

Den Plot des k-nearest-neighbour-Histogramms stellt das Paket ’dbscan’ iiber die Funktion
kN Ndistplot(data, k)

zur Verfiigung. Uber dasselbe Paket wird auch der DBScan-Algorithmus zu Verfiigung gestellt,

dessen Schnittstelle wie folgt aussieht:
dbscan(data, eps = 0.09, MinPts = 30)

Der Parameter data steht fir die zu analysierenden Daten, eps und MinPts fiir die eben
beschriebenen Parameter e und minPoints zur Definition der Dichte. Die Parameter wurden
fiir die Merkmalsuntermenge resultierend aus der Attribut-Selektion tiber Filter mit € = 0.09
und minPoints = 30 gewahlt. Fir die Merkmalsmenge, die durch den Wrapper ermittelt
wurde, fiel die Wahl auf die Parameter min Points = 30, sowie ¢ = 0.04. Nach Ausfithrung
des Clusterings liegen die Daten ebenfalls mit einem Cluster gelabelt vor. Als Besonderheit
zu erwihnen ist, dass das Cluster 0 jene Objekte reprisentiert, die durch den Algorithmus als

“Rauschen® markiert wurden.
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In diesem Kapitel geht es um die Evaluation, der letzten Phase des KDD Prozesses. In die-
ser Phase werden die Ergebnisse aus Kapitel 3 im Hinblick auf die Kriterien Verstdndlichkeit,
Neuartigkeit und Niitzlichkeit aus Unterabschnitt 2.2.5 tiberpriift. Des Weiteren werden bei
Nichterfiillen der Kriterien geeignete Mafinahmen, die eine Verbesserung des Resultats zur
Folge haben sollen, eingeleitet. Im Folgenden dieses Kapitels werden die Resultate und de-
ren Bewertung durch einen Experten beschrieben und an Beispielen veranschaulicht. Dabei
werden die Resultate nach dem Verfahren der Merkmalsauswahl sowie dem verwendeten
Clustering-Algorithmus untergliedert. Zu Beginn eines Abschnittes werden die durchgefiihr-
ten Maflnahmen zur Erzielung eines verwertbaren Resultats beschrieben, ehe die konkreten
Einstellungen, die dafiir n6tig waren, dargestellt werden. Darauffolgend wird das Resultat
charakterisiert und mittels dem Experten erneut evaluiert. Zum Abschluss dieses Kapitels
werden sowohl die Auswahlverfahren als auch die Clustering-Verfahren gegeniibergestellt und

hinsichtlich ihrer Nutzbarkeit in diesem Kontext bewertet.

4.1. Durchlauf 1

4.1.1. Merkmalsauswabhl iiber Filter
Clusterbildung mit k-Means

Mit dem k-Means-Algorithmus und der Merkmalsauswahl tiber die Filter wurde eine Clusteran-
zahl k von 20 ermittelt. Der Silhouetten Koeffizient dieser Clusterbildung betragt 0.465938,
woraus der Fund einer schwachen Struktur hervorgeht. Die Bewertung des Experten wird im
Folgenden exemplarisch dargestellt. Das Cluster 1 wird als eine verstidndliche und sinnvolle
Gruppierung bewertet. Dieses Cluster enthilt ausschlieBlich den Schraubentyp der Stiftschrau-
be. Jedoch sind Schrauben des gleichen Schraubentyps auch in anderen Clustern mit weiteren
Schraubentypen vermischt. An den in Tabelle 4.1 exemplarisch dargestellten Datensétzen
soll erldutert werden, warum diese Clusterbildung fiir den Experten unverstandlich ist. Bei
einem Vergleich der Datensétze 1 und 3, die dem gleichen Cluster zugeordnet wurden, fallt
auf, dass diese sich in den Merkmalen ABOST alpha, GEWLG1 numer., OBFSTS alpha, NORM
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alpha und WerkstoffNr unterscheiden. Dem hingegen unterscheiden sich der Datensatz 2 und
der Datensatz 1 nur in den Merkmalen Festigkeit und WerkstoffNr, wurden jedoch unterschied-
lichen Clustern zugeordnet. Aufgrund der Tatsache, dass die Datensétze 1 und 3 trotz der
augenscheinlich grofleren Unterschiede dem gleichen Cluster zugeordnet wurden, bewertet

der Experte die Clusterbildung als nicht verstandlich.

Datensatz 1 Datensatz 2 Datensatz 3
SCHLUW numer. -1,0 -1,0 -1,0
KOPFHH numer. NA NA NA
ABVOST alpha gestempelt gestempelt nein
SICHNA alpha NA NA NA
KOPFBR numer. -1,0 -1,0 -1,0
GEWLG1 numer. 15,0 15,0 -1,0
OBFSTS alpha galv.verz. galv.verz. feuerverzinkt
NORM alpha Stiftschrauben Stiftschrauben Spannschrauben
Norm Norm Norm
Festigkeit NA 5.6 NA
WerkstoffNr 1.1181 NA 0.0004
Cluster 10 1 10

Tabelle 4.1.: Evaluation: k-Means mit Merkmalsauswahl uber Filter

Dieses beispielhaft dargestellte Verhalten spiegelt sich im ganzen Resultat wider und betrifft
nicht nur die dargestellten Cluster. Eben aufgrund der beschriebenen unverstandlichen Clus-
terbildung und einiger Ausreif3er, die das Resultat zusatzlich tritben, bewertete der Experte

dieses Resultat als unbrauchbar.

Clusterbildung mit DBScan

Der DBScan-Algorithmus wurde anfangs mit einem € = 0.09 und minPoints = 30 konfiguriert.
Das Resultat sind 17 Cluster und ein Silhouetten Koeffizient von 0.1275339. Der Koeffizient
besagt, dass keine wesentliche Struktur gefunden wurde. Jedoch spiegelt sich die Bewertung des
Silhouetten Koeffizienten nicht in der Bewertung des Experten wider, denn die entstandenen
Cluster liefern sehr wohl verstidndliche Gruppierungen. In der Tabelle 4.2 sind 4 exemplarische
Cluster dargestellt, anhand derer die entstandenen Gruppierungen erldutert werden sollen.
Zunichst wirkt es so, dass das Merkmal NORM alpha einen dominierenden Einfluss auf das

Resultat hat, denn alle Cluster bestehen aus einem einzigen Typ von Schrauben. Zudem fand
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anscheinend aufgrund der Merkmale ABVOST alpha, SICHNA alpha, OBFSTS alpha, Festigkeit
und WerkstoffNr eine weitere Untergliederung statt. Erkennbar ist das beispielhaft an dem
Cluster 4 und 15, die sich in den genannten Merkmale nur im Merkmal Festigkeit unterscheiden.

Bei den Clustern 4 und 6 hingegen liegt der Unterschied im Merkmal SICHNA alpha.

Cluster 2 4 15 6 8

SCHLUW 8 -46 7-55 13-19 10 - 55 8 -46

numer.

KOPFHH 3,5-18,7 2,8 - 18,7 9-11 4-205 3,5-18,7

numer.

ABVOST alpha | nein gestempelt  gestempelt gestempelt  gestempelt

SICHNA alpha | NA NA NA AD2000- NA

W7/TRD106

KOPFBR numer. | -1,0 -1,0 -1,0 -1,0 -1,0

GEWLG1 -1,0 -1,0 -1,0 -1,0 -1,0

numer.

OBFSTS alpha | galv.verz. galv.verz. galv.verz. galv.verz. blank

NORM alpha Sechskant-  Sechskant-  Sechskant-  Sechskant-  Sechskant-

schrauben  schrauben  schrauben  schrauben  schrauben
Norm Norm Norm Norm Norm
Festigkeit 4.6/ 8.8 4.6/ 14H/22H 5.6/8.8 NA
5.6/8.8/12.9

WerkstoffNr NA NA NA NA 1.7709,
1.4301,
1.4986,
1.7258,
1.7711,
1.4571,
1.4541,
1.4725,
1.5406

Tabelle 4.2.: Evaluation: DBScan mit Merkmalsauswahl uber Filter

Dieses beispielhaft dargestellte Muster konnte auch bei anderen Clustern erkannt werden.
Die Entstehung der Cluster konnte also durchaus nachvollzogen werden. Jedoch triibte das

Cluster 0, dass die als Rauschen gekennzeichneten Datensétze enthilt, das Ergebnis. Die-
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sem Cluster wurden fast ein Drittel der Daten zugeordnet, wodurch sich auch der schlechte
Silhouetten Koeffizient erklaren lasst. Aufgrund dem sehr hohen Anteil der Datensatze, die
keinem Cluster zugeordnet werden konnten, ist dieses Resultat nicht akzeptabel und wurde

vom Experten als nicht verwertbar bewertet.

4.1.2. Merkmalsauswahl iiber Wrapper
Clusterbildung mit k-Means

Bei der Clusterbildung mit der Merkmalsauswahl tiber den Wrapper und dem k-Means-Algorithmus
wurde eine Clusteranzahl k von 28 ermittelt. Der Silhouetten Koeffizient dieser Clusterbildung
betragt 0.6500901 und besagt, dass eine brauchbare Struktur gefunden wurde. Das Resultat ah-
nelt dem aus Abschnitt 4.1.1. Auch hier wurden Cluster gebildet, die verstiandlich und sinnvoll
erscheinen, wie das Cluster 5, das ausschlief3lich Gewindestifte enthéilt. Jedoch entstanden auch
mit dieser Variante weitere Cluster, die Gewindestiften enthalten. Es ergab sich also ein zu dem
in Abschnitt 4.1.1 vom Muster her gleiches Resultat. Die Datensatze des gleichen Clusters unter-
scheiden sich in den Merkmalen NORM alpha, Festigkeit, WerkstoffNr und Werkstoff. Dagegen
wurden wiederum Datenséitze, die sich nur in dem Merkmal Festigkeit unterscheiden, einem
anderen Cluster zugeordnet. Da sich das Muster der Resultate gleicht, fallt auch die Bewertung
ahnlich aus. Die entstandenen Cluster sind in ihrer Entstehung nicht nachvollziehbar und

weisen keine verstandlichen Strukturen auf, weshalb das Resultat nicht verwertbar ist.

Clusterbildung mit DBScan

Der DBScan-Algorithmus wurde mit den Parameter € = 0.04 und minPoints = 30 initial kon-
figuriert. Dabei entstanden 22 Cluster und ein Silhouetten Koeffizient von 0.5081363. Der
Koeffizient beschreibt den Fund einer schwachen Struktur. Auch hier ist im Vergleich zur Merk-
malsauswahl iber die Filter ein sehr ahnliches Resultat entstanden, denn auch hier umfassen
die als Rauschen gekennzeichneten Daten ungefahr ein Drittel der Datenmenge. Ebenfalls
zeichnet sich dieses Resultat durch Cluster aus, die priméar nach dem Merkmal NORM alpha
gruppiert und sekundar nach den Merkmalen ABVOST alpha, SICHNA alpha, OBFSTS alpha,
Festigkeit, WerkstoffNr und Werkstoff weiter untergliedert sind. Durch die gleichen Muster, die
im Vergleich zu dem Resultat der Merkmalsauswahl iiber die Filter identifiziert wurden, fallt die
Bewertung hier dhnlich aus. Die Cluster, ausgenommen dem Cluster 0, sind versténdlich, jedoch
ist dieses Resultat ebenfalls aufgrund des hohen Anteils der als Rauschen gekennzeichneten

Datensatze unbrauchbar.
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4.2. Durchlauf 2 bis N

Aus der Bewertung der vorherigen Resultate ging hervor, dass die Merkmale SICHNA alpha und
ABVOST alpha noch synonyme Werte enthielten. Diese wurden vor Ausfithrung der folgenden
Durchldufe bereinigt. Des Weiteren werden in diesem Abschnitt mehrere Durchlaufe mit
verschiedenen Konfigurationen zusammengefasst und dabei das aus Sicht des Experten beste

Ergebnis dargestellt.

4.2.1. Merkmalsauswabhl tiber Filter
Clusterbildung mit k-Means

Aufgrund der Unversténdlichkeit des ersten Resultats, wurde nun versucht durch verschiedene
Gewichtungen der Merkmale ein verbessertes Resultat zu erzielen. Fiir eine Vergleichbarkeit
zum ersten Resultat bleibt die Clusteranzahl mit k = 20 zunéchst unveréndert. Nach Riickspra-
che mit dem Experten sollte dem Merkmal NORM alpha eine grofere Bedeutung zukommen.
Merkmale wie OBFSTS alpha und WerkstoffNr sollten hingegen weniger Einfluss auf das Resul-
tat nehmen. Unter diesen Voraussetzungen wurde in mehreren Durchldufen mit verschieden
gewichteten Merkmalen experimentiert. Das aus Expertensicht beste Ergebnis resultierte durch
Gewichtung des Merkmals NORM alpha mit 50, wobei alle weiteren Merkmale das Standardge-
wicht von 1 behielten. Bei Betrachtung dieses Resultats fiel auf, dass zwei komplett identische
Datensitze unterschiedlichen Clustern zugeordnet wurden. Der einzige Unterschied war im
Merkmal KOPFHH numer. erkennbar, da ein Wert mit 12,5 und einer mit 12,50 angegeben war.
Daraufhin stellte sich heraus, dass dieses Merkmal alphanumerische Werte enthielt, wodurch
bei einer Kodierung dieser Werte dementsprechend die Unterschiede entstanden sind. Da die
alphanumerischen Werte in diesem Merkmal nach Riicksprache mit dem Experten als fehlerhaft
bewertet wurden, wurden diese zunichst bereinigt. Darauthin wurde mit gleicher Gewich-
tung der Merkmale ein verschlechtertes Resultat erzielt. Durch Erhéhung des Gewichtes des
Merkmals NORM alpha auf 100 wurde ein zur vorherigen Clusterbildung dhnliches Resultat
erzielt. Die daraus resultierenden Cluster scheinen auf unterschiedliche Weisen entstanden
zu sein. Durch das erhohte Gewicht des Merkmals NORM alpha ist definitiv erkennbar, dass
dieses Merkmal einen groferen Einfluss auf das Resultat hat, da viele dieser Cluster aus einem
einzigen Typ Norm bestehen. Jedoch wurden auch mehrere Schraubentypen, wie etwa die
Halbrundschrauben, T-Nutenschrauben und Linsen-Senkschrauben, in einem Cluster zusam-
mengefasst. Zudem existiert beispielsweise noch der Schraubentyp der Sechskantschraube, der
sich tiber 5 Cluster verteilt. Fiir die Entstehung dieser 5 Cluster waren neben dem Merkmal
NORM alpha offensichtlich die Merkmale ABVOST alpha und SICHNA alpha, wie in Tabelle 4.3
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an den Datensitzen 1 und 2 erkennbar, verantwortlich. Zuséatzlich entstanden weitere Unter-
gruppierungen nach den Merkmalen OBFSTS alpha, Festigkeit und WerkstoffNr, die in dieser
Tabelle nicht dargestellt sind. Bei einzelner Betrachtung der Cluster waren diese verstandlich,
doch gesamtheitlich betrachtet in ihrer Entstehung sehr uneinheitlich. Die Datensétze 1 und
2 der Sechskantschrauben in Tabelle 4.3 unterscheiden sich, wie bereits erwahnt, in dem
Merkmal ABVOST alpha und wurden darauthin verschiedenen Clustern zugeordnet. Dieses
Verhalten erwartete der Experte auch bei anderen Schraubentypen wie den Datensétzen 3 und

4 der Stiftschrauben, die jedoch dem gleichen Cluster zugeteilt wurden.

Datensatz 1 Datensatz 2 Datensatz 3 Datensatz 4
SCHLUW 24,0 24,0 -1,0 -1,0
numer.
KOPFHH 10,0 10,0 -1,0 -1,0
numer.
ABVOST alpha | nein ja ja nein
SICHNA alpha | nein nein nein nein
KOPFBR numer. | -1,0 -1,0 -1,0 -1,0
GEWLG1 -1,0 -1,0 25,0 24,0
numer.
OBFSTS alpha | galv.verz. galv.verz. galv.verz. galv.verz.
NORM alpha Sechskant- Sechskant- Stiftschrauben  Stiftschrauben
schrauben schrauben Norm Norm
Norm Norm
Festigkeit 4.6 4.6 5.6 5.6
WerkstoffNr NA NA NA NA
Cluster 13 17 9 9

Tabelle 4.3.: Evaluation: k-Means mit Merkmalsauswahl tiber Filter mit veranderten Gewichten
der Merkmale

Im Vergleich zum vorherigen Resultat aus Abschnitt 4.1.1 ist ein verbessertes Ergebnis
entstanden, dass aber aufgrund der uneinheitlich entstanden Cluster fiir den Experten nicht
sinnvoll ist. Der Grund fiir die uneinheitlich entstandenen Cluster kénnte in der vorgegebenen
Clusteranzahl liegen, die fiir eine Vergleichbarkeit zum ersten Resultat erhalten blieb. Jedoch
werden dadurch unter Umstédnden Cluster erzwungen oder Cluster zusammengefasst. Daher
wurde in einem weiteren Durchlauf eine neue Clusteranzahl k ermittelt. Mit gleichbleibender

Gewichtung des Merkmals NORM alpha = 100 wurde eine Clusteranzahl von 10 ermittelt.
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Daraus ergab sich ein nahezu perfekter Silhouetten-Koeffizient von 0.9583829. Mit der Ver-
anderung der Clusteranzahl wurden beispielsweise die Cluster der Sechskantschrauben, die
sich iber mehrere Cluster verteilten, zu einem Cluster zusammengefasst. Das bestatigt die
Vermutung der erzwungenen Cluster. Die nun vorliegenden Cluster sind ebenfalls verstindlich
und nach dem Merkmal NORM alpha gruppiert. Jedoch werden in einigen Clustern nach wie
vor mehrere Schraubentypen, wie die bereits erwahnten Schraubentypen der Halbrundschrau-
be, T-Nutenschraube und Linsen-Senkschraube, zusammengefasst. Die zusammengefassten
Schraubentypen sind nach Meinung des Experten inhaltlich nicht sinnvoll, zudem die Zusam-
menfassung willkiirlich wirkt. Daher konnte auch durch die vorgenommenen Gewichtungen

der Merkmale kein zufriedenstellendes Ergebnis erzielt werden.

Clusterbildung mit DBScan

Das erste Resultat des DBScan-Algorithmus war, vor allem aufgrund des hohen Anteils der als
Rauschen gekennzeichneter Datensitze, unbrauchbar. Daher soll bei diesem Verfahren durch
verschiedene Parameter Konfigurationen versucht werden, das Rauschen zu reduzieren, ohne
dabei die Gute der Cluster zu verschlechtern. Mit den Einstellungen € = 0, 11 und minPoints =
2 wurden 100 Cluster erstellt. Dabei wurden nur 77 Datensétze als Rauschen gekennzeichnet
und ein im Vergleich zum vorherigen Resultat aus Abschnitt 4.1.1 verbesserter Silhouetten-
Koeffizient von 0.3880235 erreicht. Die entstandenen Cluster sind klar strukturiert und bestehen
mit Ausnahme von zwei Clustern ausschlief3lich aus einem Typ Norm. Das Merkmal NORM
alpha hat nach wie vor einen dominierenden Einfluss auf die Entstehung der Cluster. Jedoch
haben auf unterschiedliche Cluster unterschiedliche Merkmale einen Einfluss auf die Cluster-
bildung, wie beispielsweise bei den Clustern der Gewindestifte und der Fliigelschrauben. Dieses
Verhalten ist durchaus nachvollziehbar, denn beim Typ der Gewindestifte sind die Unterschiede
in den Merkmalen OBFSTS alpha, Festigkeit und WerkstoffNr auszumachen, wohingegen der
Typ der Fliigelschraube in diesen Merkmalen identische Werte aufweist und sich ausschliellich
im Merkmal KOPFHH numer. unterscheidet. Die Entstehung der Cluster ist nachvollziehbar und
die Cluster sind in sich verstdndlich. Dieses Ergebnis liefert jedoch nach Meinung des Experten
eine zu hohe Anzahl von Clustern. Ebenso wire es wiinschenswert, dass eine Gruppierung
nach einheitlichen Kriterien entsteht. Mit dem hier erzielten Resultat konnte zumindest dem
Problem des hohen Anteils, der als Rauschen gekennzeichneter Datensétze, entgegengewirkt
werden. Die vielen entstandenen Cluster konnten durch angepasste Parameter-Einstellungen

zwar verringert werden, doch waren die daraus resultierenden Cluster nicht verstandlich.
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4.2.2. Merkmalsauswahl iiber Wrapper
Clusterbildung mit k-Means

Auf Basis des ersten Resultats, welches als unbrauchbar bewertet wurde, soll nun mit Hilfe von
Gewichtungen der Merkmale ein verbessertes Resultat erzielt werden. Um eine Vergleichbarkeit
der Resultate zu schaffen, bleibt auch hier, wie bereits bei der Merkmalsauswahl uiber Filter,
die Clusteranzahl k mit dem Wert 28 aus dem ersten Durchlauf bestehen. Nachdem mit
einigen Gewichtungen der Merkmale experimentiert wurde, wurde das Resultat mit den
Gewichtungen fiir das Merkmal GEWDUR alpha = 10 und NORM alpha = 200 als bestes bewertet.
Der aus dem Resultat ermittelte Silhouetten Koeffizient verbesserte sich auf 0.7246698. In den
Clustern befindet sich, bis auf wenige Ausnahmen, ausschlie3lich ein Typ von Schrauben.
Einige Schraubentypen erstrecken sich tiber mehrere Cluster, wie beispielsweise der Typ der
Zylinderschraube. Die Zylinderschraube ist in 3 Clustern vertreten, die nach den Merkmalen
ABVOST alpha und SICHNA alpha gruppiert sind. Die Sechskantschrauben sind hingegen in
9 Clustern vertreten und in einer etwas anderen Art gruppiert, die nachfolgend erlautert
wird. Zunéchst besteht eines dieser Cluster nur aus Sechskantschrauben mit GEWDUR alpha
= Metrisch mit Steigung. Die restlichen 8 Cluster der Sechskantschrauben besitzen den Wert
Metrisch. Diese sind weiter nach den Merkmalen ABVOST alpha und SICHNA alpha unterteilt.
Eines der Cluster enthilt die Datensitze, deren Merkmalswerte jeweils ja besitzen. Einem
weiteren Cluster sind die Datensétze, deren Merkmalswerte jeweils nein aufweisen, zugeordnet.
Die 6 weiteren Cluster besitzen den Wert ja fiir das Merkmal ABVOST alpha und den Wert
nein fir das Merkmal SICHNA alpha und untergliedern sich weiter nach den Merkmalen
OBFSTS alpha, Festigkeit und Werkstoff. Die Cluster sind einzeln betrachtet verstindlich, jedoch
gesamtheitlich gesehen uneinheitlich entstanden. Bei Betrachtung der Datensétze 1 und 3 der
Sechskantschrauben in Tabelle 4.4, ist der Unterschied dieser in den Merkmalen WerkstoffNr
und Werkstoff erkennbar, wodurch diese verschiedenen Clustern zugeordnet wurden. Die
Datensétze 2 und 4 bilden ein Abbild der Datensédtze 1 und 3 mit dem Unterschied, dass
diese Datensétze vom Typ der Zylinderschraube sind. Die Erwartung des Experten war, dass
diese Datensétze, gemaf der Clusterbildung der Sechskantschrauben, ebenfalls verschiedenen
Clustern zugeordnet werden. Entgegen der Erwartungen wurden diese Datensétze aber dem

gleichen Cluster zugewiesen.
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Datensatz 1 Datensatz 2 Datensatz 3 Datensatz 4
GEWDUR alpha | Metrisch Metrisch Metrisch Metrisch
ABVOST alpha | ja ja ja ja
SICHNA alpha | nein nein nein nein
GEWLG1 -1,0 -1,0 -1,0 -1,0
numer.
FORM alpha NA NA NA NA
OBFSTS alpha | blank blank galv.verz. galv.verz.
NORM alpha Sechskant- Zylinder- Sechskant- Zylinder-

schrauben schrauben schrauben schrauben

Norm Norm Norm Norm
Festigkeit NA NA 5.6 5.6
WerkstoffNr 1.4541 1.4541 NA NA
Werkstoff X6CrNiTi18-10 X6CrNiTi18-10 NA NA
GEWENDEN NA/NA NA/NA NA/NA NA/NA
Cluster 25 8 26 8

Tabelle 4.4.: Evaluation: k-Means mit Merkmalsauswahl iber Wrapper und verénderten Ge-
wichten der Merkmale

Die Antwort in diesem Verhalten kénnte in der vorgegeben Clusteranzahl von k mit 28
Gruppen liegen, wodurch Cluster erzwungen oder zusammengefasst werden konnten. Auf
Basis dessen wurde eine neue Clusteranzahl von 8 Clustern ermittelt, mit denen ein Silhouetten-
Koeffizient von 0.9170567 erreicht wurde. Dieses Resultat fasst hingegen viele Schraubentypen
zusammen. Einzig die Schraubentypen der Sechskantschrauben, Zylinderschrauben und Ge-
windestifte bildeten jeweils ein eigenes Cluster. Im Gegensatz zum vorherigen Resultat haben
die Merkmale ABVOST alpha und SICHNA alpha, sowie OBFSTS alpha, Festigkeit und Werkstoff
keinen Einfluss auf die Gruppierungen, sodass sich die Vermutung der erzwungenen Cluster
bestatigt hat. Die Zusammenstellung der Schraubentypen innerhalb der Cluster erfolgte nach
Meinung des Experten willkiirlich und ohne ersichtliche Systematik. Ein weiterer Grund dafiir,
dass der Experte das Resultat als nicht niitzlich bewertete, war die Gruppierung von inhaltlich

nicht zueinander passenden Schraubentypen.

Clusterbildung mit DBScan

Ebenfalls, wie in der Merkmalsauswahl iber Filter, gilt es mit der Merkmalsauswahl iiber den

Wrapper in den Folgedurchlaufen das Rauschen durch verschiedene Parameter Einstellungen
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zu verringern, ohne dabei die Giite der Cluster zu verschlechtern. Mit den Einstellungen
€ = 0,05 und minPoints = 2 wurden 160 Cluster erstellt, wobei 104 Datenséitze als Rauschen
gekennzeichnet wurden. Mit diesem Resultat wurde ein Silhouetten-Koeffizient von 0.8869057
erzielt. Das Ziel der Verringerung des Rauschens ohne Verschlechterung der Giite der Cluster
wurde erreicht. Die Cluster sind verstandlich und primar nach dem Merkmal NORM alpha
entstanden. Die Zylinderschrauben Norm erstreckt sich beispielsweise tiber 23 Cluster, in denen
die Zylinderschrauben nach den Merkmalen GEWDUR alpha, ABVOST alpha, SICHNA alpha,
OBFSTS alpha, Festigkeit und Werkstoff weiter unterteilt sind. In der Tabelle 4.5 sind einige

Cluster dargestellt, die der Veranschaulichung des Resultats dienen sollen.

Cluster 31 41 32 33
GEWDUR alpha | Metrisch Metrisch Metrisch Metrisch
ABVOST alpha | ja ja ja ja
SICHNA alpha | nein nein ja nein
GEWLG1 -1 -1 -1 -1
numer.
FORM alpha NA NA NA NA
OBFSTS alpha | galv.verz. galv.verz. galv.verz. blank
NORM alpha Zylinder- Zylinder- Zylinder- Zylinder-
schrauben schrauben schrauben schrauben
Norm Norm Norm Norm
Festigkeit 8.8 5.6 5.6 NA
WerkstoffNr NA NA NA 1.4301, 1.4541,
1.4571
Werkstoff NA NA NA X5CrNi18-10,
X5CrNi18-10,
X6CrNiMoTi17-
12-2
GEWENDEN NA/NA NA/NA NA/NA NA/NA

Tabelle 4.5.: Evaluation: DBScan mit Merkmalsauswahl iiber Wrapper und veranderten Para-
metern

Die Cluster 31 und 41 unterscheiden sich beispielsweise in dem Merkmal Festigkeit, wohin-
gegen sich das Cluster 32 im Merkmal SICHNA alpha zum Cluster 41 abgrenzt. Diese Muster
konnten auch bei den anderen Schraubentypen entdeckt werden, wodurch verstandliche Grup-

pierungen nach einem einheitlichen Schema entstanden sind. Einzig mit dem Umstand der
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sehr vielen Cluster war der Experte nicht zufrieden, welches nicht durch andere Parameter

Einstellungen zufriedenstellend geldst werden konnte.

4.3. Finaler Durchlauf

4.3.1. Merkmalsauswahl uiber Filter
Clusterbildung mit k-Means

Da allein durch eine Veranderung der Gewichte kein zufriedenstellendes Resultat erzielt werden
konnte, sollen nun Merkmale aus der Merkmalsmenge entfernt werden. Dafiir werden die zur
Elimination auserwahlten Merkmale mit einer Gewichtung von 0 versehen. Zudem wird fiir jede
verminderte Merkmalsmenge eine neue optimale Clusteranzahl k ermittelt, um der Problematik
der erzwungenen bzw. zusammengefassten Cluster entgegenzuwirken. Die Elimination eines
geeigneten Merkmals wurde mit Hilfe des Experten durchgefithrt. Dazu wurde in jedem
Durchgang das Merkmal identifiziert und eliminiert, dem nach Meinung des Experten die
geringste Bedeutung zukommt. Das wurde wiederholt, bis ein zufriedenstellendes Ergebnis
vorlag oder alle Merkmale entfernt wurden. Unberiicksichtigt blieb dabei, dass beispielsweise
Merkmale korrelieren kdnnen und durch Elimination eines der korrelierenden Merkmale ein
verschlechtertes Resultat erzielt werden konnte. Ebenso ist es moglich, dass der Experte bei der
Identifizierung des Merkmals mit der geringsten Bedeutung daneben liegt. Bei Beriicksichtigung
aller moglichen Problematiken miissten im schlechtesten Fall alle moglichen Unterrdume
bewertet werden. Bei 10 Merkmalen wiirden also im schlechtesten Fall 2!Y — 1 = 1023 Cluster-
Analysen durchgefiihrt und bewertet werden miissen. Daher wurde einzig auf die Meinung
des Experten vertraut und schrittweise ein Merkmal aus der Menge der Merkmale entfernt. Im

Folgenden ist die Reihenfolge der Merkmals-Elimination dargestellt:

1. SCHLUW numer. 4. GEWLGI numer. 7. OBFSTS alpha
2. KOPFHH numer. 5. Werkstoff 8. SICHNA alpha
3. KOPFBR numer. 6. Festigkeit 9. ABVOST alpha

Anhand des Silhouetten Koeffizienten wurde bei Elimination der Merkmale KOPFHH numer.
und KOPFBR numer. eine Verschlechterung des Resultats identifiziert, die sich jedoch nicht
in der Bewertung des Experten widerspiegelte. In allen Ergebnissen wurden verschiedene
Schraubentypen in Clustern zusammengefasst, wobei die Auswahl der Schraubentypen inner-
halb der verschiedenen Resultate zum Teil variierten. Eine Verschlechterung des Resultats trat

nach Meinung des Experten nur nach der Entfernung des Merkmals Werkstoff auf. Begriindet
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wurde diese Verschlechterung in einem Anstieg der Clusteranzahl auf 56 Cluster. Jedoch ver-
besserte sich das Resultat mit Elimination der weiteren Merkmale stetig. Letztendlich wurden
alle Merkmale bis auf NORM alpha aus der Menge der Merkmale entfernt, bis das Ergebnis
zufriedenstellend war. Daraus resultierten 20 Cluster mit einem Silhouetten Koeffizienten von
0.999684. Jedes dieser Cluster besteht aus einem Typ von Schrauben und gruppiert diese nach
dem Merkmal NORM alpha wie folgt:

1. Flachkopfschrauben Norm 11. Steinschrauben Norm

2. Halbrundschrauben Norm 12. Flachrundschrauben Norm
3. Verschlussschrauben Norm 13. Flugelschrauben Norm

4. T-Nutenschrauben Norm 14. Hammerschrauben Norm
5. Linsen-Senkschrauben Norm 15. Tellerschrauben Norm

6. Gewindestift Norm 16. Senkschrauben Norm

7. Spannschrauben Norm 17. Kreuzgriffschrauben Norm
8. Holzschrauben Norm 18. Vierkantschrauben Norm
9. Stiftschrauben Norm 19. Zylinderschrauben Norm
10. Gewinde-Schneidschrauben Norm 20. Sechskantschrauben Norm

Im Gegensatz zu den vorherigen Ergebnissen existieren keine Cluster, die einen Mix von
Schraubentypen, wie etwa Holzschrauben und Senkschrauben, enthalten, weswegen die Resul-
tate oftmals als unbrauchbar bewertet wurden. Das nun erzielte Resultat liefert versténdliche
Gruppen, die mehrere Normen eines Schraubentypen zusammenfassen, die bei bestehender
Klassifizierung jeweils eine eigene Klasse bildeten. Dieses Ergebnis hat den Experten im Bezug
auf den Gegenstandsbereich der Schrauben sensibilisiert und eine andere Moglichkeit der
Gruppierung aufgezeigt. Dem Experten gentigt dieses Resultat hinsichtlich der Kriterien der
Verstandlichkeit, Neuartigkeit, sowie Nutzbarkeit, weswegen dieses Resultat eine zufrieden-

stellende Losung bietet.

Clusterbildung mit DBScan

Im vorherigen Durchlauf konnte durch eine angepasste Parameter Konfiguration bereits eine
Reduzierung des Rauschens erzielt werden. Das entstandene Resultat wurde allerdings auf-
grund der sehr hohen Anzahl von Clustern als nicht nutzbar bewertet. Durch Gewichtungen
von Merkmalen soll nun versucht werden viele dieser Cluster zusammenzufassen. Dazu ist es
neben der Gewichtung von Merkmalen ebenfalls nétig eine Anpassung an den Parametern vor-
zunehmen. Durch eine héhere Gewichtung eines Merkmals sollen gréfere Distanzen zwischen

Objekten, die sich in diesem Merkmal ungleich sind, erreicht werden. Ebenso kénnen sich
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Objekte, die sich in den gewichteten Merkmalen gleichen, in weniger bedeutsamen Merkmalen
unterscheiden konnen, ohne gleich aus der e-Umgebung zu fallen. In den folgenden Durchlau-
fen wurde also sowohl mit verschiedenen Gewichtungen von Merkmalen, als auch der damit
einhergehenden Anpassungen der Parameter experimentiert. Mit den Einstellungen e = 1.2,
minPoints = 2 und einer Gewichtung des Merkmals NORM alpha = 50 wurde ein zum in
Abschnitt 4.3.1 identisches Resultat erzielt. Einzig ein Datensatz der Kreuzgriffschraube wurde
als Rauschen gekennzeichnet. Da die Kreuzgriffschraube der einzige Datensatz dieses Schrau-
bentyps ist und der Parameter min Points mit 2 gew#hlt wurde, kann dieser Datensatz kein
eigenes Cluster bilden. Wird der Parameter minPoints auf 1 herab gesetzt, bilden womdoglich
alle als Rauschen gekennzeichneten Datensitze ein eigenes Cluster, was im vorliegenden Fall
mit einem Datensatz kein Problem darstellt. Handelt es sich dagegen um mehrere als Rauschen
gekennzeichneter Datensitze, konnte dies zu einem ungewollten Resultat fithren. Der Versuch
mittels anderer Gewichtungen ein alternatives Resultat zu erzielten, das ebenfalls den Kriterien

der Bewertung geniigt, war nicht erfolgreich.

4.3.2. Merkmalsauswahl iiber Wrapper
Clusterbildung mit k-Means

Im Abschnitt 4.3.1 wurde bereits durch Elimination von Merkmalen versucht ein gutes Resultat
zu erzielen. Das gleiche Vorgehen wird nun hier mit der Merkmalsauswahl tiber den Wrapper
angewandt. Zunéchst soll auch hier die Reihenfolge der Merkmals-Elimination auf Basis des

Expertenwissens veranschaulicht werden.

1. FORM alpha 5. Festigkeit 9. GEWDUR alpha
2. GEWLGI1 numer. 6. OBFSTS alpha 10. GEWENDEN

3. Werkstoft 7. SICHNA alpha

4. WerkstoffNr 8. ABVOST alpha

Identisch zur Elimination, der tiber die Filter ermittelten Merkmale, wurden alle Merkmale bis
auf das Merkmal NORM alpha aus der Merkmalsmenge entfernt. Eine vom Experten bewertete
Verschlechterung des Resultats trat nach Entfernung des Merkmals Festigkeit auf, was durch
eine hohe Anzahl von Clustern begriindet wurde. Mit Elimination der Folgemerkmale wurde
das Resultat allerdings wieder stetig besser. Da die Merkmalsmenge auf dieselbe wie im
Abschnitt 4.3.1 reduziert wurde, ist es wenig verwunderlich, dass hier das gleiche Resultat

entstand.
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Clusterbildung mit DBScan

Ebenfalls, wie bereits bei der Merkmalsauswahl iiber Filter, wird durch eine Verianderung
der Gewichtungen der Merkmale und damit einhergehender Anpassung der Parameter des
DBScan-Algorithmus versucht die entstandenen Cluster aus Abschnitt 4.2.2 zusammenzufassen.
Mit der Gewichtung des Merkmals NORM alpha = 50 und den Parameter-Einstellungen e = 1.5
und minPoints = 1 konnte das bereits als sinnvoll evaluierte Resultat aus den vorherigen
Abschnitten erreicht werden. Dieses Resultat erzielte einen Silhouetten Koeffizienten von
0.8034135. Des Weiteren wurde auch hier versucht, durch verschiedene Gewichtungen der
Merkmale und Parameter-Einstellungen, ein alternatives Ergebnis zu erzielen. Durch die
Gewichtung des Merkmals GEWDUR alpha = 10 und gleichzeitiger Herabsetzung des Gewichtes
von NORM alpha auf 1, sowie unveridnderten Parametern, konnte ein weiteres erwahnenswertes
Resultat erzielt werden. In diesem Resultat entstanden 8 Cluster, die jeweils einen Gewindetypen

repréasentierten und wie folgt aussehen:

1. Metrisches Gewinde 3. Zwei Gewindeenden 6. Holzschraubengewinde
2. Metrisches Gewinde 4. Zylindrisches Gewinde 7. Panzergewinde
mit Steigung 5. Kegelige Gewinde 8. Zolliges Gewinde

Durch dieses Resultat wurde laut dem Experten eine sehr interessante Erkenntnis errungen.
Diese Art von Gruppierung bietet eine vollig neue Sichtweise, die durchaus den Kriterien
der Bewertung geniigt. Jedoch wurde das Resultat aus Abschnitt 4.3.1, dem hier erzielten,

vorgezogen.

4.4. Gegeniiberstellung

Aus den vorherigen Abschnitten ist zu entnehmen, dass sowohl durch beide Clustering-
Verfahren als auch mit beiden Merkmalsmengen dasselbe Resultat erzielt werden konnte.
Zunichst sollen die unterschiedlichen Merkmalsmengen mit der Verwendung des DBScan-
Algorithmus verglichen werden, da dort keine Elimination von Merkmalen zur Erzielung eines
verwertbaren Resultats erforderlich war. Die Moglichkeit zur Erreichung desselben Resultats ist
nur durch die Existenz der fiir das Resultat bedeutsamen Merkmale in beiden Merkmalsmengen
gegeben. Wiren die entscheidenden oder das entscheidende Merkmal in der Merkmalsmenge
nicht enthalten, ist es durchaus unwahrscheinlich, dass ein identisches Resultat erzielt werden
kann. Denkbar wire hingegen, dass auf Basis anderer Merkmale zufallig das gleiche Resultat
entstehen konnte. Da mit beiden Merkmalsmengen identische Cluster entstanden sind, kann

allein durch die Betrachtung der Resultate keine Bewertung beziiglich des besseren Verfahrens
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bzw. der besseren Merkmalsmenge vorgenommen werden. Jedoch kann festgehalten werden,
dass beide Verfahren der Attribut-Selektion hinsichtlich einer erfolgreichen Cluster-Analyse ge-
eignete Merkmalsmengen ermittelten. Fiir eine Bewertung hinsichtlich der qualitativ besseren
Merkmalsmenge wird der Silhouetten Koeffizient herangezogen. Mit der Merkmalsmenge des
Wrappers wurde ein Resultat mit einem Koeffizienten von 0.8034135 erzielt. Dem gegeniiber
steht die Merkmalsmenge der Filter dessen Resultat mit einem Koeffizienten von 0.7921964 das
qualitativ schlechtere darstellt. Das bedeutet, dass durch den Wrapper eine Merkmalsmenge
selektiert wurde, die besser gruppierbar als die der Filter ist. Das sagt jedoch nicht aus, dass
iiber den Wrapper grundsétzlich die bessere Merkmalsmenge ermittelt wird. Denn wie ein-
gangs erwihnt ist es durchaus moglich, dass eines der Verfahren Merkmale ermittelt durch die
ein Resultat erzielt wird, welches durch die ermittelte Merkmalsmenge des jeweils anderen
Verfahrens nicht erzielbar ist.

Neben den unterschiedlichen Verfahren zur Merkmalsauswahl wurden auch unterschiedliche
Clustering-Verfahren eingesetzt. Hier beschrankt sich der Vergleich auf eine gemeinsame
Merkmalsmenge, wie die tiber den Wrapper selektierte, um eine Vergleichbarkeit der Verfahren
zu schaffen. Auch bei den Clustering-Verfahren war es moglich dasselbe Resultat zu erzielen,
wofiir verschiedene Mafinahmen fiir die verschiedenen Verfahren nétig waren. Doch auf Basis
der Erzielung desselben Resultats kann bereits festgehalten werden, dass beide Verfahren fiir
ein Clustering im Kontext technischer Artefakte geeignet waren. Wahrend bei der Verwendung
des DBScan-Algorithmus lediglich eine Gewichtung der Merkmale vorgenommen und mit
unterschiedlichen Parameter Konfigurationen experimentiert wurde, war es bei der Verwen-
dung des k-Means-Algorithmus zusétzlich nétig die Merkmalsmenge zu reduzieren. Da bei der
Elimination von Merkmalen, wie in Abschnitt 4.3.1 beschrieben, durchaus Probleme auftreten
konnen und unter Umstanden nicht die richtigen Merkmale aus der Merkmalsmenge entfernt
werden, ist die Verwendung des DBScan-Algorithmus fiir diesen Gegenstandsbereich weniger
aufwendig und fehlertrachtig. Ebenso wurden durch den DBScan-Algorithmus im Gegensatz
zu dem k-Means-Algorithmus mit jedem Durchlauf Ergebnisse erzielt, die verstandlich waren.
Eine Bewertung des besseren Verfahrens auf Basis des Silhouetten Koeffizienten ist wegen
der unterschiedlichen Merkmalsmengen, die in die Analyse einflossen, wenig aussagekréftig.
Da bei der Cluster-Analyse mit k-Means nur ein Merkmal bei der Analyse beriicksichtigt
wurde, konnte bei diesem Resultat ein nahezu perfekter Silhouetten Koeffizient von 0.999684
erzielt werden. Im Gegensatz dazu flossen bei der Cluster-Analyse mit DBScan alle selektier-
ten Merkmale in die Analyse ein und es wurde ein Koeffizient von 0.8034135 erreicht. Der
schlechtere Koeffizient ist eben auf Basis der unterschiedlichen Merkmalsmengen zu begriin-

den. Denn bei einer Cluster-Analyse unter Beriicksichtigung der gesamten Merkmalsmenge
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differenzieren sich Objekte innerhalb der Cluster in einigen Merkmalen, wobei dies unter
Beriicksichtigung eines einzigen Merkmals nicht der Fall ist. Da der DBScan-Algorithmus
gegeniiber dem k-Means-Algorithmus in den notwendigen Mafinahmen zur Erzielung eines
verwertbaren Resultats weniger aufwendig war, sowie ein geringeres Fehler Potenzial beher-
bergte, ist dieser bei der Cluster-Analyse technischer Artefakte vorzuziehen. Zudem wurden
durch den DBScan-Algorithmus stets verstandliche Resultate erzeugt.

Zusammenfassend kann festhalten werden, dass die im Rahmen dieser Arbeit verwendeten
Verfahren fiir die Attribut-Selektion und Cluster-Analyse in Bezug auf die Gruppierung techni-
scher Artefakte geeignet waren. Trotzdem sei an dieser Stelle darauf hingewiesen, dass andere

Verfahren durchaus gleich oder sogar besser geeignet sein konnten.
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5.1. Fazit

Das Ziel dieser Arbeit lag in der Uberpriifung des KDD-Prozesses in Bezug auf dessen Eignung
im Kontext einer Cluster-Analyse technischer Artefakte. Dafiir wurde der Prozess praktisch an
dem Gegenstandsbereich der Schrauben durchgefithrt. Zunéachst bestand die Aufgabe in der
Uberpriifung der Strukturierung der durch das Unternehmen selektierten Daten hinsichtlich
deren Eignung fiir die Cluster-Analyse. Bereits bei der Datenintegration wurden Schwichen in
den Strukturen der Daten erkannt. Bevor die Datentabellen in einen zentralen Datenbestand
tiberfithrt wurden, konnten durch die Analyse der Datentabellen synonyme Attribute identifi-
ziert werden. Doch auch in den weiteren Phasen konnten Schwéchen in den Strukturen und
der Qualitat der Daten festgestellt werden. Da wiren synonyme Datenwerte fiir die Oberfldche
einer Schraube, wie feu.verz., feuer_verz., feuer.verz. und feuerverzinkt. Bei einer Daten-Abfrage
von Schrauben mit der Oberflache feuerverzinkt wirde das Resultat aufgrund dieser verschie-
denen Werte nicht alle Schrauben enthalten, die diesem Wert semantisch entsprechen. Ebenso
ist durch die Freitext-Eingabe die Verstandlichkeit der Daten nicht gegeben, da unter anderem
Kiirzel Verwendung finden, die nicht fir jeden verstandlich sind. Auch die Korrektheit der
Daten leidet unter der Freitext-Eingabe durch Informationen, die falschen Attributen zuge-
ordnet werden. Nach der Identifizierung der Probleme in den Daten fand die Bereinigung
statt. Des Weiteren wurde eine Daten- und Dimensionsreduktion durchgefiihrt. Ebenfalls war
eine Kodierung und Normalisierung der Daten, um diese auf das Cluster-Analyse-Verfahren
vorzubereiten, notwendig. Die durch die Cluster-Analyse erzielten Resultate wurden dem
Fachgebietsexperten prasentiert, wodurch diesem verschiedene Betrachtungsweisen einer
moglichen Gruppierung aufgezeigt wurden. Nach einigen Anpassungen und Iterationen des
KDD-Prozesses entstand ein Resultat, dass die ungeordnete Datenmenge in homogene Teil-
mengen gruppierte, die als verstdndlich, neuartig und niitzlich evaluiert wurden. Durch dieses
Resultat fand eine erfolgreiche Sensibilisierung des Experten beziiglich der Gruppierung des
Gegenstandsbereiches der Schrauben statt. Der KDD-Prozess hat sich also in der Eignung in

Bezug auf das Clustering technischer Artefakte absolut bew#hrt. Besonders wird wahrend
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dieses Prozesses der Handlungsbedarf in den Strukturen der Daten durch die Aufdeckung der

Schwachstellen sichtbar.

5.2. Ausblick

Der KDD-Prozess wurde in dieser Arbeit exemplarisch am Gegenstandsbereich der Schrauben
durchgefiihrt und hat sich in der Eignung bewéhrt. Eine nachste Herausforderung stellt die
Ubertragbarkeit dieses Verfahrens auf dhnliche Bereiche, wie etwa Motoren, oder ein anderes
Unternehmen dar.

Die Daten anderer Unternehmen, im Speziellen auch die der Schrauben, weisen sehr wahr-
scheinlich abweichende Strukturen zu denen, die dieser Arbeit zugrunde liegen, auf. Ebenso
verhilt es sich mit den Daten dhnlicher Bereiche. Seien es die Attribute, die fur die Beschrei-
bung eines Teiles genutzt werden, die verwendeten Datentypen oder die Datenwerte, es sind
Anpassungen an die zugrundeliegenden Daten nétig. Dabei handelt es sich nicht nur um Anpas-
sungen der Datenwerte, wie beispielsweise bei der Ubersetzung von synonymen Datenwerten.
Der Gegenstandsbereich der Motoren enthélt beispielsweise Attribute fiir die Motorleistung in
PS und kW, die semantisch identisch sind. Bei der Zusammenfassung dieser Attribute entstehen
Datenwertkonflikte in Form unterschiedlicher Ma8einheiten, die auf eine gemeinsame Einheit,
wie etwa kW, zu uberfihren sind. Da in den Daten der Schrauben keine Datenwertkonflik-
te auftraten, wurde die Problemlésung in dem Verfahren dieser Arbeit nicht beriicksichtigt.
Ebenso wurde im Zuge der Bereinigung falscher Daten ein speziell auf das vorliegende Pro-
blem entwickeltes Programm genutzt, welches fiir die Daten dhnlicher Bereiche oder anderer
Unternehmen sehr wahrscheinlich unbrauchbar ist. An diesen Beispielen soll verdeutlicht
werden, dass andere Daten andere Probleme mit sich bringen konnen. Ebenso konnen gleiche
Probleme unterschiedliche Reaktionen erfordern. In dem Verfahren der Schrauben wurden
beispielsweise die fehlenden Werte einiger Attribute durch eine globale Konstante ersetzt,
wihrend bei Daten anderer Gegenstandsbereiche oder Unternehmen die Bereinigung der feh-
lenden Daten durch den wahrscheinlichsten Wert oder einem Durchschnittswert als sinnvoll
erscheinen konnte. Dadurch soll jedoch nicht zum Ausdruck kommen, dass das Verfahren in
Bezug auf die Ubertragbarkeit vollkommen unbrauchbar ist. Es wurden sehr wohl Losungen
erstellt, die Wiederverwendung finden kénnen. Bei der Zusammenfassung von semantisch
dquivalenten Attributen, der Ubersetzung von Merkmalswerten gleicher Bedeutung oder der
Bereinigung fehlender Werte durch eine globale Konstante oder tiber Relationen handelt es sich
um Losungen von Problemen, die durchaus in anderen Daten auftreten und dementsprechend

wiederverwendet werden konnen. Gerade auch die Verfahren zur Kodierung, Normalisierung
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und Attribut-Selektion werden immer wieder benétigt und kénnen in dhnlichen Bereichen,
sowie anderen Unternehmen wiederverwendet werden. Es handelt sich also um ein Verfahren,
das Losungen fiir immer wiederkehrende Probleme bereitstellt, jedoch nicht génzlich ibertrag-
bar ist. Dennoch bietet das Verfahren Teillosungen, die auch fiir ahnliche Bereiche oder andere
Unternehmen brauchbar sind.

Weiterfithrend besteht noch die Herausforderung der Verwendbarkeit des Verfahrens iiber den
Bereich technischer Artefakte hinaus bzw. der Generalisierung. Beispielsweise konnte in einem
Mode-Vertrieb die Aufgabe der Gruppierung von Kleidungsstiicken vorliegen. Doch auch in
den Daten von Kleidungsstiicken konnen etwa fiir die Art des Kleidungsstiickes synonyme
Datenwerte wie Hoodie, Hoody und Kapuzenpullover auftreten. Ebenso konnte eine Kompri-
mierung der Kleidungsstiickarten, wie beispielsweise Kapuzenpullover, Sweatshirt, Hemd und
T-Shirt zu Oberteil, notig sein. Eine Kodierung, Normierung und Attribut-Selektion kénnten
ebenfalls erforderlich sein. Fiir all diese Probleme bietet das Verfahren dieser Arbeit Losungen
an, die auch in diesem Kontext genutzt werden kénnen. Jedoch kénnten unterschiedliche
Attribute fir die Grofie der Kleidungsstiicke bestehen. In einem Attribut konnte die Angabe
der Konfektionsgréfie in numerischer Form, wie 44, 46, 48, usw., erfolgen, in einem weiterem
wiederum in textueller Form, wie S, M, L, usw. Bei der Zusammenfithrung der semantisch dqui-
valenten Attribute entstehen Datenwertkonflikte, die gelost werden miissen. Es wurde bereits
das gleiche Problem bei dem Gegenstandsbereich der Motoren identifiziert und festgestellt,
dass das Verfahren dieser Arbeit keine Losung dafiir bereitstellt. Das am Gegenstandsbereich
der Schrauben beschriebene Vorgehen bietet demnach Losungen, die iiber den Bereich tech-
nischer Artefakte hinaus nutzbar sind. Dabei handelt es sich, wie bei den Uberlegungen zur
Ubertragbarkeit, um Teilldsungen des Verfahrens und nicht um das Verfahren an sich.
Zusammenfassend ist festzuhalten, dass es sich bei dem KDD um einen interaktiven und
iterativen, aber keinen vollautomatischen Prozess handelt. Es gibt kein Patentrezept zur Durch-
fithrung des KDD-Prozesses, da dieser das individuelle Handeln des Anwenders hinsichtlich
der zugrundeliegenden Daten erfordert.

Im Weiteren soll noch ein kurzer Ausblick hinsichtlich der Verwendung der gewonnenen
Erkenntnisse resultierend aus der Durchfithrung einer Cluster-Analyse mittels dem KDD-
Prozess folgen. Eine der Erkenntnisse konnte die Aufdeckung struktureller Schwachstellen
in den Daten sein, wodurch eine Restrukturierung denkbar wire. Weiter ist bei der Bildung
von sinnvollen, verstandlichen und niitzlichen Gruppierungen eine weiterfithrende Aufgabe
in Form eines Klassifikators denkbar, da die manuelle Zuordnung eines neuen Objekts zu
einer Gruppe fehlertrichtig ist. Der Klassifikator hingegen konnte mit den aus der Cluster-

Analyse entstandenen Gruppierungen trainiert werden, um zukiinftig die Klassifizierung neuer
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Objekte durchzufithren. Es kann also durchaus etwas mit den Erkenntnissen aus der Durch-
fihrung des KDD-Prozesses angefangen werden, unabhéngig von der Bildung von sinnvollen,

verstandlichen und niitzlichen Gruppierungen.
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A.1. Metadaten Schrauben

Merkmal Beschreibung
Teile-Nr Teile-Nr
Teilebezeichnung | Teilebezeichnung
GEWDUR alpha Gewinde

LANGE numer. Lange (mm)
FESTWE alpha Festigkeit/Werkstoff
OBFBEH alpha Art Oberflache
STOFNR alpha Werkstoff-Nummer
GEWLGE numer. Lange Gewinde
SCHLUW numer. | Schliisselweite SW
KOPFHH numer. Hohe Kopf
ABVOST alpha Art Abnahmevorschr.
SICHNA alpha Sicherheitsnachweis

TEABO1 alpha
TEABO2 alpha
NENNLA numer.
KOPFBR numer.
ANSKUP alpha
LIEUMF alpha
GEWENT1 alpha
GEWLGI1 numer.
GEWEN?2 alpha
GEWLG2 numer.
FORM alpha
WERKST alpha
KOPFBM numer.

TempWarmstr.grenze 1
TempWarmstr.grenze 2
Lange Nenn-
Durchmesser Kopf
Ausf.Ansatzkuppe
Lieferumfang
Gewindeende 1

Lange Gewinde 1
Gewindeende 2

Lange Gewinde 2
Form

Werkstoft

Breite Kopfbreite M
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OBFSTS alpha
PRODKL alpha

DURCHM numer.

DUSCHF numer.
NORM alpha
WERKSH alpha
HERSTE alpha
SCHABR numer.
VERPEH alpha
SCHLFO alpha
FRM962 alpha
AEENDE alpha
FESTKL alpha
ANMUTE numer.
TELSCH alpha
TECLIF alpha
DUSCHB alpha
KKLASS alpha
AUSSCR alpha

Oberflache Steinsch.
Produktklasse
Durchmesser
Durchmesser Schaft
Norm

Werkstoff Schraube
Hersteller

Breite Schaft
Verpackungseinheit
Form Kreuzschlitz
Form Schraube DIN962
Ausf.Einschraubenden
Festigkeit Schrauben
Anzahl Muttern/Teil
Tellerscheibe
Techn.Lieferbeding.
Durchmesser Scheibe
K-Klasse
Ausf.Schraube
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A.2. Konvexe und nicht konvexe Cluster

(a) konvexes Cluster (b) nicht konvexes Cluster
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Glossar

Big Data

Binning

Centroid

Cloud

Cluster

Euklidische Distanz

K-nearest-neighbour

Konvexe Cluster

Medoid
Metadaten

Metrische Daten

Nicht konvexe Cluster

Nominale Daten

Umfangreiche Mengen an semi-strukturierten, sowie un-
strukturierten Daten.

Die Klasseneinteilung.

Mittelpunkt bzw. Mittelwert der einem Cluster zugeord-
neten Objekte.

Bereitstellung von IT-Infrastruktur oder Software iiber
das Internet.

Gruppe dhnlicher Objekte.

Der Abstand von zwei Punkten im n-dimensionalen

Raum.

Die k nachsten Nachbarn eines Objektes.
Objekte, die auf einer Strecke zweier Objekte liegen, ge-

horen dem gleichen Cluster an.

Typischer Vertreter eines Clusters.

Enthalten Informationen tiber Merkmale anderer Daten,
aber nicht die Daten selbst.

Daten mit der Ordnungsrelation der reelen Zahlen mit

denen gerechnet werden kann.

Objekte, die auf einer Strecke zweier Objekte liegen, kon-
nen einem anderen Cluster angehoren.
Daten ohne Ordnungsrelation mit denen nicht gerechnet

werden kann.
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Glossar

Open-Source
Ordinale Daten

Toolchain

Weka

Quelloffene Software.
Daten mit Ordnungsrelation (wie < und >) mit denen

nicht gerechnet werden kann.
Systematische Sammlung von Werkzeug-Programmen,
die fiir die Erstellung eines Produktes zur Anwendung

kommen.

Softwaretool, das verschiedene Techniken fir den KDD

Prozess bereitstellt.
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Abkiirzungsverzeichnis

CRISP

DBScan

FAQ
KDD
KI
KNIME

Weka

YALE

Cross Industry Standard Process.

Density-Based Spatial Clustering of Applications with

Noise.

Frequently Asked Questions.
Knowledge Discovery in Databases.
Kiinstliche Intelligenz.

Konstanz Information Miner.

Waikato Environment for Knowledge Analysis.

Yet Another Learning Environment.
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