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1 Einleitung

“Die Information in der Welt verdoppelt sich etwa alle 20 Monate” — Thomas
A. Runkler [3]

Im Jahre 2025 wird weltweit mit einer Datenmenge von 175 Zettabyte gerechnet. Dieses
Volumen entspricht einem Anstieg von 142 Zettabyte gegenüber dem Jahr 2018. Abbil-
dung 1.1 verdeutlicht die Relationen.

Quelle:[4]

Abbildung 1.1: Prognose zum Volumen der jährlich generierten digitalen Datenmenge
weltweit in den Jahren 2018 und 2025

Mit dem Anstieg der Datenmengen und der geringen Kosten der leistungsstarken Hardwa-
re wird es für Forschungseinrichtungen und Unternehmen immer attraktiver diese großen
Datenmengen zu analysieren. So gab es in den letzten Jahren erheblich Fortschritte im
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1 Einleitung

Bereich des Machine Learnings. Das Forschungsfeld bildet eine Schnittmenge aus Statis-
tik, künstlicher Intelligenz und Informatik und ist ebenfalls als prädiktive Analytik oder
statistisches Lernen bekannt [5]. Heutzutage wird Machine Learning in vielen kommerzi-
ellen Anwendungsgebieten, Forschungsprojekten und Unternehmen eingesetzt. Beispiele
sind Medizin, E-Commerce, IT-Security und Predictive Logistic. Hierbei wird ein künstli-
ches System auf Trainingsdaten trainiert, das daraus Wissen extrahiert, um eine gegebene
Fragestellung zu beantworten. Dieses Wissen soll den Anforderungen der Gültigkeit, Neu-
artigkeit, Nützlichkeit und Verständlichkeit genügen, um die Relevanz der angeführten
Fragestellung zu repräsentieren.

Dennoch liegt das Hauptproblem eines Machine-Learning-Projekts nicht in der Auswahl
des geeigneten Algorithmus oder in der Auswahl der geeigneten Metriken, die zur Be-
wertung eines Projekts herangezogen werden, sondern eher in den Daten selbst. Denn
meistens sind reale Daten ungenau, nicht vollständig oder sie enthalten sogar falsche
Angaben. Heutzutage liegt 80 % eines Machine-Learning-Projekts in der Datenvorver-
arbeitung und in der Auswahl der passenden Features zur gegebenen Problemstellung
[6]. Der Prozess der Datenvorverarbeitung und der Auswahl der passenden Features soll
anhand des realen Datensatzes der New York City Yellow Cab durchgeführt werden. Im
nächsten Abschnitt werden die Probleme der heutigen Taxifahrer in New York City ana-
lysiert und wie Machine Learning das Problem beheben könnte. Anschließend werden die
Ziele der Arbeit vorgestellt, die mit dem Yellow-Cab-Datensatz unternommen werden
[7].

1.1 Problemstellung und Motivation

Über Jahrzehnte war das Taxi weltweit das dominierende Transportmittel in den Groß-
städten, mit dem gegen einen zu zahlenden Mietpreis Personen befördert werden. Des-
halb wurden im Jahre 1930 in den meisten Städten Vorschriften verabschiedet, um die
Dominanz der Taxiunternehmen zu regulieren. Mit dieser Regelung sollten die Preise
stabilisiert sowie die Sicherheit und Qualität des Taxis gewährleistet werden. Die Taxi-
unternehmen profitierten bis vor Kurzem von einem mangelnden Wettbewerb auf dem
Markt für Miettransportmittel. Im Zuge der Digitalisierung sehen sich Taxiunternehmen
mit neuen Wettbewerbern konfrontiert, die Ride-Sharing-Anwendungen nutzen. Ride-
Sharing-Unternehmen wie Uber nutzen eine Smartphone App, um Kunden mit Fahrern
zu vermitteln, die sie zum Ziel bringen. Der Hauptvorteil von Uber ist, dass sie keine

2



1 Einleitung

Fahrzeuge oder Fahrer bereitstellen, sondern nur die Vermittlung zwischen Fahrer und
Kunden als Dienstleistung bereitstellen. Da Uber keiner Regulierung unterliegt und Fahr-
ten zu niedrigeren Preisen vorschlagen, haben diese Angebote die New Yorker Taxis im
Jahr 2017 bei den Abholungen übertroffen.

Quelle:[8]

Abbildung 1.2: Ride-Hailing Apps vs. Regular Taxis in New York City

Aus Abbildung 1.2 wird ersichtlich, dass Uber als Transportmittel exponentiell an Be-
deutung gewonnen hat, wohingegen das Taxi stetig an Bedeutung einbüßt. Die Folge ist,
dass die Taxifahrer länger arbeiten müssen, um mit dieser Beschäftigung den Lebensun-
terhalt sichern zu können, und trotzdem immer noch weniger verdienen als in den Zeiten
vor Uber.

Damit die Taxifahrer von den unregulierten Uber-Fahrer nicht in Existenznot geraten,
könnte man mithilfe von Machine Learning vorhersagen, zu welcher Zeit und an wel-
chen Orten potenziell mit hohen Einnahmen gerechnet werden kann. Diese Informationen
könnten die Suchzeit des Taxifahrers verringern und höhere Einnahmen generieren.

3



1 Einleitung

1.2 Fragestellung

Ziel der Arbeit ist es, unter Anwendung des KDD-Prozesses anhand von Realdaten zu
überprüfen, ob die Daten für Vorhersagen anwendbar sind. Es sollen ausgewählte Ansätze
getestet und miteinander verglichen werden. Der Schwerpunkt dieser Arbeit liegt in der
Datenaufbereitung und im Feature Engineering. Diese Arbeit soll als Grundlage für das
weitere Vorgehen mit Machine Learning und dem KDD-Prozess zum Yellow-Taxi-Dataset
dienen.

1.3 Aufbau der Arbeit

In Kapitel 2 wird das relevante theoretische Wissen ausgearbeitet. Danach folgt die Ana-
lyse der vergleichbaren Arbeiten, die zur Vorhersage des Taxifahrpreises bereits veröf-
fentlicht wurden.

In Kapitel 3 werden zunächst die Datensätze vorgestellt, die für die Analyse herangezo-
gen werden. Anschließend geht es um die Frage, welche weiteren Anwendungsszenarien
mit den Daten möglich sind. Das Kapitel wird mit der zu beantwortenden Fragen abge-
schlossen, im welchen Zustand sich die Daten befinden und welche weiteren Features für
die Vorhersage der Taxifahrpreise relevant sein können.

In Kapitel 4 wird der KDD-Prozess praktisch durchgeführt. Hier werden alle Phasen des
KDD-Prozesses durchlaufen und mit einer Evaluierung der Ergebnisse abgeschlossen.

In Kapitel 5 werden alle Erkentnisse der Arbeit zusammengefasst und ein Ausblick für
mögliche Verbesserungen der Ergebnisse gegeben.

4



2 Problemanalyse

In diesem Kapitel werden die theoretischen Grundlagen vorgestellt, die für die Vorhersage
des Taxifahrpreises in New York City relevant sind. Zu diesem Zweck werden die einzelnen
Konzepte und Methoden beschrieben. Anschließend folgt eine Analyse der Studien zum
Thema Vorhersage der Taxifahrpreise in New York City.

2.1 Knowledge Discovery in Databases

Mehr als die Hälfte der Weltbevölkerung lebt heutzutage in Städten [9]. Für einen ein-
wandfreien Ablauf müssen die Dienste effektiv, effizient und nachhaltig gestaltet werden.
Die Städte haben angefangen, umfangreiche Daten zu publizieren, um zum Beispiel die
Stadtdynamik zu analysieren wie die Taxifahrten in New York City [7]. In New York
City werden täglich etwa 500.000 Taxifahrten registriert.

Für die Analyse und Verarbeitung dieser umfangreichen Datenmengen muss ein Mecha-
nismus bereitgestellt werden, der einer strukturierten Vorgehensweise folgt. Zu diesem
Zweck könnte das KDD-Verfahren nach Fayyad u.a. [10] eingesetzt werden:

“KDD is the nontrivial process of identifying valid, novel, potentially useful,
and ultimately understandable patterns in data” — Fayyad u.a. [11]

Das KDD ist ein Gesamtprozess, der iterativ und interaktiv verläuft und Wissen aus dem
Daten extrahiert. Das Wissen wird mit einem Muster gleichgesetzt, das die Eigenschaften
allgemeingültig, nicht trivial, neu, nützlich und verständlich aufweist. Bevor die Phasen
des KDD-Prozesses durchlaufen werden, wird in der Initialphase das Domänenwissen und
das Ziel der Anwendung spezifiziert. Nachdem das Domänenwissen und das Ziel klar ist,
wird der KDD-Prozess in fünf Schritten durchlaufen (siehe Abbildung 2.1).

In der ersten Phase werden die Daten gesammelt, die für die Anwendung als geeignet er-
scheinen. Hierbei können zusätzlich zu den Basisdatenbestand auch externe Daten für die
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2 Problemanalyse

Abbildung 2.1: Der KDD-Prozess nach Fayyad [1]

Analyse herangezogen werden. In der zweiten Phase wird die Qualität der Daten geprüft
und gegebenfalls mit passenden Methoden gesäubert. In der dritten Phase werden die vor-
verarbeiteten Daten in ein Format transformiert, das vomMachine-Learning-Algorithmus
verarbeitet werden kann. In der vierten Phase werden die Machine-Learning-Algorithmen
ausgewählt und auf die transformierten Daten trainiert. Diesbezüglich ist anzumerken,
dass in der vorliegenden Studie anstatt des Data Mining das Machine Learning eingesetzt
wird. Ein KDD-Prozess legt den Schwerpunkt auf die Daten, daher kann für die Studie
das Machine Learning eingesetzt werden. In der fünften Phase werden die Ergebnisse des
Machine-Learning-Algorithmus evaluiert und interpretiert.

In den folgenden Abschnitten werden die Phasen genauer erläutert und es wird auf Pro-
bleme während der einzelnen Phasen eingegangen. Die Analyse orientiert sich an Cleve
und Lämmel [12].

2.1.1 Datenselektion

In der Phase der Datenselektion werden nach der Spezifizierung des Domänenwissens
und des Ziels die relevanten Daten ausgewählt und gegebenfalls bei gegebenen Daten-
quellen exportiert. Hierfür ist eine Sichtung der Daten erforderlich, die anschließend mit
dem Domänenwissen bewertet wird. Falls auch externe Daten anhand des Domänen-
wissens relevant sein können, können sie für die weitere Analyse herangezogen werden.
Die Anreicherung der Datenbasis mit externen Daten ist ein notwendiger Prozess für die
Datenselektion, weil die externen Daten im Anwendungsfall mögliche Beziehungen zum

6



2 Problemanalyse

Ziel aufzeigen. Durch die Hinzufügung von anderen Datenquellen können Redundanzen
auftreten, die vermieden werden sollten, weil dadurch die Daten höhere Dimensionen
aufweisen und eine höhere Komplexität für den Machine-Learning-Algorithmus vorliegen
würde. Ziel ist es, einen vereinheitlichten Basisdatenbestand zu erreichen, um die Daten
möglichst kompakt zu erhalten und eine hohe Informationsdichte zu ermöglichen. Die
Phase der Datenselektion kann die weiteren Phasen negativ beeinflussen, wenn nicht re-
levante Daten ausgewählt oder umgekehrt die relevanten Daten nicht ausgewählt werden.
Deshalb ist die Spezifizierung des Domänenwissens und des Ziels eine wichtige Kompo-
nente für die Datenselektion. Weitere Probleme können aufseiten der Technik und des
Rechts auftreten. Beispiele hierfür könnten technische Restriktionen wie Kapazitäts- und
Datentypenbeschränkungen des Zielsystems sein. Eine mögliche Lösung wäre die Be-
schränkung auf ein Teildatensatz. Die rechtlichen Probleme des Datenschutzes könnten
durch die Anonymisierung der Daten gelöst werden.

2.1.2 Datenvorverarbeitung

In der Phase der Datenvorverarbeitung wird die Qualität des Datenbestands geprüft und
durch den Einsatz geeigneter Verfahren verbessert. Laut Cleve u.a. enthalten bis zu 5
% der Feature eines realen Datenbestands falsche Angaben [13]. Die falschen Angaben
entstehen häufig aufgrund von technischen und menschlichen Fehlern. Zum Beispiel kön-
nen Anomalien aufseiten der Messeinheiten auftreten oder Personen falsche Angaben
machen. Die Phase der Datenvorverarbeitung ist einer der aufwendigsten Schritte. Für
ein zuverlässiges und unverfälschtes Ergebnis ist ein solcher Aufwand notwendig. Zusätz-
lich zu der Bereinigung von falschen Angaben muss auch eine einheitliche Datenstruktur
gewährleistet sein. Falls die Daten zum Beispiel syntaktisch unterschiedlich, aber seman-
tisch gleich sind, müssen sie vereinheitlicht werden. Dieses Problem tritt häufig bei der
Zusammenführung des Basisdatenbestands und der externen Daten auf, beispielsweise
wenn Feiertags- und Verkaufsdaten eines Betriebs zusammengeführt werden. Hier könnte
zum Beispiel das Feature Datetime eine unterschiedliche Syntax haben, aber semantisch
identisch sein. Andersherum kann es auch möglich sein, dass sie syntaktisch identisch sind,
aber eine andere Zeitzone meinen. Außerdem sollten Redundanzen bei den Daten ver-
mieden werden, weshalb sie verworfen werden können. Für die Identifikation von falschen
Angaben ist aus diesem Grund Domänenwissen unerlässlich. Das Ziel der Datenvorver-
arbeitung besteht darin, eine einheitliche Struktur zu erlangen und die Datenqualität zu
verbessern. Meistens weisen die Erkenntnisse, die aus der Datenvorverarbeitung resultie-
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ren, auf eine zu verbessernde Datenqualität im System hin. Im weiteren Verlauf werden
die Typen der fehlerhaften Daten und die anzuwendende Methodik für eine systematische
Behandlung besprochen.

Fehlende Daten

Mit fehlenden Daten sind fehlende Einträge in den Attributen gemeint. Oft ist es einfa-
cher, fehlende Daten zu erkennen, weil kein Domänenwissen vorhanden sein muss. Die
fehlenden Daten erkennt man durch den Vergleich der Anzahl der Einträge unter den At-
tributen. Vielmehr sollte überprüft werden, ob die fehlenden Daten an sich Informationen
bereitstellen. Die meisten Machine-Learning-Algorithmen können keine fehlenden Daten
verarbeiten, die deshalb behandelt werden müssen. Im Folgenden werden die Methoden
zur Bereinigung von fehlenden Daten vorgestellt:

• Eine Art der Behandlung fehlender Daten ist die Ignorierung des gesamten At-
tributs. Hierbei gehen vermutlich wichtige Informationen verloren, weshalb es nur
angewendet wird, wenn keine Einträge im Attribut vorhanden sind.

• Bei nur wenigen fehlenden Daten, ist eine manuelle Korrektur eine Option. Oftmals
sind aber mehrere Attribute von diesen Problem betroffen, was zu einem hohen
Arbeitsaufwand führt und deshalb nicht anzuraten ist.

• Im Gegensatz zur Löschung des Attributs können auch die fehlenden Daten durch
globale Konstanten ersetzt werden. Beispiele hierfür wären „unbekannt“oder „mi-
nus unendlich“. Dieses Verfahren ist geeignet, wenn viele Einträge der Attribute
betroffen sind oder gewisse Informationen enthalten.

• Eine andere Möglichkeit ist, die fehlenden Daten mit den Durchschnittswert für die
statistische Auswertung zu ersetzen. Diese Möglichkeit besteht, wenn es sich um
metrische Werte handelt.

• Bei einem kategorischen Wert wird der häufigste Wert herangezogen.

• Attribute können bestimmte Relationen untereinander aufweisen. Fehlende Daten
können unter Umständen berechnet werden, wie die fehlende Entfernung zwischen
Start- und Zielpunkt.
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Falsche Daten

Falsche Daten können aufgrund von mehreren Fehlerquellen entstehen. Sie können auf-
grund von Schreibfehlern entstehen oder auf der strukturellen Ebene während der Da-
tenintegration eintreten. Beispiele für falsche Daten wären zum Beispiel ungültige Werte
in einem Zahlenbereich, die außerhalb des Definitionsraums liegen oder unplausibel sind.
Nach der Identifikation der falschen Daten werden verschiedene Methoden zur Säuberung
eingesetzt, die auch für die fehlenden Daten geeignet sind. Auch hier stellt sich die Frage,
ob die falschen Daten Informationen beinhalten, die zur Wahl der Behandlungsmethode
der falschen Daten führen.

Ausreißer

Mit Ausreißern sind Daten gemeint, die sich häufig von den anderen Datenpunkten er-
heblich unterscheiden oder die außerhalb des Definitionsraums liegen. Ein Beispiel wäre,
wenn ein Datensatz aus 30- bis 50-jährigen Personen besteht, aber auch ein Wert ei-
nes 90-Jährigen enthalten ist. In dem Fall könnte es sich um einen Ausreißer handeln,
aber auch ein falscher Wert wäre möglich. Die Entscheidung, ob der Wert als Ausreißer
behandelt wird oder ob ein falscher Wert vorliegt, ist häufig von dem Anwendungsfall
abhängig. Für die Glättung von Ausreißern sind folgende Methoden hilfreich:

• Eine Möglichkeit ist, die Ausreißer zu gruppieren und durch den Mittelwert zu er-
setzen. Dieses Vorgehen kann den Einfluss der Ausreißer auf den Machine-Learning-
Algorithmus abschwächen.

• Eine andere Möglichkeit ist, die Ausreißer durch eine mathematische Funktion wie
die Regression zu glätten. Hier wird der Ausreißer durch die berechnete Funktion
ersetzt.

• Im Zweilfelsfall lassen sich die Ausreißer durch die Methode der fehlenden Daten
behandeln.

Hierbei ist anzumerken, dass die vorgestellten Methoden nur einen Teilbereich der Be-
handlung von fehlerhaften Daten abdecken und für weitere Informationen auf die zu
Beginn erwähnte Literatur hingewiesen wird.
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2.1.3 Datentransformation

In der Phase der Datentransformation werden die vorverarbeiteten Daten in ein For-
mat transformiert, das vom eingesetzten Machine-Learning-Algorithmus abhängig ist.
Die meisten Machine-Learning-Algorithmen können nur numerische Features oder La-
bels verarbeiten, weshalb die Methoden der Transformation in numerische Daten haupt-
sächlich beschrieben werden. Eine weitere Möglichkeit ist die Skalierung der numerischen
Werte, weil unterschiedliche Wertebereiche einen Einfluss auf die Gewichtung der ein-
zelnen Features ausüben. Im Folgenden werden die häufig eingesetzten Verfahren der
Datentransformation beschrieben. Hierbei ist zu beachten, dass zwischen syntaktischen
und semantischen Transformationen unterschieden wird.

Syntaktische Transformation

Die syntaktische Transformation dient dazu, das Format der Daten zu verändern, oh-
ne dabei ihre Aussage zu verfälschen und das Verarbeiten mit dem Machine-Learning-
Algorithmus zu ermöglichen.

Kodierung

Machine-Learning-Algorithmen wie die logistische Regression können nicht mit katego-
rischen Datentypen arbeiten. Deshalb ist die Konvertierung eines kategorischen in einen
numerischen Datentyp unerlässlich. Es gibt bei den kategorischen Datentypen zwei For-
men. Es handelt sich um ordinale Daten, wenn es kategorische Datentypen mit einer
Rangfolge oder einer Ordnungsrelation wie z.B. klein, mittel oder groß sind. Für die
Transformation von ordinalen Daten wird häufig das Label Encoding benutzt. Hierbei
ist zu beachten, dass die Rangfolge der ordinalen Daten nach der Transformation nicht
verfälscht wird. Ein Beispiel hierfür ist:

klein → 1

mittel → 2

groß → 3

Aber auch eine andere Darstellung ist möglich:

klein → 1

mittel → 2

groß → 4
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Beide Kodierungsformen behalten die Ordnung bei: klein < mittel < groß. Der Unter-
schied der beiden Kodierungen liegt in den Abständen zwischen mittel und groß. Hierbei
könnten durch den unterschiedlichen Abstand der Kodierungen abstandsbasierte Algo-
rithmen wie der k-Nearest-Neighbour jeweils unterschiedliche Ergebnisse erzielen.

Besteht bei den kategorischen Variablen keine Ordnungsrelation, lässt sie sich mithilfe
der One-Hot-Kodierung in ein binäres Format umwandeln. Ein Beispiel könnte wie folgt
aussehen:

Color
Red
Red
Yellow
Green

→

Red Yellow Green
1 0 0
1 0 0
0 1 0
0 0 1

Tabelle 2.1: One-Hot-Kodierung für den kategorischen Feature Color

In Tabelle 2.1 wird der One-Hot-Mechanismus dargestellt. Dabei wird vom Feature Color
für jede Kategorie jeweils ein Feature Red, Yellow und Green in binärer Form darge-
stellt.

Normalisierung

Umfangreiche Wertebereiche haben bei Machine-Learning-Algorithmen eine höhere Ge-
wichtung. Zur Vermeidung könnten die metrischen Werte auf ein numerisches Intervall
wie [0, 1] transformiert werden. Hierbei wird die Normalisierung angewendet, für die der
minimale Wert min(xi) und maximale Wert max(xi) eines metrischen Features benötigt
wird. Hierbei lässt sich der normalisierte Werte wie folgt berechnen:

xnew =
x−min(xi)

max(xi)−min(xi)
(2.1)

Lässt sich mit der Normierung auf das Intervall [0,1] kein zufriedenstellendes Ergebnis er-
zielen, kann der Wertebereich vergrößert werden, indem x-beliebige Werte gesetzt werden
[0,X].

Semantische Transformation

Bei der semantischen Transformation werden die Aussagen der Daten verändert. Ein
Beispiel ist die Diskretisierung von metrischen Werten auf einer Ordinalskala, um die
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Dimension der Features zu reduzieren und den Machine-Learning-Algorithmus zu verall-
gemeinern oder den Prozess zu beschleunigen.

Binning

Binning ist eine Methode, um kontinuierliche in kategorische Werte umzuwandeln, in-
dem Werte in eine vordefinierte Anzahl von Bins gruppiert werden. Der kontinuierli-
che Wert wird durch einen kategorischen Wert ersetzt, der den Bin beschreibt. Durch
die Gruppierung der metrischen Werte in Bins wird der Einfluss der Ausreißer auf den
Algorithmus geringer und die Auswirkungen auf das Machine-Learning-Modell werden
abgeschwächt.

2.1.4 Data Mining/Machine Learning

In der Phase des Machine Learnings wird der ausgewählte Algorithmus auf den transfor-
mierten Datensatz trainiert. Üblicherweise findet das Data Mining der transformierten
Daten statt, um nach Mustern, Trends oder Zusammenhängen zu suchen.

“Machine learning is the training of a model from data that generalizes a
decision against a performance measure.” [14]

Der Machine-Learning-Algorithmus muss lernen, einen Datensatz zu verallgemeinern,
anstatt ihn einfach auswendig zu lernen. Machine Learning dient der automatisierten
Entscheidungsfindung anhand von Algorithmen und als Methodik für komplexe Proble-
me. Machine Learning kann grob in drei Kategorien eingeteilt werden:

• überwachtes Lernen (supervised learning)

• unüberwachtes Lernen (unsupervised learning)

• bestärkendes Lernen (reinforcement learning).

Beim überwachten Lernen sind die Labels für die gegebenen Features bekannt. Der
Machine-Learning-Algorithmus wird auf die gegebenen Features mit den bekannten La-
bels trainiert und in der Testphase mithilfe der gegebenen Labels evaluiert.

Beim unüberwachten Lernen sind die Labels für die gegebenen Features unbekannt, indem
der Machine-Learning-Algorithmus für die Mustersuche angewendet wird.
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Beim bestärkenden Lernen ist das Ziel, dass der Agent selbstständig eine Strategie ent-
wickelt, um seine Belohnung zu maximieren. Hierbei erhält er zu bestimmten Zeiten eine
Belohnung oder Bestrafung für seine Aktionen.

Für die vorliegende Studie ist lediglich das überwachte Lernen relevant (vgl. Abschnitt
2.2).

2.1.5 Interpretation/Evaluation

In der Phase der Interpretation und Evaluation des KDD-Prozesses werden die identi-
fizierten Muster evaluiert und interpretiert. Die Muster sollen nach folgenden Kriterien
bewertet werden:

• Die Gültigkeit ist ein Maß dafür, wie warscheinlich es ist, dass die gefundenen
Muster auch für neue Daten gültig sind.

• Die Neuartigkeit ist ein Maß dafür, ob die gefundenen Muster die bisherigen Kennt-
nisse ergänzen oder ihnen widersprechen.

• Die Nützlichkeit beschreibt die Anwendbarkeit des gefundenen Musters.

• Die Verständlichkeit beschreibt, wie gut die gefundenen Muster vom Anwender
verstanden werden können.

In dieser Arbeit werden die Ergebnisse der Machine-Learning-Algorithmen (Abschnitt
2.3) mit den Aufstellungen des Basisdatenbestands evaluiert. Für die Evaluation der
Ergebnisse wurden die Metriken Genauigkeit (precision), die Sensitivität (recall) und
das F-Maß genutzt.

Die Formel für die Genauigkeit wird in Gleichung 2.2 definiert:

Precision =
TruePositive

TruePositive+ FalsePositive
(2.2)

Hierbei steht True Positive für die korrekt vorhergesagte positive Klasse und False Posi-
tive für die inkorrekte Vorhersage der positiven Klasse.

Die Formel für die Sensitivität wird in Gleichung 2.3 definiert:
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Recall =
TruePositive

TruePositive+ FalseNegative
(2.3)

False Negative steht für die inkorrekt vorhergesagte negative Klasse.

Die Genauigkeit beschreibt die Korrekheit der Vorhersage der positiven Labels. Die Sen-
sitivität beschreibt die Erfassung der positiven Labels von der positiven Klasse. Das
F-Maß entspricht der Kombination dieser beiden Metriken und wird in Gleichung 2.4
definiert:

F-Maß = 2X
precisionXRecall

precision+Recall
(2.4)

Sind nach der Evaluierung die Ergebnisse nicht erfolgreich, wird der KDD-Prozess wie
beschrieben wiederholt.

2.2 Überwachtes Lernen

Beim überwachten Lernen sind die Labels für den Fall Y und die dazugehörigen bekannten
Features X gegeben. Der Machine-Learning-Algorithmus erlernt eine Zuordnungsfunktion
mithilfe der gegebenen Features zum Label, wie in Gleichung 2.5 dargestellt wird:

Y = f(X) (2.5)

Der Machine-Learning-Algorithmus soll die Funktion f(X) so gut wie möglich anpassen,
damit sie für neue unbekannte Features Vorhersagen treffen kann. Es wird als überwachtes
Lernen bezeichnet, weil der Machine-Learning-Algorithmus, der anhand der Trainings-
daten lernt, wie ein Lehrer betrachtet wird, der den Lernprozess überwacht. Nachdem
die Lernphase des Algorithmus beendet ist, wird das nun trainierte Modell auf die Test-
daten ohne die angegebenen Labels getestet und die Ergebnisse der Vorhersagen mit den
vorgegebenen Labels verglichen, um die Leistung zu evaluieren.
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2.2.1 Klassifikation

Bei der Klassifikation wird zu den gegebenen Beobachtungen die Klassenbezeichnung
vorhergesagt. Der Klassifikator wird für die gelabelten Datenpunkte trainiert, um das
erlernte Wissen für ungelabelte Datenpunkte anzuwenden. Die Zuordnungsfunkion in
Gleichung 2.5 sagt die Klassenbezeichnung für die ungelabelten Datenpunkte voraus.
Die Klassifikation kann mit binärer Klassifikation erfolgen, indem für die Unterscheidung
zwei Klassen genau definiert oder auch als Klassifikator für mehrere Klassen unterteilt
werden. Meistens werden nicht die Klassen direkt vorhergesagt, sondern es wird eine
Warscheinlichkeit der Zugehörigkeit zu den Klassen angegeben, wobei die Klasse mit der
höchsten Warscheinlichkeit als Vorhersage ausgewählt wird. Ein Beispiel hierfür ist der
Iris-Datensatz [15], mit dem anhand der Features wie die Länge und Breite eines Kelch-
blatts und die Länge und Breite des Blütenblatts versucht wird, die Klassen Iris Setosa,
Iris Virginica und Iris Versicolor vorherzusagen. Es konnten bei einer Auswertung die
Warscheinlichkeiten 0.2 für Iris Setosa, 0.1 für Iris Virginica und 0.7 für Iris Versicolor
vorhergesagt werden. Hier wird die Klasse Iris Versicolor ausgewählt, weil sie die höchste
Warscheinlichkeit hat. Neben den in Abschnitt 2.1.5 vorgestellten Metriken ist die Klas-
sengenauigkeit die am häufigsten eingesetzte Metrik zur Abschätzung der Qualität des
Vorhersagemodells. Es ist aber zu beachten, dass diese Metrik eher weniger für nicht
balancierte Datensätze geeignet ist, weil kaum Erkenntnisse daraus abzuleiten sind, ob
das Modell einen Lernprozess durchlaufen hat.

In dieser Arbeit wird die Klassifikation als Methode verwendet.

2.2.2 Regression

Neben der Klassifikation beim überwachten Lernen bildet die Regression eine weitere Ka-
tegorie. Sie ähnelt der Klassifikation mit der Ausnahme, dass anstatt der Klassenbezeich-
nung eine kontinuierliche Größe ausgegeben wird. Auch die Methoden zur Evaluierung
des Modells sind anders als bei Klassifikationen. Anstatt der Klassengenauigkeit werden
zum Beispiel die mittleren quadratischen Fehler angewendet, der sogenannte Root mean
squared error (RMSE).
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2.3 Eingesetzte Methoden und Verfahren

In diesem Abschnitt werden die Algorithmen und ihre Besonderheiten vorgestellt, die für
diese Studie relevant sind.

2.3.1 Logistische Regression

Die logistische Regression ist ein Klassifikationsverfahren, das anders als die lineare Re-
gression anstatt eines kontinuierlichen Werts eine Klasse vorhersagt. Dieser Zusammen-
hang lässt sich zum Beispiel an der Frage festmachen, ob es sich bei einer eingehenden
E-Mail um eine Spam- oder Nicht-Spam-Mail handelt. Die logistische Regression transfor-
miert die Ausgabe in eine Warscheinlichkeit mithilfe der logistischen Sigmoid-Funktion,
die in Abbildung 2.2 dargestellt wird.
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Abbildung 2.2: Die Sigmoid-Funkion [2]

Dabei steht z für die gewichtete Summe der Eingabemerkmale Xi, wobei die Gewichte
als Wi angegeben sind. Nachdem die Funktion z berechnet wurde, wird sie der Sigmoid-
Funktion übergeben, die eine Warscheinlichkeit zwischen 0 und 1 angibt. Je nach gewähl-
tem Threshold, das in der Abbildung 2.2 bei 0.5 liegt, wird eine Klasse vorhergesagt.
Wenn z.B. für Warscheinlichkeiten unter 0.5 die Klasse Katze und für Warscheinlichkei-
ten über 0.5 die Klasse Hund definiert ist, wird bei einer Warscheinlichkeit von 0.7 die
Klasse Hund vorhergesagt.
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2.3.2 Random Forest

Der Random Forest ist ein Klassifikationsverfahren, das aus vielen Entscheidungsbäumen
besteht, wobei die Bäume sich voneinander unterscheiden. Der Random Forest besteht
aus einem Ensemble von Entscheidungsbäumen. Ensembles sind Methoden, die mehre-
re schwache Machine-Learning-Algorithmen trainieren, um ein mächtigeres Modell zu
erschaffen [16]. Ein wesentlicher Nachteil bei Entscheidungsbäumen ist das Auswendig-
lernen des Trainigsdatensatzes. Dieses Problem wird beim Random Forest dadurch um-
gangen, dass mehrere Entscheidungsbäume erstellt werden, die unterschiedlich overfitten
und am Ende mit den Mittelwert des Overfittings reduziert werden. Zudem ist die Ge-
neralisierungsfähigkeit des Random Forest häufig besser, weil durch die Zufälligkeit die
Varianz verringert wird. Im Folgenden wird der Algorithmus in vier Schritten erklärt:

1. Es werden zunächst zufällig Bootstrap samples der Größe n aus dem Trainigsda-
tensatz entnommen. Hierbei wird n-mal zufällig ausgewählt, sodass der dadurch
neu enstandene Datensatz so groß ist wie der ursprüngliche. Aufgrund der zufälli-
gen Auswahl der Daten können manche Daten mehrmals und andere eher seltener
vorkommen.

2. Nun wird mithilfe der durch Bootstrap Samples entstandene Datensatz ein Ent-
scheidungsbaum erstellt. Hierbei werden bei jedem Knoten folgende Schritte aus-
geführt:

2.1 Wähle d-zufällige Features. d beschreibt eine Teilmenge der gegebenen Featu-
res.

2.2 Teile den Knoten anhand des Features. Die beste Teilung wird anhand des
eingesetzten Kriteriums gemessen.

3. Schritt 1 und Schritt 2 werden k-mal wiederholt.

4. Die Ergebnisse der einzelnen Entscheidungsbäume werden zusammgengefasst, in-
dem der Mehrheitsentscheidung entscheidet, welche Klasse genommen wird.

Anzumerken ist, dass die Anzahl der Entscheidungsbäume frei wählbar ist. Für einen
tieferen Einblick wird die Literatur von Zhang [16] empfohlen.
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2.4 Vergleichbare Arbeiten

Für die Umsetzung eines Vorhersagemodells der Taxifahrpreise in New York City wurden
in dieser Arbeit die relevanten Methoden analysiert.

Der Großteil der Arbeiten über die Vorhersage des Taxifahrpreises in New York Ci-
ty sieht die Aufgabe als ein Regressionsproblem an. Zum Beispiel wurde in der Arbeit
von Antoniades u.a. [17] mihilfe der Regressionsmodelle wie Lineare Regression, Lasso
und Random Forest der Taxifahrpreis als kontinuierliche Größe vorhergesagt. In der Ar-
beit von Cordor [18] wurde zusätzlich zu den davor genannten Modellen das Gradient
Boosting eingesetzt. In der Arbeit von Ojha u.a. [19] wurde noch zusätzlich die einfa-
che KNN-Regression benutzt, um sie mit der Baseline-lineare-Regression zu vergleichen.
Zusätzlich wurden die Vorhersagen anhand der bekannten Fahrstrecke als Feature über-
geben. Obwohl die genannten Arbeiten einen anderen Use Case und die Fragestellung
als Regressionsproblem aufgefasst haben, konnten die Erkenntnisse zur Datenexploration
und das Feature Engineerings zur Arbeit beitragen.

In der Arbeit von Upadhyay u.a. [20] wurde mithilfe der Modelle Deep Neural Net-
work und Stacking Classifier die Taxipreisklasse vorhergesagt. Es wurden die Klassen
low/normal/medium/high/very high definiert, die auf der Ordinalskala von 1 bis 5 an-
gegeben wurden. Der Basisdatenbestand enhält Angaben zur Startzeit und zum Startort
anhand der Längen- und Breitengrade. Hierbei haben Upadhyay u.a. wichtige Beiträge
zum Feature Engineering geleistet. Zusätzlich zur Startzeit und zum Startort wurden
die Distanzen zum Airport, Stadtzentrum und Touristenplatz sowie Angaben zum Ur-
laubstag und die Diskretisierung der Zeit in morgens, nachmittags und nachts und die
Angaben zum Wochenende als neue Features hinzugefügt.

In der Arbeit von Jolly [21] wurde mithilfe der Modelle Random Forest, Fully Connected
Neural Network und das Long Short-Term Memory für die Vorhersage des Taxipreisklasse
benutzt. Hierbei wurden die gleichen Eingabemerkmale herangezogen, jedoch mit dem
Zusatz, dass mithilfe der k-Means-Clustering-Methode die Angaben zu dem Taxi-Zones
verfeinert wurden.

Einige dieser Methodiken können zu einer erfolgreichen Umsetzung des Vorhersagemo-
dells beitragen.
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Nachdem das theoretische Wissen aufgearbeitet und wissenschaftliche Arbeiten analysiert
wurden, werden die Datensätze vorgestellt, die für die Vorhersage der Taxifahrpreise in
New York City herangezogen werden. Anschließend werden andere Vorhersagen beschrie-
ben, die mit der Datenbasis möglich sind. Für einen ersten Eindruck über die Datenbasis
wird die Datenqualität, die explorative Datenanalyse und das Feature Engineering ana-
lysiert.

3.1 Vorstellung der Datensätze

Im Folgenden werden die Datensätze beschrieben, die für die Vorhersage des Taxifahr-
preises in New York City verwendet wurden. Zusätzlich werden weitere Datensätze vor-
gestellt, die für die Analyse in Erwägung gezogen wurden, aber aufgrund fehlender Daten
in die weitere Analyse nicht einbezogen werden konnten.

3.1.1 NYC Yellow Taxi Dataset

Die New Yorker Taxi- und Limousinenkommission (TLC) [22] wurde 1971 gegründet
und ist für die Lizenzierung und Regulierung der New Yorker Medaillontaxis (Yellow
Cabs), Borotaxis (Green Cabs), Liverytaxis (For-Hire Vehicles), Pendlerwagen (Com-
muter Vans) und Paratransit-Fahrzeuge (Paratransit Vehicles) verantwortlich. Die TLC
sammelt Fahrinformationen zu jeder Taxi- und Mietwagenfahrt, die von den lizenzier-
ten Fahrern und Fahrzeugen durgeführt wird. Die Daten zu den Taxifahrten werden von
den Technologiedienstleistern (TSP) bereitgestellt, die elektronische Messungen in jedem
Fahrzeug vornehmen.

So haben sich im Laufe der Zeit über 2 Milliarden Reisedaten für die Yellow Cabs in
den Jahren von 2009 bis 2018 angesammelt. Die Daten sind auf der Trips-Record-Seite
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des TLC [7] aufrufbar und werden als CSV-Datei pro Monat für jedes Jahr hinterlegt.
Das Datenvolumen für einen Monat umfasst zwischen 1,7 und 2,8 Gigabyte. Ich habe
mich für einen Zeitraum von Januar 2009 bis Juni 2016 der Daten entschieden, weil die
Koordinaten nach Juni 2016 nicht mehr als Längen- und Breitengrad vorliegen, sondern
mithilfe Location IDs, die einer größeren Fläche entsprechen, ersetzt worden sind.

In Abbildung 3.1 ist ein Ausschnitt aus der Datentabelle Yellow Cab 2009 für den Monat
Januar dargestellt, wo jede Zeile für eine durchgeführte Fahrt steht, die von einem TLC-
lizenzierten Fahrzeug durchgeführt wurde.

Abbildung 3.1: Ausschnitt aus der Datentabelle Yellow Cab 2009 für den Monat Januar

Aus Abbildung 3.1 ist zu entnehmen, dass jede Zeile eine Fahrt detailliert beschreibt.
Hierzu zählen Daten zu Datum und Uhrzeit der Abholung, der Zustellung, Anzahl der
Fahrgäste, Distanz der Fahrtrecke, Abholort nach Längen- und Breitengrad, Zielort nach
Längen- und Breitengrad usw. Es sind mit dem Umfang der Daten auch andere Vorher-
sagen möglich (vgl. Abschnitt 3.2).

Die Beschreibung der Attribute aus der Datentabelle Yellow Cab und die Angaben der
Datentypen befinden sich im Anhang dieser Studie.

3.1.2 Weather Dataset

Das Wetter könnte einen Einfluss auf den Taxifahrpreis in New York City haben. Durch
extreme Wetterereignisse wie starker Regenfall, Schneefall oder auch Stürme könnte die
Verkehrlage erheblich beeinflusst worden sein, weil die Taxifahrer aufgrund der extremen
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Wetterbedingungen langsamer fahren oder sogar anhalten müssen. So entstehen vermut-
lich zusätzliche Kosten für die Fahrt. Deshalb wurden Wetterdaten für die Erweiterung
der Datenbasis einbezogen.

Das National Climatic Data Center (NCDC) der USA wurde 1951 gegründet. Es gilt
als das größte Archiv für Wetterdaten. Es sind momentan Daten der letzten 150 Jahre
gespeichert und täglich kommen ca. 224 Gigabyte neu hinzu [23]. Die Wetterdaten sind
auf der Seite des NCDCs [24] verfügbar und werden von der National Oceanic and Atmo-
spheric Administration (NOAA) betrieben. Es wurde die Wetterstation im Central Park
für die täglichen Messungen ausgewählt, weil die Wetterstation in New York City liegt.
Die CSV-Datei umfasst ein Datenvolumen von 499 Kilobyte.

In Abbildung 3.2 ist ein Ausschnitt aus der Datentabelle Weather dargestellt, in der jede
Zeile die Wetterinformationen für einen gegebenen Tag liefert.

Abbildung 3.2: Ausschnitt aus der Datentabelle Weather

Aus Abbildung 3.2 ist zu entnehmen, dass es zusätzlich zu den Wettertypen auch me-
trische Werte für Temperaturen, Windstärke, Niederschlag, Schneefall und Schneetiefe
gibt. Diese Attribute nennen weitere Details über das Wetter.

Auch hier befinden sich die Beschreibung der Attribute aus der Datentabelle Weather
und die Angaben zu den Datentypen im Anhang.
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3.1.3 US Federal Holiday Dataset

Bundesfeiertage könnten einen Einfluss auf den Taxifahrpreis in New York City haben.
An manchen Feiertagen könnte das Verkehrsaufkommen geringer sein. Dadurch entste-
hen vermutlich keine Zusatzkosten infolge von Wartezeiten im Stau oder von längeren
Wartezeiten. Deshalb wurden Daten zu den amerikanischen Bundesfeiertagen für die Er-
weiterung der Datenbasis hinzugefügt.

Die Daten über amerikanische Bundesfeiertagen werden auf der Kaggle-Seite [25] als
CSV-Datei für den Zeitraum von 1966-2020 bereitgestellt. Die CSV-Datei umfasst ein
Datenvolumen von 15 Kilobyte.

In Abbildung 3.3 ist ein Ausschnitt aus der Datentabelle Holidays dargestellt, wo jede
Zeile einen Feiertag anzeigt.

Abbildung 3.3: Ausschnitt aus der Datentabelle Holidays

Aus Abbildung 3.3 ist zu entnehmen, dass die Spalte Date als Datetime angegeben wird
und die dazugehörigen Feiertage als String.

23



3 Datenanalyse

3.1.4 Sonstige Datensätze

Zusätzlich zu den Wetter- und Feiertagsdaten könnten Daten über das Verkehrsvolumen,
Verkehrsunfälle und Großveranstaltungen zur Anreicherung der Datenbasis vorgesehen
werden, weil die Daten einen direkten Einfluss auf den Verkehr ausüben und dadurch den
Taxifahrpreis verändern können. Auf der Seite Open Data für New York City [26] sind die
Daten abgelegt und als CSV-Dateien abgespeichert. In Tabelle 3.1 werden die sonstigen
Datensätze mit dem Grund für die Nichtübernahme in die Datenbasis aufgezeigt.

Datensatz Grund für nicht Übernahme
NYC Traffic Volume Counts Datensatz startet im Jahr 2011 und enhält

keine Daten aus den Jahren 2013 und 2014
NYPD Motor Vehicle Collisions Datensatz startet im Jahr 2012
NYC Permitted Event Information Datensatz enthält den Standort der Veran-

staltung als City Block

Tabelle 3.1: Gründe für die Nichtübernahme der Daten

Aus Tabelle 3.1 ist zu entnehmen, dass die sonstigen Datensätze häufig wegen der fehlen-
den Daten aus bestimmten Jahren für die Erweiterung der Datenbasis nicht eingesetzt
werden können.

3.2 Mögliche Vorhersagen mit dem
NYC-Yellow-Taxi-Dataset

Neben der Vorhersage des Taxifahrpreises in New York City lassen sich anhand der
Datenbasis (siehe Abschnitt 3.1.1) auch weitere Ziele realisieren.

3.2.1 Taxi Demand Prediction

Die Vorhersage der Nachfrage nach Taxis an bestimmten Orten und zu bestimmten Uhr-
zeiten könnte die Effizienz der Taxifahrer in New York City erhöhen und die Wartezeit für
die Fahrgästen verringern. Dieses Ziel verfolgen Smith u.a. [27] mit ihrer Arbeit. Hier wird
mithilfe von Features wie Datum/Uhrzeit, Wohngebiet, frühere Anzahl der Tweets und
Nachfragen die zukünftige Zahl der Nachfragen nach Taxis vorhergesagt. Es wurde ein
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Random-Forest-Regressions-Modell für mehrere Untermengen der Features angewendet,
um die Aussagekraft der einzelnen Features zu testen.

3.2.2 Taxi Dispatch Planning

Eine Erweiterung der Vorhersage der Nachfrage nach Taxis in New York City ist die Ent-
wicklung eines intelligenten Taxiversandsystems. Hierbei können Taxifahrer dem Fahr-
gast so zugeordnet werden, dass Leerfahrten des Taxifahrers verrringert werden und er
am Ende der Fahrt dem nächsten Fahrgast zugeordnet wird. Dieses System besteht aus
zwei Modellen, die Vorhersagen zu den Anfragen und über das Ziel ermitteln. Die Ent-
wicklung eines intelligenten Taxiversandsystems beschreiben Xu u.a. [28] in ihrer Arbeit.
Es wurden Features wie Datum, Wochentag, Tageszeit, Wetterinformationen und Wohn-
gebiet genutzt. Für die Vorhersage der Anfragen nach Taxis wurde das LSTM-Netz und
für die Vorhersage des Ziels wurde ein Feed-Forward neuronales Netz genutzt. Dabei wird
bei der Vorhersage die Warscheinlichkeitsverteilung für ein Ziel in einem Wohngebiet und
nicht der genaue Zielort ermittelt.

3.2.3 Taxi Travel Time Prediction

Die Vorhersage der Reisezeit zwischen Start- und Zielort einer Taxifahrt könnte ein Indi-
kator für die jeweilige Beschreibung der Verkehrslage sein. Die Arbeit von Wang u.a. [29]
enthält nicht die üblichen routenbasierten Reiseschätzungen, sondern mithilfe von histo-
rischen Daten, die ähnliche Strecken bzw. Orte aufweisen, wird der Mittelwert für die
Fahrzeiten berechnet. Die Geschwindigkeit wird als Feature genutzt, weil sie ein Indikator
für die jeweilige Verkehrslage ist.

3.2.4 Airport Pickup Decision

Laut dem NYC Taxi Limousine Commission Factbook [30] befindet sich 14 % der Ab-
holorte der gelben Taxis am La Guardia Airport und am JFK Airport. Um einen Taxi-
fahrer gegen Ende einer Fahrt bei der Entscheidung zu unterstützen, ob er im jeweiligen
Ort nach Fahrgästen suchen oder zum Airport fahren soll, könnte man auf ein binäres
Vorhersagemodell zurückgreifen, das Yazici u.a. [31] vorstellt. Dabei werden Features wie
Wetterbedingungen, Datum und Uhrzeit sowie der letzte Zustellungsort genannt. Es wird
ein binäres Logistic-Regression-Modell entwickelt, das als Output “airport pickup„ oder

25



3 Datenanalyse

“cruising for customers„ enthält. Es wurde festgestellt, dass Taxifahrer bei schlechtem
Wetter die Strategie verfolgen, mehrere kurze Fahrten durchzuführen, die am Ende zu
einem höheren Fahrpreis führen, anstatt zum Airport zu fahren und mit den Wartezeit
die Flatrate anzunehmen.

3.2.5 Taxi Hourly Rate Prediction

Eine andere Möglichkeit, die Einnahmen einer Fahrt zu bewerten, besteht darin, den
Stundenlohn des Taxifahrers für eine bestimmte Fahrt vorherzusagen. Hier sind die Fea-
tures ähnlich wie die zur Vorhersage des Taxifahrpreises geeignet.

3.3 Qualität der Daten

Die Qualität einer Vorhersage ist abhängig von der Qualität der Eingabedaten. Dieses
Prinzip „Garbage in - Garbage out“ist von Lidwell u.a. [32] analysiert worden. Hierbei
liegen die Daten in ihrer Ursprungsform häufig nicht in der gewünschten Qualität vor.
Im Folgenden werden die Kriterien zur Prüfung der Datenqualität vorgestellt:

• Verständlichkeit: Sind die Daten verständlich oder können wir sie interpretieren?

• Nützlichkeit: Sind die Daten für das angestrebte Ziel wertvoll?

• Gültigkeit: Handelt es sich um valide Daten?

• Glaubwürdigkeit: Passen die Daten zu unseren Erfahrungen?

• Exakheit: Sind die Daten präzise? Sind sie widerspruchsfrei und vollständig?

• Aktualität: Sind die Daten aktuell?

• Volatilität: Die vorliegenden Daten sollten über eine gewisse Periode repräsentativ
sein.

Quelle:[33]

In dieser Arbeit werden die Kriterien Verständichkeit, Nützlichkeit, Gültigkeit, Glaub-
würdigkeit und Exaktheit zur Bewertung der Datenqualität genutzt. Beispiele für man-
gelnde Datenqualität wären hier falsche oder fehlende Werte und Ausreißer.
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Bevor es um die Bewertung der Datenqualität geht, werden die Beobachtungen zu der
ersten Sichtung dargestellt. Es zeigt sich, dass die Spaltennamen nicht immer einheitlich
sind. Dieses Problem wird in Abbildung 3.4 deutlich.

Abbildung 3.4: Ausschnitte aus der Datentabelle Yellow Cabs für Dezember 2009 und
Januar 2010

Aus Abbildung 3.4 ist zu entnehmen, dass sich die Spaltennamen nicht nur geändert
haben, sondern die Groß- und Kleinschreibung willkürlichen Wechseln unterliegt.

Eine andere Auffälligkeit ist der veränderte Datentyp in Bezug auf die Werte im Zeita-
blauf. Dies wird in Abbildung 3.5 deutlich.
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Abbildung 3.5: Ausschnitte aus der Datentabelle Yellow Cabs für Dezember 2014 und
Januar 2015

Aus Abbildung 3.5 ist zu entnehmen, dass die Werte häufig von String zu integer kon-
vertieren. Ein Beispiel hierfür wäre wie in Abbildung 3.5 die Spalte vendor_id.

Die Zahl der Einträge ist im Monat Februar und März 2010 nicht immer identisch mit
der Zahl der Spalten, wie in Abbildung 3.6 dargestellt wird.

Abbildung 3.6: Fehlermeldung für eine nicht stimmige Zahl an Einträgen mit Spalten

Für die Wetterdaten und Bundesfeiertagsdaten wurden keine Auffälligkeiten festgestellt,
die als eine CSV-Datei vorliegen.

Bevor die Yellow-Cab-Daten für die weitere Analysen weitergereicht werden können, müs-
sen sie zunächst in eine einheitliche Form überführt werden. Dazu zählen die homogene
Namensgebung der Spalten, die Konvertierung der String-Werte vor dem Jahr 2015 in
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Integer-Werte und die Löschung der Kommata in den CSV-Dateien im Februar und März
2010 mithilfe eines Skripts.

3.3.1 Fehlende Daten

Nachdem die Yellow-Cab-Daten in eine einheitliche Form überführt worden sind, werden
die Daten auf fehlende Einträge geprüft. Es hat sich jedoch gezeigt, dass nur die drei
Features RateCodeID, Dropoff_Lon und Dropoff_Lat von diesem Problem betroffen
sind (vgl. Abbildung 3.7).

Abbildung 3.7: Tabelle der zusammengefassten Statistik für Yellow Cab

Aus Abbildung 3.7 lässt sich entnehmen, dass bei den Dropoff_Lon und Dropoff_Lat
jeweils 11 Einträge fehlen, die ca. 0,0011 % des gesamten Datensatzes ausmachen. Bei
den RateCodeIDs fehlen 250.279 Einträge, die ca. 12,5 % des Datensatzes entsprechen.
Eine Besonderheit der fehlenden Werte für Drop-off ist, dass für die Fahrt trotzdem ein
Fare Amount erhoben wurde, wie aus Abbildung 3.8 zu entnehmen ist.

Abbildung 3.8: Einträge der fehlenden Werte für die Drop-off-Location
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Dieser Hinweis könnte darauf hindeuten, dass eine Stornierungsgebühr erhoben wurde.
Die fehlenden Einträge für den Drop-off können gelöscht werden, weil sie nur einen ge-
ringen Anteil des gesamten Datensatzes ausmachen.

Bei den fehlenden Werten der RateCodeIDs fällt auf, dass sie nur für 2009 vorliegen.
Vermutlich wurde zu dieser Zeit die Systematik des RateCodeIDs noch nicht eingeführt.
Für die RateCodeID könnte man die fehlende Werte durch eine globale Konstante wie
0 ersetzen, weil zum Beispiel für die RateCodeID wie in Abbildung 3.9 ungültige Werte
wie 0 u.a. enhalten sind.

Abbildung 3.9: Ausschnitt der Werte für die RateCodeID für Januar 2013

Eine Löschung der Einträge für die fehlenden Werte des RateCodeID ist nicht vorgesehen,
weil sie 12,5 % des gesamten Datensatzes entsprechen.

Abschließend wird in Tabelle 3.2 das Vorgehen für die fehlenden Werte im Datensatz
Yellow Cab gezeigt.

Feature Prozent an fehlende Daten Lösung
RateCodeID 12,5 % globale Konstante
Dropoff Lon & Lat 0,0011 % Einträge löschen

Tabelle 3.2: Zusammenfassung des Vorgehens für fehlende Daten
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Bei den Wetterdaten enthält nur das Feature Average Temperature fehlende Einträge. In
Abbildung 3.10 werden die fehlenden Einträge anhand der Count-Zeile ersichtlich.

Abbildung 3.10: Tabelle der zusammengefassten Statistik für Wetterdaten

Aus Abbildung 3.10 ist zu entnehmen, dass für das Feature Average Temperature alle
Einträge im Datensatz fehlen. Das Feature Average Temperature wurde aus dem Daten-
satz gelöscht, weil aus der Mittelwertberechnung der beiden Features TMAX und TMIN
der Average Temperature berechnet werden kann.

Die Bundesfeiertagsdaten sind als korrekt und vollständig anzusehen, weil sie von der
Kaggle-Seite aufbereitet wurden.
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3.3.2 Falsche Daten

Im Anschluss an die Bereinigung der fehlenden Daten wurden die Datensätze auf falsche
Werte geprüft. Zu diesem Zweck werden zunächst die Distribution der einzelnen Features
und die Koordinaten auf der Map dargestellt.

Bei der Distribution der Geokoordinaten in Abbildung 3.11 fällt auf, dass es Koordinaten
gibt, die außerhalb von New York City liegen.

Abbildung 3.11: Distribution der Geokoordinaten

Vermutlich gab es Anomalien aufseiten des GPS-Sensors bei der Übermittlung der Daten
vom Service-Provider. Die Bounding Box für New York City ist -74.25909, 40.491721, -
73.700181, 40.916178. Der Anteil der Koordinaten, die außerhalb von New York City
liegen, ist jedoch gering. Diese Daten wurden daher aus dem Datensatz entfernt.
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Abbildung 3.12 zeigt die Verteilung der Zahl der Fahrgäste.

Abbildung 3.12: Distribution der Passenger Count

Die Auswertung hat ergeben, dass 0,3 % der Fahrten ohne Fahrgäste stattfanden und
0,0002 % der Fahrten aus mehr als 6 Fahrgäste bestanden. Möglicherweise hatten die
Taxifahrer die Zahl der Fahrgäste in diesen Fällen falsch eingegeben. Der Anteil der
offensichtliche unkorrekten Angaben zu den Fahrgästen wurde deshalb aufgrund des ge-
ringen Anteils aus dem Datensatz gelöscht.

Abbildung 3.13 zeigt die Verteilung der RateCodeID.

Abbildung 3.13: Distribution der RateCodeID
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Es fällt auf, dass 12,5 % der RateCodeID den Wert 0 aufweisen und 0,0006 % der Ra-
teCodeID Werte über 6 haben. Die gültigen RateCodes liegen laut TLC zwischen den
Werten 1 und 6. Für Werte über 6 wurden die Einträge gelöscht, weil sie nur einen
geringen Anteil ausmachen. Der Wert 0 wurde beibehalten, weil die Einträge wichtige
Informationen für die weitere Analyse bereithalten.

Abbildung 3.14 zeigt die Verteilung der Distanz für die Fahrstrecke in Intervallen.

Abbildung 3.14: Distribution der Trip Distance

Es fällt auf, dass 0,2 % der Strecken eine Länge von 0 Meilen aufweist und 0,001 % der
Strecken über 50 Meilen lang sind. Es könnten aufseiten der Taxifahrer Anomalien im
Taximeter bei der Übertragung der Daten vorliegen. Einträge mit einer Streckenlänge
von 0 Meilen wurden aus dem Datensatz gelöscht, weil sie einen geringen Anteil erfassen,
aber die Einträgen mit der Distanzlänge von über 50 Meilen wurden beibehalten, weil
sie uns vermutlich für die weitere Analyse weitere Hinweise über das Fahrverhalten des
Taxifahrers geben.
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Abbildung 3.15 zeigt die Verteilung des Fare Amounts.

Abbildung 3.15: Distribution des Fare Amounts

Es fällt auf, dass 0,0096 % der Fahrten negative Dollar, 0,005 % genau 0 Dollar und 0,01 %
über 100 Dollar erwirtschaftet haben. Die Einträge negative Dollar und 0 Dollar wurden
aus dem Datensatz gelöscht, weil diese Angaben vermutlich auf inkorrekte Zahlvorgänge
hinweisen. Es wurden auch Einträge gelöscht, die kleiner gleich 2,5 Dollar sind, weil der
Grundpreis bereits bei 2,5 Dollar liegt.

Nachdem die Distribution aufgezeigt und auch bereinigt wurde, wurden die Geokoordina-
ten auf der Map geplottet. In Abbildung 3.16 stehen die blauen Punkte für die Abholorte
und die roten Punkte für die Zustellungsorte.

Abbildung 3.16: Abhol- und Zustellungsorte auf der Karte
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Die Punkte konzentrieren sich auf Abholorte in Manhattan, am La Guardia Airport und
am JFK Airport. Bei den Zustellungsorten ist dasselbe Muster zu erkennen, aber mit dem
Zusatz, dass die Bezirke Brooklyn und Queens vermehrt zu den Zielorten gehören. Ein
Problem ist, dass beide Abbildungen Punkte zeigen, die im Atlantischen Ozean liegen.
Diese Fehler sind möglicherweise auf Anomalien im GPS-Sensor zurückzuführen.

Die TLC stellt auf ihrer Seite [7] zusätzlich zu den Reisedaten auch ein Shapefile zur
Verfügung, das die zu den Koordinaten dazugehörigen Bezirke und Taxizonen beschreibt.
Diese Daten habe ich nicht nur für die Anreicherung der Geokoordinaten genutzt, sondern
auch zum Plotten der Orte außerhalb von New York City. In Abbildung 3.17 ist dies
dargestellt.

Abbildung 3.17: Plots der Koordinaten außerhalb von New York City

Alle Einträge, d.h. 0,18 % der Abholorte und 0,28 % der Zustellungsort, die außerhalb von
New York City oder im Atlantischen Ozean liegen, wurden aus dem Datensatz entfernt.

Weiterhin wurde geprüft, ob es Einträge gibt, wo der Abholort und Zustellungsort iden-
tisch sind. Abbildung 3.18 zeigt einen Überblick.
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Abbildung 3.18: Einträge mit gleichem Abholort und Zustellungsort

Diese Einträge entsprechen nur 0,89 % des Datenvolumens und wurden daher gelöscht.

Auch bei den Zeitfeatures wurden Anomalien identifiziert. Es wurde geprüft, ob die
Abholzeit größer oder gleich der Zustellzeit ist. Dies wird in Abbildung 3.19 dargestellt.

Abbildung 3.19: Einträge mit höherer Abhol- als Zustellzeit

Diese Anomalien treten mit 0,02 % und 0,11 % nur sehr selten auf und werden daher aus
dem Datensatz entfernt.

Die Analysen und Quellcodes sind der Arbeit in mehreren Jupyter-Notebook-Dateien
beigelegt.
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3.3.3 Exploration der Daten

Nachdem die fehlenden und fehlerhaften Daten bereinigt worden sind, folgt eine explorati-
ve Datenanalyse. Die explorative Datenanalyse dient dazu, die Zusammenhänge zwischen
den Daten zu erkennen und mithilfe von Diagrammen darzustellen. Dabei wird gezielt
auf die Einflussfaktoren der einzelnen Eingabemerkmale auf das Ausgabemerkmal unter-
sucht. Hierbei können falsche Daten oder Ausreißer genauer eingegrenzt werden. Für den
Ablauf der explorativen Datenanalyse wurden folgende Fragen in Tabelle 3.3 verfasst.

Merkmalstypen Fragen
Zeitliche Merkmale 1. Wie beeinflusst die Zeit den Fahrpreis?

2.Wie beeinflussen die Bundesfeiertage den
Fahrpreis?

Räumliche Merkmale 1. Wird der Fahrpreis höher, wenn die zu-
rückgelegte Strecke größer ist?
2.Wie beeinflusst der Abholort und Zustel-
lungsort den Fahrpreis?

Wetterbedingte Merkmale 1.Wie beeinflusst das Wetter den Fahr-
preis?

Andere Merkmale 1.Wie beeinflusst die Anzahl der Fahrgäste
den Fahrpreis?

Tabelle 3.3: Fragen zur explorativen Datenanalyse

Zeitliche Merkmale

Aus dem Merkmal Pickup_Datetime werden weitere Merkmale wie das Jahr, der Monat,
die Wochentage und die Uhrzeit auf Stundenbasis generiert, um den Einfluss der einzelnen
Merkmale auf das Ausgabemerkmal Fahrpreis zu untersuchen.

Jahr

In Abbildung 3.20 werden die Anzahl der Fahrten und der Mittelwert des Fahrpreises für
den Zeitraum von 2009-2016 dargestellt.
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Abbildung 3.20: Anzahl der Fahrten und Mittelwert des Fare Amounts verteilt von 2009-
2016

Die Anzahl der Fahrten ist im genannten Zeitraum weitgehend konstant geblieben, wo-
hingegen der Fahrpreis über die Jahre kontinuierlich anstieg. Es könnte sein, dass sich
die Preisstruktur in den Jahren verändert hat und so für die gleiche Fahrt ein höherer
Fahrpreis entstanden ist.

Monat

In Abbildung 3.21 werden die Anzahl der Fahrten und der Mittelwert des Fahrpreises für
ein Jahr dargestellt.

Abbildung 3.21: Anzahl der Fahrten und Mittelwert des Fare Amounts verteilt über 12
Monate

Die Anzahl der Fahrten ist von Juli bis Dezember signifikant geringer als von Januar
bis Juni, wohingegen der Fahrpreis über die Monate hinweg nur geringe Veränderungen
aufweist.
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Wochentag

Abbildung 3.22 zeigt die Anzahl der Fahrten und den Mittelwert des Fahrpreises für eine
Woche.

Abbildung 3.22: Anzahl der Fahrten und Mittelwert des Fare Amounts für eine Woche

Es ist zu erkennen, dass die Tage vor dem Wochenende wie Donnerstag und Freitag sowie
der Samstag das höchste Fahrtaufkommen aufweisen. An diesen Tagen gehen die Men-
schen ihren Freizeitaktivitäten nach, erledigen Einkäufe, gehen ins Kino und treffen sich
mit Familie und Freunden. Am Sonntag und Montag ist das niedrigste Fahrtaufkommen
zu verzeichnen. Die höchsten Fare Amounts sind Donnerstag, Freitag und Sonntag, ob-
wohl am Sonntag eher ein niedriges Fahraufkommen besteht. Möglicherweise bewirkt das
niedrige Verkehrsaufkommen mehr Taxifahrten.

Tageszeit

Abbildung 3.23 zeigt die Anzahl der Fahrten und den Mittelwert des Fahrpreises für eine
Tag.
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Abbildung 3.23: Anzahl der Fahrten und Mittelwert des Fare Amounts für einen Tag

Das Fahrtaufkommen geht in der Nacht stetig zurück und wächst während des Tages wie-
der an. Zwischen 18 und 19 Uhr wird das Maximum erreicht. Am Ende des Arbeitstages
nehmen viele Menschen offenbar ein Taxi auf den Weg in die Wohnung oder sie treffen
sich noch mit Freunden. Es ist ein lokales Minimum gegen Nachmittag zu verzeichnen.
Den höchsten Fahrpreis erhält der Taxifahrer zwischen 4 und 5 Uhr morgens. Es könnte
sein, dass die Menschen um diese Uhrzeit, um dem Verkehr zu umgehen, zum Airport
fahren und der Taxifahrer dadurch ein höheres Einkommen erzielt.

Bundesfeiertage

Abbildung 3.24 zeigt die Anzahl der Fahrten und den Mittelwert des Fahrpreises über
alle Tage im Jahr 2015.
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Abbildung 3.24: Anzahl der Fahrten und Mittelwert des Fare Amounts verteilt über die
Tage im Jahr 2015

In der Abbildung sind die Bundesfeiertage entsprechend gekennzeichnet. Die Feiertage
haben einen direkten Einfluss auf das Fahrtaufkommen der Taxifahrten. An den Fei-
ertagen ist die Anzahl der Fahrten häufig geringer und an den Tagen darauf ist ein
signifikanter Anstieg zu verzeichnen. Die Taxifahrer verdienen tendenziell weniger als
an normalen Tagen. Der Trend des niedrigeren Verdienstes an Feiertagen ist aber nicht
immer einheitlich, weil die arbeitsfreie Tage eher vertraglich festgelegt und es von den
Taxifahrern abhängig ist, ob sie arbeiten wollen oder nicht.
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Räumliche Merkmale

In Abbildung 3.25 wird der Zusammenhang zwischen Fahrstrecke und Fahrpreis mithilfe
eines Scatterplots dargestellt.

Abbildung 3.25: Trip Distance vs Fare Amount

Die Abbildung zeigt, dass die Fahrstrecke größtenteils mit den Fahrpreis linear korreliert.
Drei Fälle sind typisch: kurze Fahrstrecken mit hohem Fahrpreis, hohe Fahrstrecken mit
geringem Fahrpreis und die zwei horizontalen Linien bei 45 und 52 Dollar. Die zwei
horizontalen Linien entsprechen hauptsächlich der Fahrt zwischen Manhattan und JFK
Airport, weil die Strecke einer Flatrate von 45 Dollar vor Juli 2012 und nach Juli 2012 52
Dollar entsprechen [34]. Vermutlich gab es bei der Datenübertragung bei den Merkmalen
Fahrstrecke und Fahrpreis Anomalien, die die tatsächlichen Werte verrauscht haben. Es
wurde daher erprüft, ob die angenommene Fahrstrecke der Realität entspricht. Zu die-
sem Zweck wurde die Haversine-Distanz zwischen Abholort und Zustellungsort berechnet
[35]. War die tatsächliche Reisestrecke kleiner als die Haversine-Distanz, wurde sie kor-
rigiert und dementsprechend markiert. In diesem Fall wurden die Fahrtkosten ebenfalls
korrigiert, falls der neu berechnete Fahrpreis mit der Haversine-Distanz größer war als
der tatsächliche Fahrpreis. Es wurden auch Fahrpreise korrigiert, falls der tatsächliche
Fahrpreis mit dem neu berechneten Fahrpreis mit der echten Fahrstrecke kleiner war.

Das Ergebnis der Korrektur zeigt Abbildung 3.26.
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Abbildung 3.26: Trip Distance vs Fare Amount

Hier wurden die 2 Fälle kurze Fahrstrecken mit hohem Fahrtkosten und lange Fahrstre-
cken mit niedrigen Fahrtkosten größtenteils bereinigt.

Abbildung 3.27 zeigt die Anzahl der Fahrten und den Mittelwert des Fahrpreises der
Abholungen für einzelne Bezirke.

Abbildung 3.27: Anzahl der Fahrten und Mittelwert des Fahrpreises der Abholungen für
einzelne Bezirke

Die meisten Abholungen finden in Manhattan statt. Den höchsten Fahrpreis erreicht man
in Queens. Vermutlich ist die Flatrate zwischen Manhattan und JFK Airport der Grund
für den hohen Fahrpreis.
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Abbildung 3.28 zeigt die Anzahl der Fahrten und den Mittelwert des Fahrpreises der
Zustellungen für einzelne Bezirke.

Abbildung 3.28: Anzahl der Fahrten und Mittelwert des Fahrpreises der Zustellungen für
einzelne Bezirke

Die meisten Zustellungen werden in Manhattan abgeschlossen. Die höchsten Fahrtkosten
werden mit Fahrten zum Newark Airport erreicht. Die Fahrtstrecke von Manhattan und
Newark Airport ist lang und dadurch ist der Fahrpreis höher als auf anderen Strecken.

Abbildung 3.29 zeigt die Verteilung der Fahrpreise für einzelne Bezirke.
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Abbildung 3.29: Verteilung der Fahrpreise für einzelne Bezirke

Es ist anzunehmen, dass die Verteilung der Fahrpreise für einzelne Bezirke unterschiedlich
ist, außer in Manhattan. Bei einer Abholung in Queens sind die Fahrten tendenziell
teurer als in den anderen Bezirken. Außerdem zeigt sich, dass sich in Staten Island die
Fahrtkosten zwischen Abholung und Zustellung erheblich unterscheiden.

Abbildung 3.30 zeigt die Verteilung der Fahrpreise zwischen Lower Midtown Manhattan
und dem übrigen Manhattan.

46



3 Datenanalyse

Abbildung 3.30: Verteilung der Fahrpreise zwischen Lower Midtown Manhattan und dem
übrigen Manhattan

Innerhalb von Manhattan gibt es nur geringe Unterschiede in Bezug auf die Fahrpreise.

Wetterbedingte Merkmale

Da in diesem Anwendungsbeispiel die genaue Temperaturangabe nicht wichtig ist und
anhand der Wetterdaten eine Tendenz analysiert werden soll, wurde die Durchschnitt-
stemperatur am jeweiligen Tag mithilfe der Minimum- und Maximumtemperatur berech-
net und mithilfe des Binnings in Temperaturkategorien eingeordnet. Tabelle 3.4 zeigt die
Transformation der Average Temperature in Temperaturkategorien mit den jeweiligen
Intervallen.

Intervall Kategorie
(−26 ◦C) - (−13 ◦C) cool
(−12.9 ◦C) - (0 ◦C) little cool
(0.1 ◦C) - (20 ◦C) pleasant
(20.1 ◦C) - (26 ◦C) little warm
(−26.1 ◦C) - (32 ◦C) warm
(32.1 ◦C) - (38 ◦C) hot

Tabelle 3.4: Transformation der Average Temperature in Temperaturkategorien

Nach der Transformation wird in Abbildung 3.31 die Anzahl der Fahrten und der Mit-
telwert der Fahrpreise anhand der Temperaturkategorien dargestellt.

47



3 Datenanalyse

Abbildung 3.31: Anzahl der Fahrten und den Mittelwert der Fahrpreise anhand von Tem-
peraturkategorien

Es gibt mehr Fahrten bei durchschnittlichen Temperturen als bei hohen oder niedrigen
Temperaturen. Im Durchschnitt verdient der Taxifahrer an kalten Tagen mehr als an
heißen oder angenehmen Tagen ohne wetterbezogene Widrigkeiten. Es ist anzunehmen,
dass Menschen bei heißen oder angenehmen Tagen häufiger zu Fuß oder mit dem Fahrrad
unterwegs sind.

Abbildung 3.32 zeigt die Anzahl der Fahrten und den Mittelwert der Fahrpreise anhand
der Wetterlage.
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Abbildung 3.32: Anzahl der Fahrten und der Mittelwert der Fahrpreise anhand der Wet-
terlage

Die jeweiligen Wetterlagen wurden mit dem Datentyp boolean ermittelt. Bei allen Wet-
terlagen ist das Verkehrsaufkommen geringer als an normalen Tagen. Es wird vermutet,
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dass die Wetterlagen extreme Wetterbedingungen beschreiben, die Einfluss auf das Ver-
kehrsaufkommen haben und dadurch der Mittelwert des Fahrpreises geringer ist als unter
normalen Wetterbedingungen.

Andere Merkmale

Abbildung 3.33 zeigt den Mittelwert der Fahrpreise in Bezug auf die Anzahl der Fahr-
gäste.

Abbildung 3.33: Mittelwert der Fahrtkosten in Bezug auf die Anzahl der Fahrgäste

Den höchsten Fahrpreis erreicht ein Taxifahrer mit 6 Fahrgästen.

Abbildung 3.34 zeigt die Verteilung der Fahrpreise in Bezug auf die Anzahl der Fahrgäs-
te.
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Abbildung 3.34: Verteilung der Fahrtkosten in Bezug auf die Anzahl der Fahrgäste

Bei der Verteilung der Fahrpreise in Bezug auf die Anzahl der Fahrgäste ist ein ähnlicher
Verlauf zu erkennen.
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3.4 Feature Engineering

“Feature engineering is the process of transforming raw data into features that
better represent the underlying problem to the predictive models, resulting
in improved model accuracy on unseen data.” — Dr. Jason Brownlee [36]

Nachdem die Zusammenhänge der Eingangsmerkmale mit dem Ausgabemerkmal Fare
Amount untersucht worden sind, folgt das Feature Engineering. Das Feature Enginee-
ring dient dazu, neue relevante Eingangsmerkmale aus den existierenden Merkmalen zu
generieren, um die Vorhersageleistung des Lernalgorithmus zu verbessern. Die neuen
Merkmale zeigt Tabelle 3.5.
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Feature Type Feature Engineering Data Type
Temporal Pickup_Year

Pickup_Month
Pickup_Day
Season
Pickup_Weekday
Pickup_Hour
Time_Of_Day
Rush_Hour

Numeric
Numeric
Numeric
Categorical
Categorical
Numeric
Categorical
Dichotomous

Spatio borough_pickup
Pickup_Is_Area_Lower_
Midtown_Manhattan
Distance_to_JFK_Airport
Distance_to_Newark
_Airport
Distance_to
_Rossville_Woodrow
Distance_to_rockaway
_park

Categorical
Dichotomous

Numeric
Numeric

Numeric

Numeric

Holiday Holiday Dichotomous
Weather Temperature

Fog
High_Wind
Rain
Snow

Categorical
Dichotomous
Dichotomous
Dichotomous
Dichotomous

Tabelle 3.5: Feature Engineering und deren Datentypen

Zusätzlich zu zeitlichen Merkmalen wurden die Jahreszeit und die Frage, ob es sich um
einen Wochentag oder um ein Wochenende handelt, die Tageszeit und die Frage, ob
es sich um einen Rush Hour handelt, als Merkmal generiert. Sie sollten die zeitlichen
Unterschiede feiner unterteilen, wobei das Merkmal Rush Hour ein Repräsentant für den
Verkehr sein sollte. Bei den räumlichen Merkmalen steht zone_pickup für die Taxizonen,
die eine feinere Unterteilung als die Boroughs gewährleisten. Es wurden Distanzen zu
populären Orten mit hohen Fahrpreisen hinzugefügt, weil die Fahrstrecke eine lineare
Korrelation zum Fahrpreis bildet.
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In diesem Kapitel wird die praktische Durchführung des KDD-Prozesses analysiert und
dokumentiert. Abgeschlossen wird das Kapitel mit der Evaluierung der Ergebnisse und
der Zusammenfassung.

4.1 Eingesetzte Software

In dieser Arbeit wurde größtenteils die Skriptsprache Python [37] in der Version 3.7
verwendet. Python bietet zahlreiche Bibliotheken von der Analyse bis hin zur Evaluierung
der Datensätze. Für die KDD-Prozesse wurden mehrere Bibliotheken benutzt. Für die
Datenselektion und Übersicht wurde die Bibliothek pandas [38] verwendet, um sie in
Dataframes anzuzeigen. Im Anschluss an die Datenselektion wurden die Daten in der
SQLite-Datenbank gespeichert. Für die Visualisierung der Daten wurden die Bibliotheken
Matplotlib [39] und Seaborn [40] verwendet. Die Datenmanipulation wurde mithilfe von
pandas realisiert. Für die Transformations-, Machine-Learning- und Evaluierungsphase
wurde die Bibliothek Scikit-Learn [41] verwendet, die bereits vorimplementierte Machine-
Learning-Algorithmen und Evaluierungsmethoden bereitstellt.

4.2 Datenselektion

In der Phase der Datenselektion wurden alle Features der Datensätze analysiert und mit-
hilfe des zuvor erworbenen Domänenwissen bewertet, welches Feature den Taxifahrpreis
möglicherweise beeinflussen könnte, und eine vollständige Taxifahrt beschreiben. Die Da-
tensätze, die zur Vorhersage des Taxifahrpreises in New York City herangezogen wurden,
werden in Abschnitt 3.1 detailliert beschrieben.

Die Bewertung, welche Features zur Vorhersage des Taxifahrpreises herangezogen wur-
den, ist aus dem Anhang zu entnehmen.
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Nachdem die relevanten Features für jeden Datensatz bestimmt wurden, wurde der
Yellow-Cab-Datensatz auf Syntax und Semantik geprüft, um eine einheitliche Datenform
für die Datenvorverarbeitung zu gewährleisten (vgl. Abschnitt 3.3). Anschließend wurden
die Datensätze in eine geeignete Datentabelle in der SQLite-Datenbank gespeichert. Für
den Yellow-Cabs-Datensatz wurde jeweils für ein Jahr eine Datentabelle erstellt. Für den
Wetter- und Feiertagsdatensatz wurde jeweils eine eigene Datentabelle erstellt.

4.3 Datenvorverarbeitung

In der Phase der Datenvorverarbeitung wird die Qualität der Daten geprüft und mit
passenden Methoden verbessert. Die praktische Durchführung der Datenvorverarbeitung
wurde in Abschnitt 3.3 detailliert beschrieben und dokumentiert. Im Folgenden werden
die identifizierten fehlerhaften Daten für jeden Datensatz zusammengefasst:

Yellow-Cab-Datensatz

Die fehlenden Daten wurden wie folgt verarbeitet.

• Fehlende Daten lagen bei dem Features Drop-off Longitude, Latitude und der Ra-
teCodeID des Yellow-Cab-Datensatzes vor.

• Hier wurden die fehlende Werte der Drop-off Locations gelöscht, die nur einen
geringen Anteil umfassen.

• Bei den RateCodeID wurden die fehlende Werte mit einer globalen Konstante er-
setzt, weil die Einträge wichtige Informationen bereithalten.

Falsche Daten wurden wie folgt bearbeitet:

• Falsche Daten lagen ebenfalls nur in geringem Umfang vor. Sie wurden daher aus
dem Datensatz entfernt.

• Nur angesichts des Features Trip_Distance und Fare_Amt wurden die Original-
werte durch approximierte Werte ersetzt, wenn die Originalwerte kleiner waren als
die approximierten Werte.

Wetterdatensatz

Fehlende Daten wurden wie folgt bearbeitet:
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• Bei den Wetterdaten war das Feature Average Temperature betroffen. Diese In-
formation wurde aus dem Datensatz gelöscht und mit der Minimumtemperatur
und Maximumtemperatur verrechnet, weil die Average-Temperatur keine Einträge
enthält.

Falsche Daten wurden wie folgt bearbeitet:

• Ansonsten wurden die Wetterdaten als korrekt betrachtet.

Die Feiertagsdaten wurden aus der Kaggle-Plattform bereits aufbereitet. Sie wurden als
korrekt betrachtet und deswegen nicht weiter geprüft.

4.4 Datentransformation

In der Phase der Datentransformation werden die vorverarbeiteten Daten in ein Format
transformiert, das vom Machine-Learning-Algorithmus verarbeitet werden kann. Zusätz-
lich wurde zu den vorverarbeiteten Daten neue Features generiert (vgl. Abschnitt 3.4), die
einen möglichen Einfluss auf den Taxifahrpreis haben. Die endgültigen Eingabefeatures
enthalten Angaben zu Zeit und Ort, die neu generierten Features des Feature Enginee-
ring sowie Wetter- und Feiertagsdaten. Die Eingabefeatures und das Ausgabelabel zeigt
Tabelle 4.1.
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Features Skalentyp Transformation
Pickup_Year
Pickup_Month
Pickup_Day
Season
Pickup_Weekday
Pickup_Hour
Time_Of_Day
Rush_Hour
borough_pickup
Pickup_Is_Area_Lower_
Midtown_Manhattan
Distance_to_JFK_Airport
Distance_to_Newark
_Airport
Distance_to
_Rossville_Woodrow
Distance_to_rockaway
_park
Holiday
Temperature
Fog
High_Wind
Rain
Snow

Nominal
Nominal
Nominal
Nominal
Nominal
Nominal
Nominal
Nominal
Nominal
Nominal

Metric
Metric

Metric

Metric

Nominal
Nominal
Nominal
Nominal
Nominal
Nominal

One-hot-Kodierung
One-hot-Kodierung
One-hot-Kodierung
One-hot-Kodierung
One-hot-Kodierung
One-hot-Kodierung
One-hot-Kodierung
One-hot-Kodierung
One-hot-Kodierung
One-hot-Kodierung

Normalisierung
Normalisierung

Normalisierung

Normalisierung

One-hot-Kodierung
One-hot-Kodierung
One-hot-Kodierung
One-hot-Kodierung
One-hot-Kodierung
One-hot-Kodierung

Label Skalentyp Transformation
Fare_Rate ordinal Label-Encoding

Tabelle 4.1: Transformierung der Eingangsfeatures und des Labels

Auf der Seite der Eingabefeatures sind nominale und metrische Werte enthalten. Damit
die Eingabefeatures für das Machine-Learning-Modell im passenden Format vorliegen,
wurden die nominalen Werte mithilfe der One-Hot-Kodierung in binäre Werte umge-
wandelt. Die metrischen Werte wurden auf dem Intervall [0,1] normalisiert, damit die
höheren Werte durch eine stärkere Gewichtung beim Machine-Learning-Algorithmus die
Vorhersage nicht beeinflussen. Die Zielgröße Fare_Amt wurde vom metrischen Skalen-
typ auf einen ordinalen Skalentyp mithilfe der Clustering-Methode k-Means in eine neue
Zielgröße Fare_Rate transformiert, weil während der Arbeit die Preisklasse für den Ta-
xifahrer relevant ist und nicht die genaue Angabe des Fare_Amounts. Diese haben die
Werte Low, Medium und High, die mithilfe der ordinalen Darstellung geordnet werden
können.
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Abbildung 4.1 zeigt die Einteilung der Fahrpreise anhand der jeweiligen Cluster.

Abbildung 4.1: Einteilung des Fare_Amts in die Klassen Low, Medium und High

Es wurden 3 Cluster von 0 bis 2 erstellt. 0 steht für eine niedrigen Fahrpreis, 1 steht
für ein mittleren Fahrpreis und 2 steht für ein hohen Fahrpreis. Die hohen Fahrpreise
beginnen bei 32 Dollar und reichen bis 128 Dollar, obwohl wenige Einträge über 100
Dollar vorliegen. Die mittleren Fahrpreise beginnen bei 14 Dollar und reichen bis 32
Dollar. Die niedrigen Fahrpreise beginnen bei 3 Dollar und reichen bis 14 Dollar.

Nachdem die Transformationen abgeschlossen sind, wurden unausgeglichene Fahrpreis-
klassen festgestellt. Dieser Zusammenhang ist aus Abbildung 4.2 zu entnehmen.
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Abbildung 4.2: Unausgeglichene Aufteilung der Klassen

In Bezug auf die Aufteilung der Klassen besteht ein Ungleichgewicht, das möglicherweise
einen Einfluss auf den Machine-Learning-Algorithmus hat, weil durch die vermehrten Bei-
spiele die Klasse Low dazu tendiert, die Klasse 1 vorherzusagen. Entsprechende Methoden
wie dem Problem begegnet werden kann, werden im folgendem Abschnitt vorgestellt.

4.5 Unausgeglichener Datensatz

Die ungleichmäßige Verteilung der Fahrpreisklassen könnte dazu führen, dass der Machine-
Learning-Algorithmus Schwierigkeiten hat, die Muster der weniger repräsentativen Fahr-
preisklassen zu erlernen [42]. Für die Überwindung des Ungleichgewichts gibt es meh-
rere Verfahren wie das Undersampling und Oversampling. Beim Undersampling wird
die repräsentative Klasse auf die Größe der unterrepräsentierten Klasse reduziert. Beim
Oversampling ist es andersherum, hier wird die unterrepräsentierte Klasse auf die Größe
der repräsentativen Klasse erhöht. In der Arbeit von Batista u.a. [42] wurden Daten-
sätze mit verschiedenen Over- und Undersampling-Methoden getestet und ausgewertet.
Es wurde festgestellt, dass die Oversampling-Methoden bessere Ergebnisse liefern als die
Undersampling-Methoden. In der Arbeit wird die Oversampling-Methode verwendet, weil
beim Undersampling viele wichtige Datenpunkte verloren gehen und eine Erhöhung der
Fahrpreisklasse Medium und High geeignet erscheint.
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4.6 Machine Learning

In der Phase des Machine Learnings werden die ausgewählten Machine-Learning-Algorithmen
(vgl. Abschnitt 2.3) für die transformierten Daten trainiert. Die Datenbasis in Tabelle
4.1 wird in Trainings- und Testdatensätzen in einem Verhältnis von 80 zu 20 % auf-
geteilt. Damit die Machine-Learning-Algorithmen und der Einfluss des Oversamplings
miteinander verglichen werden können, wurden bei den Trainings- und Testdatensätzen
jeweils der gleiche random_state in dem Fall gleich eins gesetzt, damit die Teilung immer
identisch bleibt. Die Trainingsdatensätze wurden in 6 Versionen aufbereitet.

Time & Location Time & Location
& Feature Enginee-
ring

Time & Location
& Feature Enginee-
ring & external Da-
ta

imbalance Version 1 Version 3 Version 5
oversampling Version 2 Version 4 Version 6

Tabelle 4.2: Die 6 Versionen des Trainingsdatensatzes mit den jeweiligen Unterschei-
dungsmerkmalen

Aus Tabelle 4.2 wird ersichtlich, dass bei den Machine-Learning-Algorithmen jeweils 6
Modelle instanziiert werden müssen, die mit unterschiedlichen Ausprägungen in den Ein-
gabefeatures und mit unausgeglichenen sowie ausgeglichenen Trainingsdatensätze trai-
niert werden. Deshalb werden die Trainingsdaten mit der gleichen Verteilung versehen,
damit sie miteinander verglichen werden können. Für die hier vorliegenden unausgegli-
chenen Testdatensätze wurden die Metriken Precision, Recall und F1-Score verwendet.
Die Accuracy wurde ausgeschlossen, weil bei einem unausgeglichenen Testdatensatz die
Vorhersagequalität des Modells nicht bewerten werden kann.
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4.6.1 Baseline

Bei der Baseline handelt es sich nicht um ein Machine-Learning-Algorithmus. Für die
Klassifikation soll anhand der Baselines das Worst-Case-Szenario abgebildet werden,
wenn der Klassifizierer nur die überrepräsentative Klasse vorhersagt. Die Baseline sagt
immer die Klasse Low voraus. Abbildung 4.3 zeigt die Konfusionsmatrix und den Klas-
sifizierungsbericht für den Testdatensatz.

Abbildung 4.3: Konfusionsmatrix und Klassifizierungsbericht der Baseline für den Test-
datendatensatz

Es wird ersichtlich, dass die Baseline-Methode ungeeignet ist. Sie hat nur eine Precision
von 26 %, einen Recall von 33 % und einen F1-Score von 29 %. Diese Angaben gelten
als Richtwert für die anderen Machine-Learning-Algorithmen.

4.6.2 Logistische Regression

Bei der logistischen Regression wurden in scikit-learn die Standareinstellung übernom-
men. Nur die Mindestanzahl der Iterationen wurde auf 800 Läufe hochgesetzt, weil sonst
die Parameter nicht konvertieren würden.
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Eingabefeatures: Time und Location

Abbildung 4.4: Konfusionsmatrix und Klassifizierungsbericht der logistischen Regression
für den Testdatensatz mit dem Trainingsdatensatz Version 1

Abbildung 4.4 zeigt die Konfusionsmatrix und den Klassifizierungsbericht der logistischen
Regression für den Testdatensatz. Hierfür wurde das Modell mit dem unausgeglichenen
Trainingsdatensatz trainiert. Das Modell erzielt eine Precision von 58 %, einen Recall
von 47 % und einen F1-Score von 46 %.
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Abbildung 4.5: Konfusionsmatrix und Klassifizierungsbericht der logistischen Regression
für den Testdatensatz mit dem Trainingsdatensatz Version 2

Abbildung 4.5 zeigt die Konfusionsmatrix und den Klassifizierungsbericht der logistischen
Regression für den Testdatensatz. Hierfür wurde das Modell mit dem Oversampling-
Trainingsdatensatz trainiert. Das Modell erzielt eine Precision von 46 %, einen Recall
von 54 % und einen F1-Score von 48 %.
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Eingabefeatures: Time und Location with Feature Engineering

Abbildung 4.6: Konfusionsmatrix und Klassifizierungsbericht der logistischen Regression
für den Testdatensatz mit dem Trainingsdatensatz Version 3

Abbildung 4.6 zeigt die Konfusionsmatrix und den Klassifizierungsbericht der logistischen
Regression für den Testdatensatz. Hierfür wurde das Modell mit dem unausgeglichenen
Trainingsdatensatz trainiert. Das Modell erzielt eine Precision von 70 %, einen Recall
von 47 % und einen F1-Score von 50 %.
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Abbildung 4.7: Konfusionsmatrix und Klassifizierungsbericht der logistischen Regression
für den Testdatensatz mit dem Trainingsdatensatz Version 4

Abbildung 4.7 zeigt die Konfusionsmatrix und den Klassifizierungsbericht der logistischen
Regression für den Testdatensatz. Hierfür wurde das Modell mit dem Oversampling-
Trainingsdatensatz trainiert. Das Modell erzielt eine Precision von 47 %, einen Recall
von 55 % und einen F1-Score von 49 %.
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Eingabefeatures: Time und Location with Feature Engineering und external Data

Abbildung 4.8: Konfusionsmatrix und Klassifizierungsbericht der logistischen Regression
für den Testdatensatz mit dem Trainingsdatensatz Version 5

Abbildung 4.8 zeigt die Konfusionsmatrix und den Klassifizierungsbericht der logistischen
Regression für den Testdatensatz. Hierfür wurde das Modell mit dem unausgeglichenen
Trainingsdatensatz trainiert. Das Modell erzielt eine Precision von 70 %, einen Recall
von 47 % und einen F1-Score von 51 %.
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Abbildung 4.9: Konfusionsmatrix und Klassifizierungsbericht der logistischen Regression
für den Testdatensatz mit dem Trainingsdatensatz Version 6

Abbildung 4.9 zeigt die Konfusionsmatrix und den Klassifizierungsbericht der logistischen
Regression für den Testdatensatz. Hierfür wurde das Modell mit dem Oversampling-
Trainingsdatensatz trainiert. Das Modell erzielt eine Precision von 47 %, einen Recall
von 55 % und einen F1-Score von 49 %.
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4.6.3 Random Forest

Beim Random Forest wurde in scikit-learn auch die Standareinstellung übernommen. Nur
die Mindestanzahl an Bäumen wurde auf 40 gesetzt, um ein repräsentatives Ergebnis zu
erhalten.

Eingabefeatures: Time und Location

Abbildung 4.10: Konfusionsmatrix und Klassifizierungsbericht des Random Forest für
den Testdatensatz mit dem Trainingsdatensatz Version 1

Abbildung 4.10 zeigt die Konfusionsmatrix und den Klassifizierungsbericht des Random
Forest für den Testdatensatz. Hierfür wurde das Modell mit dem unausgeglichenen Trai-
ningsdatensatz trainiert. Das Modell erzielt eine Precision von 55 %, einen Recall von 44
% und einen F1-Score von 45 %.
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Abbildung 4.11: Konfusionsmatrix und Klassifizierungsbericht des Random Forest für
den Testdatensatz mit dem Trainingsdatensatz Version 2

Abbildung 4.11 zeigt die Konfusionsmatrix und den Klassifizierungsbericht des Ran-
dom Forest für den Testdatensatz. Hierfür wurde das Modell mit dem Oversampling-
Trainingsdatensatz trainiert. Das Modell erzielt eine Precision von 38 %, einen Recall
von 46 % und einen F1-Score von 37 %.
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Eingabefeatures: Time und Location with Feature Engineering

Abbildung 4.12: Konfusionsmatrix und Klassifizierungsbericht des Random Forest für
den Testdatensatz mit dem Trainingsdatensatz Version 3

Abbildung 4.12 zeigt die Konfusionsmatrix und den Klassifizierungsbericht des Random
Forest für den Testdatensatz. Hierfür wurde das Modell mit dem unausgeglichenen Trai-
ningsdatensatz trainiert. Das Modell erzielt eine Precision von 66 %, einen Recall von 49
% und einen F1-Score von 53 %.

70



4 Vorhersage des Taxifahrpreises

Abbildung 4.13: Konfusionsmatrix und Klassifizierungsbericht des Random Forest für
den Testdatensatz mit dem Trainingsdatensatz Version 4

Abbildung 4.13 zeigt die Konfusionsmatrix und den Klassifizierungsbericht des Ran-
dom Forest für den Testdatensatz. Hierfür wurde das Modell mitf dem Oversampling-
Trainingsdatensatz trainiert. Das Modell erzielt eine Precision von 62 %, einen Recall
von 50 % und einen F1-Score von 54 %.
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Eingabefeatures: Time und Location with Feature Engineering und external Data

Abbildung 4.14: Konfusionsmatrix und Klassifizierungsbericht des Random Forest für
den Testdatensatz mit dem Trainingsdatensatz Version 5

Abbildung 4.14 zeigt die Konfusionsmatrix und den Klassifizierungsbericht des Random
Forest für den Testdatensatz. Hierfür wurde das Modell mit dem unausgeglichenen Trai-
ningsdatensatz trainiert. Das Modell erzielt eine Precision von 65 %, einen Recall von 49
% und einen F1-Score von 53 %.
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Abbildung 4.15: Konfusionsmatrix und Klassifizierungsbericht des Random Forest für
den Testdatensatz mit dem Trainingsdatensatz Version 6

Abbildung 4.15 zeigt die Konfusionsmatrix und den Klassifizierungsbericht des Ran-
dom Forest für den Testdatensatz. Hierfür wurde das Modell mit dem Oversampling-
Trainingsdatensatz trainiert. Das Modell erzielt eine Precision von 61 %, einen Recall
von 50 % und einen F1-Score von 54 %.
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4.7 Evaluierung der Ergebnisse

Nachdem die Ergebnisse der verschiedenen Machine-Learning-Algorithmen, die auf unter-
schiedlichen Versionen der Trainingsdatensätze mit den Standardeinstellungen trainiert
wurden, vorgestellt wurden, folgt nun in diesem Abschnitt die Bewertung der Ergebnisse.
Die Ergebnisse des Experiments werden in Tabelle 4.3 zusammengefasst.
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Algorithmus Trainingsdaten Features Precision Recall F1-Score
Baseline ohne Training Zeit & Ort 26 % 33 % 29 %
Logistische
Regression

unausgeglichen Zeit & Ort 58 % 47 % 46 %

Logistische
Regression

oversampled Zeit & Ort 46 % 54 % 48 %

Logistische
Regression

unausgeglichen Zeit & Ort mit
Feature Engi-
neering

70 % 47 % 50 %

Logistische
Regression

oversampled Zeit & Ort mit
Feature Engi-
neering

47 % 55 % 49 %

Logistische
Regression

unausgeglichen Zeit & Ort mit
Feature Engi-
neering & ex-
ternen Daten

70 % 47 % 51 %

Logistische
Regression

oversampled Zeit & Ort mit
Feature Engi-
neering & ex-
ternen Daten

47 % 55 % 49 %

Random
Forest

unausgeglichen Zeit & Ort 55 % 44 % 45%

Random
Forest

oversampled Zeit & Ort 38 % 46 % 37 %

Random
Forest

unausgeglichen Zeit & Ort mit
Feature Engi-
neering

66 % 49 % 53 %

Random
Forest

oversampled Zeit & Ort mit
Feature Engi-
neering

62 % 50 % 54 %

Random
Forest

unausgeglichen Zeit & Ort mit
Feature Engi-
neering & ex-
ternen Daten

65 % 49 % 53 %

Random
Forest

oversampled Zeit & Ort mit
Feature Engi-
neering & ex-
ternen Daten

61 % 50 % 54 %

Tabelle 4.3: Vergleich der Machine-Learning-Algorithmen
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Bei allen Modellen wurde eine Steigerung in den Metriken Precision, Recall und F1-
Score in Bezug zur Baseline festgestellt. Bezüglich des Oversamplings weisen alle Modelle
unterschiedliche Merkmale auf. In Bezug zur Precision schnitten die auf Oversampling
trainierten Modelle schlechter ab als die mit den unausgeglichenen Trainingsdatensät-
zen trainierten Modelle. Beim Recall ist es genau umgekehrt. Hier schnitten die mit
dem Oversampling-Trainingsdatensatz trainierten Modelle besser ab als die mit den un-
ausgeglichenen Trainingsdatensätzen trainierten Modelle. Beim F1-Score ließ sich keine
wirkliche Tendenz ermitteln. In Bezug auf das Feature Engineering und die Heranziehung
der externen Daten sind signifikante Verbesserungen für alle Metriken vorhanden. In die-
ser Studie wird auf die Konzentration einer Metrikgröße verzichtet, weil eine allgemeine
Sicht zur Bewertung des Modells erwünscht ist. Zum Beispiel würde man hier die Metrik
Recall verwenden, wenn es um die korrekte Klassifizikation der gesamten Datenpunkte
der Fare_Rate-Klassen ginge, und die Precision, wenn es um die Korrektheit der Vorher-
sage des Modells zu den Fare_Rate-Klassen ginge. Beim Precision schnitt die logistische
Regression, die mit allen Features und den unausgeglichenen Trainingsdaten trainiert
wurde, am besten ab. Beim Recall schnitt die logistische Regession, die mit allen Featu-
res und dem Oversampling-Trainingsdaten trainiert wurde, am besten ab. Beim F1-Score
schnitt der Random Forest, der mit allen Features und den Oversampling-Traininsdaten
trainiert wurde, am besten ab.

Es wird vermutet, dass durch die Heranziehung der Hyperparameteranpassung und die
zielgerichtete Feature Selection die Ergebnisse verbessert werden können. Zusätzlich könn-
ten aber auch mehr Daten zur Vorhersage des Taxifahrpreises verwendet und mehr re-
levante Features generiert werden. Die ermittelten Ergebnisse sollen in dieser Studie als
Ansatzpunkt für das weitere Vorgehen dienen.

4.8 Zusammenfassung

In diesem Kapitel wird die praktische Durchführung entlang des KDD-Prozesses exem-
plarisch erläutert. Es wurden zwei Machine-Learning-Algorithmen angewendet, die deut-
liche Steigerungen in Bezug auf die Baseline für alle drei Metriken Precision, Recall und
F1-Score verzeichnen. Es konnte bewiesen werden, dass mit dem Feature Engineering
und mit der Heranziehung von externen Daten die Ergebnisse der Metriken verbessert
werden können. In Bezug auf das Oversampling wurden verschiedene Auswirkungen auf
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die Metriken erkannt. Nur beim Recall konnte eine steigende Tendenz aufgezeigt wer-
den. Es wurden akzeptable Ergebnisse erzielt, die sicherlich noch mit weiteren Methoden
verbessert werden könnten. Es hat sich in der Phase der Datenvorverarbeitung herausge-
stellt, dass die Realdaten mit einigen Problemen behaftet sind. Ein großes Problem sind
falsche Daten oder Ausreißer, die man nicht ohne Domänenwissen beurteilen könnte. Die-
se Einschränkungen hat erhebliche Auswirkungen auf die Glaubhaftigkeit und Gültigkeit
der Ergebnisse. Auch im Bereich des Feature Engineerings ist nicht immer klar, ob be-
stimmte Features eher zu einem Cluster zusammengefasst werden sollten oder nicht, weil
bestimmte Features auch miteinander korrelieren können.
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Ziel dieser Studie ist es, die Probleme von Realdaten am Beispiel des New-York-City
Yellow-Cab-Datensatzes aufzuzeigen, die Datenqualität zu steigern und neue Features zu
generieren, die die Vorhersagequalität steigern. Außerdem sollte die Anwendbarkeit auf
Vorhersagen des New-York-City Yellow-Cab-Datensatz mithilfe des KDD-Prozesses prak-
tisch durchgeführt werden. Hier sollten die Einflüsse des Feature Engineerings, die Hinzu-
fügung von externen Daten sowie unausgeglichene und Oversampling-Trainingsdatensätze
mit den verschiedenen Algorithmen verglichen werden. In der Phase der Datenselektion
und Datenvorverarbeitung zeigten sich Mängel in der Datenqualität, die sowohl syn-
taktische als auch semantische Ausprägungen haben. Syntaktische Ausprägungen wie
wechselnde Datentypen im Laufe der Jahre oder Veränderungen der Spaltennamen wur-
den durch Vereinheitlichungen gelöst. Semantische Ausprägungen wie fehlende Werte
wurden identifiziert und aufgrund ihrer geringen Anzahl aus dem Datensatz entfernt.
Falsche Werte sind häufig komplexer, weil zur Identifikation der falschen Daten Domä-
nenwissen vorausgesetzt wird. Es wurden falsche Daten aus dem Datensatz gelöscht, falls
sie nur einen geringen Anteil am Datensatz ausmachten. Es wurden teilweise aber auch
falsche Daten durch synthetische Daten ersetzt, weil sonst viel mehr Daten aus dem Da-
tensatz gelöscht werden müssten. Ein Beispiel hierfür wären eine zu hohe Fahrstrecke
oder zu hohe Fahrpreise. Hiermit haben wir in dieser Studie die Gültigkeit und Exakheit
der Datenqualität verletzt. Die Verletzung der Kriterien Gültigkeit und Exakheit der
Datenqualität war nicht vermeidbar, weil sonst entweder weniger Daten vorhanden wär
oder falsche Daten in die Vorhersage einbezogen werden müssten. Die falschen Daten
konnten durch Einbeziehung von anderen Features häufig identifiziert und gemeinsam
behandelt werden sowie sich an den Beispielen Fahrtstrecke und Fahrpreis verdeutlichen
lässt, weil sie einen linearen Zusammenhang aufweisen. In der Phase der Datentransfor-
mation wurden nach der Exploration der Daten neue Features generiert, die Einfluss auf
den Fare_Amount haben. Dazu zählen zum Beispiel die Distanzen zu Orten, die höhe-
re Fahrpreise erwarten lassen oder die Hinzufügung von externen Datenquellen wie das
Wetter (vgl. Abschnitt 3.4). Es hätten auch Features wie die Distanzen zu Orten mit
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geringen Fahrpreisen interessiert, damit das Modell eine stärkere Einteilung von großen
und kleinen Fahrpreisen in den Daten erhält. Es wurden die nominalen Eingabefeatures
mithilfe der One-Hot-Kodierung in eine binäre Form umgewandelt und metrische Wer-
te normalisiert, damit die höheren Werte nicht automatisch eine stärkere Gewichtung
erlangen. Nach der Transformation des Fare_Amounts von einer metrischen zu einer or-
dinalen Skala wurde ein Ungleichgewicht zwischen den Klassen festgstellt. Es wurde ver-
sucht dieses Problem mithilfe des Oversamplings zu beheben, der die unterepräsentative
Klasse auf die Ebene der überepräsentativen Klasse mit Kopien der unterpräsentativen
Klasse anreichert. In der Phase des Machine Learning wurden mehrere Versionen der
Trainingsdatensätze generiert, um den Einfluss der unausgeglichene Datensätze und der
Oversampling-Datensätze sowie des Feature Engineerings und externe Daten zu verglei-
chen. Durch die Einbeziehung von externen Daten und Feature Engineering wurde die
Vorhersagequalität signifikant verbessert. Auf Seiten des Oversamplings wurde wechseln-
de Auswirkungen auf den Metriken erkannt (vgl. 4.7).

Die hier durchgeführten Experimente haben wertvolle Erkenntnisse geliefert und sollen
als Grundlage für das weitere Arbeiten mit dem New-York-City-Yellow-Cab-Datensatz
dienen. Diese Studie wurde auf einem lokalen Rechner ausgeführt und unterliegt deshalb
einigen technischen Restriktion. Durch die Ausführung auf leistungsstärkeren Servern
oder GPUs könnten mehr Daten für das Training hinzugefügt werden und auch mehr
Durchläufe vermutlich genauere Ergebnisse erzielen. Anstatt den Dimensionsraum zu
vergrößern, könnte eine Dimensionsreduktion sinnvoll sein. Hier könnte das Feature Se-
lection eine Abhilfe schaffen, um den Merkmalsraum auf die wichtigsten Features zu
reduzieren, und dem Modell dadurch weniger komplexe Daten zur Verfügung stehen.
Zusätzlich könnte durch Hinzufügung von weiteren Features wie die Distanzen zu den
Orten mit niedrigen Fahrpreisen die Einteilung in den Klassen weiter verfeinert wer-
den. Durch die zielgerichtete Hyperparameteranpassung könnte das Modell mithilfe des
Gridsearchs eine höhere Genauigkeit erreichen. Zusätzlich könnten komplexere Modelle
wie das Long-Short-Term-Memory (LSTM) oder auch einfache neuronale Netze zu einer
höheren Genauigkeit führen.
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A Anhang

A.1 Beschreibung der Datentabellen und Angaben zu den
Datentypen

A.1.1 Yellow-Cab-Datensatz

Abbildung A.1: Attribute in der Datentabelle Yellow Cab 2009 für den Monat Januar
und die dazugehörigen Datentypen

Aus Abbildung A.1 ist zu entnehmen, dass die Daten aus der Datentabelle überwiegend
als kategorische und numerische Variablen gespeichert werden.
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A Anhang

A.1.2 Weather-Datensatz

Abbildung A.2: Attribute in der Datentabelle Weather und die dazugehörigen Datenty-
pen
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A Anhang

A.2 Bewertung der Features in den Datentabellen

A.2.1 Yellow-Cab-Datensatz

Abbildung A.3: Auswahl der relevanten Features aus dem Datensatz Yellow Cab für eine
Taxifahrt
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A Anhang

A.2.2 Weather-Datensatz

Abbildung A.4: Auswahl der relevanten Features aus dem Weather-Datensatz für eine
Taxifahrt

Die Angaben beschränken sich auf die Features Temperatur und zu den Wettertypen
Nebel, Windstärke, Regen und Schnee. Durch die Begrenzung des Featureraums vom
Weather-Datensatz wird eine kompakte Beschreibung des Wetters ermöglicht und Dupli-
kate werden entfernt. Beispiele hierfür wären wie der Feature Average Windspeed und der
Wettertyp High Wind. Es wird vermutet, dass der Wettertyp High Wind einen größeren
Einfluss auf den Verkehr hat als die Angabe des Average Windspeed, der aus diesem
Grund gelöscht wurde.
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A Anhang

A.2.3 US-Holiday-Datensatz

Die Features des Feiertage-Datensatzes wurden direkt übernommen, der genügend Infor-
mationen über die Feiertage in New York City bereithält.
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