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Kurzzusammenfassung

Quanti�ed Self beschreibt das Aufzeichnen von personenbezogenen Daten, die für me-

dizinische und sportliche Zwecke verwendet werden können. Der Bereich der Human

Activity Recognition verwendet dabei verschiedene Sensoren, um Daten über menschli-

che Bewegungen aufzuzeichnen. Diese Daten können anschlieÿend verwendet werden, um

eine künstlichen Intelligenz zu trainieren, die in der Lage ist aus den Sensordaten die Be-

wegungen zu erkennen und korrekt und interpretieren. Diese Arbeit untersucht einen sol-

chen Datensatz, bei dem einfache Bewegungsaktivitäten, wie Sitzen, Stehen oder Gehen

kategorisiert werden. Dazu wurden der Beschleunigungssensor und das Gyroskop eines

Smartphones, das an einem Gürtel getragen wurde, aufgezeichnet und in Zeitschritten

einzelnen Bewegungsaktivitäten zugeordnet. Da es sich bei den Daten um Zeitreihendaten

handelt, setzt diese Arbeit ein rekurrentes neuronales Netz, speziell ein Long Short-Term

Memory (LSTM) ein. Mit Hilfe des LSTMs wird ein Modell auf dem Datensatz trainiert,

das in der Lage ist den zeitlichen Kontext der Datenpunkte zu berücksichtigen. Es wird

erwartet, dass diese zusätzliche betrachtete Dimension dem LSTM einen Vorteil gegen-

über anderen Methoden bei der Erkennung der Bewegungsaktivitäten bietet. Um das

Ergebnis dieser Arbeit zu bewerten, wird das entwickelte Modell mit den Ergebnissen

anderer Arbeiten verglichen, die ebenso Modelle für den gleichen Datensatz trainierten.

Die Experimente dieser Arbeit konnten eine Erkennungsrate von bis zu 98,46% erzielen.

Damit zeigt das Modell einen erkennbaren Vorteil gegenüber anderen State-of-the-Art

Modellen, die eine Genauigkeit von bis zu 97,70% erreichen. Die Experimente zeigen

auÿerdem, dass die Betrachtung des zeitlichen Kontexts einen positiven E�ekt hervor-

bringt. Damit kommt diese Arbeit zu dem Schluss, dass LSTMs ein vielversprechendes

Verfahren für die Erkennung menschlicher Bewegungsaktivitäten auf dem verwendeten

Datensatz sind.
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Abstract

Quanti�ed Self describes the recording of person-related data that can be used for medical

and athletic purposes. The �eld of Human Activity Recognition uses various sensors to

record data about human movements. This data can then be used to train an arti�cial

intelligence that is able to recognize and correctly interpret the movements from the

sensor data. This thesis examines a data set that categorizes simple movement activities

such as sitting, standing or walking. For this purpose, the acceleration sensor and the

gyroscope of a smartphone worn on a belt were recorded and assigned to individual

movement activities in time steps. Since the data are time series data, this thesis uses

a recurrent neural network, especially a Long Short-Term Memory (LSTM). The LSTM

is used to train a model on the data set that is able to take into account the temporal

context of the data points. It is expected that this additional dimension being considered

will give the LSTM an advantage over other methods in detecting motion activities. In

order to evaluate the result of this thesis, the developed model will be compared with

the results of other studies, which also trained models for the same data set.

The experiments of this work were able to achieve a detection rate of up to 98.46%. Thus,

the model shows a recognizable advantage over other state-of-the-art models that reach

an accuracy of up to 97.70%. The experiments also show that the consideration of the

temporal context produces a positive e�ect. Thus, this paper concludes that LSTMs are

a promising method for the detection of human motion activities on the data set used.
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1 Einleitung

Daten sind das wertvollste Gut des digitalen Zeitalters und werden vermehrt sogar als

das neue Gold bezeichnet [43] [17]. Big Data hat sich in den letzten Jahren rasant entwi-

ckelt und wird mittlerweile von groÿen wie kleinen Unternehmen für den Informationsge-

winn eingesetzt [6]. Der Wert der Daten liegt jedoch nicht in ihrer bloÿen Ansammlung,

sondern in den Informationen, die durch Analysen und Manipulationen gewonnen wer-

den können [17]. Doch diese gewaltigen Datenmengen zu analysieren stellt seine eigenen

Herausforderungen dar und ist kaum noch direkt durch den Menschen umsetzbar. Für

diesen Anwendungsfall wurden automatisierte Verfahren populär, die auch bei riesigen

Datenbeständen sinnvolle Erkenntnisse hervorbringen können. Der Bereich der künstli-

chen Intelligenz bzw. Machine Learning erlebt in den letzten Jahren eine Renaissance

und wird nach wie vor für immer mehr Geschäftszweige und Forschungszwecke relevant

[43]. Ein solcher Anwendungsfall ist das Quanti�ed Self. Swan de�niert ein Quanti�ed

Self als ein Individuum, dass sich in jeglicher Art der Selbst-Quanti�zierung von bio-

logischen, physikalischen, verhaltens- oder umweltbezogenen Informationen unterzieht

[56]. Die aufgezeichneten Daten eines Quanti�ed Selfs können anschlieÿend unter ande-

rem zur Ermittlung von gesundheitlichen oder sportlichen Problemstellungen eingesetzt

werden.

Ein Teilbereich des Quanti�ed Self wird durch die Human Activity Recognition abge-

deckt. Human Activity Recognition konzentriert sich auf das Erkennen von menschlichen

Bewegungen durch das Aufzeichnen durch verschiedenste Sensoren [3]. Die aufgezeich-

neten Daten können von externen Sensoren [44], wie Infrarot oder Ultraschall, oder von

körpergetragenen Sensoren, die zum Beispiel die Beschleunigung oder räumliche Position

aufnehmen, stammen [39] [31]. Für diese Arbeit wurde ein Datensatz aus der Human Ac-

tivity Recognition gewählt, welcher durch den Beschleunigungssensor und das Gyroskop

eines körpergetragenen Smartphones Bewegungsaktivitäten als Zeitreihendaten aufge-

zeichnet hat [3]. Seit der Verö�entlichung des Datensatzes wurden bereits verschiedene

Methoden des Machine Learnings eingesetzt, um die Bewegungsaktivitäten möglichst
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1 Einleitung

genau zu erkennen [27] [9]. In den letzten Jahren wurden dabei Deep Learning Modelle

unter Einsatz von neuronalen Netzen populär. Jedoch wurde der Datensatz bis 2018 von

allen Modellen bloÿ als unabhängige Datenpunkte untersucht und die zeitliche Abhängig-

keit der Daten wurde nicht betrachtet. Erste Untersuchungen in 2018 setzten rekurrente

neuronale Netze, wie das Long Short-Term Memory ein, um zusätzlich die zeitliche Di-

mension betrachten zu können [59]. Auch wenn diese Modelle nicht die Genauigkeit da-

maliger State-of-the-Art Modelle erreichen konnten, zeigten sie bereits die Möglichkeiten,

die sich durch die Betrachtung des zeitlichen Kontexts der Daten ergeben.

1.1 Ziel der Arbeit

Diese Arbeit hat zum Ziel, den gewählten Human Activity Recognition Datensatz als

Zeitreihendaten zu untersuchen. Das Ergebnis soll ein Deep Learning Modell sein, das in

der Lage ist, die Bewegungsaktivitäten möglichst genau zu erkennen. Dazu wird das Long

Short-Term Memory als Methode gewählt, da es den zeitlichen Kontext der Daten erfas-

sen kann [24] und durch erste Untersuchungen bereits Potential für diese Problemstellung

zeigte [59].

Die Unterscheidung von mehreren Bewegungsaktivitäten wird dabei als Klassi�kations-

problem [35] aufgefasst, bei dem jede Bewegungsaktivität durch eine Aktivitätsklasse

repräsentiert wird. Die Daten sind auÿerdem multivariat, da die Daten mehrerer Senso-

ren gleichzeitig untersucht werden, um die korrekte Bewegungsaktivität zu bestimmen.

Um ein möglichst optimiertes Modell zu entwickeln, werden verschiedene Experimente

durchgeführt. Diese haben zum Ziel, durch wiederholtes Training aus den möglichen Kon-

�gurationen, die für das Modell vorgenommen werden können, eine möglichst optimale

Kon�guration zu ermitteln. Das resultierende beste Modell wird anschlieÿend analysiert,

um dessen Eigenschaften einschätzen zu können. Im Speziellen soll untersucht werden,

ob ein positiver E�ekt durch die Betrachtung der Daten als Zeitreihendaten vorliegt. Die

Güte des Modells ist schlussendlich abhängig von der Genauigkeit bei der Erkennung

der Bewegungsaktivitäten. Das fertige Modell wird abschlieÿend mit den Ergebnissen

anderer Arbeiten auf dem gleichen Datensatz verglichen, um dessen Güte im Kontext

einzuordnen.
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1 Einleitung

1.2 Struktur der Arbeit

Die folgende Arbeit ist in mehrere Kapitel unterteilt, die die aufeinanderfolgenden Ar-

beitsschritte beinhalten. Im Analysekapitel wird zunächst die Problemstellung näher be-

trachtet. Dazu werden anschlieÿend die wichtigsten Begri�e geklärt, die im Verlauf dieser

Arbeit aufkommen. Es wird auÿerdem der Datensatz näher vorgestellt und charakteri-

siert sowie dargestellt, welche Ergebnisse bereits durch andere Arbeiten erzielt wurden.

Abschlieÿend wird die Zielsetzung abgegrenzt und zusammengefasst, welche Anforderun-

gen sich aus der Analyse ergeben.

Im nächsten Kapitel wird der Aufbau eines Klassi�kators beschrieben, nach dessen Vor-

gaben das Modell trainiert wird. Dazu wird die benötigte experimentelle Umgebung

beschrieben und welche Technologien in der Umsetzung genutzt werden.

Im Evaluationskapitel werden der Aufbau, die Durchführung und die Ergebnisse der Ex-

perimente zusammengefasst. Auÿerdem werden die Eigenschaften der entwickelten Mo-

delle genauer untersucht. Aus den Modellen wird anschlieÿend die beste Version gewählt

und mit den Modellen anderer Arbeiten verglichen. In einem abschlieÿenden Fazit werden

mögliche weitere Schritte diskutiert, die durchgeführt werden könnten, falls die Experi-

mente fortgeführt werden.

Im letzten Kapitel werden alle Erkenntnisse der Arbeit zusammengefasst und ein Aus-

blick gegeben, welche Rolle diese für zukünftige Forschungen spielen können.
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2 Analyse

In der Analyse werden die wichtigsten Komponenten, auf denen diese Arbeit aufbaut,

vorgestellt und erläutert. Dazu wird zunächst die Problemstellung aufgeführt. Danach

werden grundlegende Konzepte und Methoden, die für das Ziel der Arbeit benötigt wer-

den, im Einzelnen beleuchtet. Anschlieÿend wird der Datensatz präsentiert, auf dessen

Grundlage die Experimente dieser Arbeit statt�nden. Es wird abgegrenzt, welche Res-

sourcen durch den Datensatz verfügbar sind, wo jedoch auch die Grenzen liegen. Darauf

folgend wird die inhaltliche Zielsetzung der Arbeit de�niert. Zuletzt werden die Anfor-

derungen zusammengefasst, die sich aus der Analyse für die Arbeit ergeben haben.

2.1 Problemstellung

Der Bereich Human Activity Recognition (HAR) hat das Ziel, menschliche Bewegungen

durch Daten aus verschiedenen Sensoren [3] aufzuzeichnen und zu erkennen. Es werden

Machine Learning (ML) Methoden eingesetzt, um aus den aufgezeichneten Daten die kor-

rekten Bewegungen zu identi�zieren. Die Daten können durch externe Sensoren [44], wie

zum Beispiel Ultraschall oder Infrarot, aufgezeichnet werden. Alternativ können ebenso

körpergetragene Sensoren engesetzt werden. Dazu existieren verschiedene Optionen, die

sich in Präzision, Umfang der aufgezeichneten Daten und Tragekomfort unterscheiden

[39] [31]. Eine einfache Möglichkeit, Daten von körpergetragenen Sensoren zu erfassen,

besteht bereits durch ein getragenes Smartphone.

In dieser Arbeit wird ein Datensatz untersucht, der unter Laborbedingungen eine Gruppe

von Freiwilligen, mit an Gürteln getragenen Smartphones, ein Protokoll von Bewegungs-

aktivitäten hat ausüben lassen [3]. Während des Ausübens der vorgeschriebenen Aktivitä-

ten wurden Zeitsignale des Beschleunigungssensors und des Gyroskops des Smartphones

aufgezeichnet. Insgesamt unterscheidet der Datensatz sechs Bewegungsaktivitäten. Die
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Aktivitäten spalten sich in drei dynamische und drei statische Aktivitäten. Die dynami-

schen Bewegungsaktivitäten sind Gehen, Treppen hinaufgehen und Treppen hinunterge-

hen. Die statischen Aktivitäten sind Sitzen, Stehen und Liegen.

Der Datensatz wurde bereits in verschiedenen, wissenschaftlichen Publikationen unter-

sucht, in denen Modelle entwickelt wurden, um die Bewegungsaktivitäten möglichst ge-

nau zu identi�zieren [2] [27] [9]. Es handelt sich bei dem Datensatz um ein multivariates

Klassi�kationsproblem auf Zeitreihendaten. Ein Groÿteil der Arbeiten, wie bei Anguita

et. al. [2], Li et. al. [38] oder Ronao et. al [50] untersuchten den Datensatz im situati-

onsbasierten Kontext und nicht mit Hilfe von Zeitreihen. Da es sich bei dem Datensatz

jedoch im Ursprung um Zeitreihendaten handelt, ist es das Ziel dieser Arbeit eine Metho-

de zu untersuchen, die diesen Kontext erfassen kann. Hierfür können allgemein rekurrente

neuronale Netze (RNN) [10] eingesetzt werden. Diese Arbeit entschied sich für die Un-

tersuchung eines spezi�schen RNNs, das Long Short-Term Memory (LSTM) [24]. Das

Ziel dieser Arbeit ist es, den Datensatz unter Einsatz eines LSTMs zu untersuchen, um

anschlieÿend evaluieren zu können, ob die Betrachtung der Daten als Zeitreihen eine

positive Auswirkung auf die Erkennungsrate der Bewegungsaktivitäten hat.

2.2 Machine Learning

�[Machine Learning is the] �eld of study that gives computers the ability to learn

without being explicitly programmed.� Arthur Samuel, 1959

Machine Learning bezeichnet die Disziplin der automatisierten Entscheidungsprozesse

von Algorithmen und Methoden für komplexe Probleme. Machine Learning wird allge-

mein in drei Disziplinen unterteilt. Unsupervised Learning [23], Supervised Learning [35]

und Reinforcement Learning [30]. In dieser Arbeit wird lediglich das Supervised Lear-

ning betrachtet. Die klassische Programmierung legt eine Menge von Regeln zu einer

gegebenen Eingabe fest, um eine gewünschte Ausgabe zu erhalten. Machine Learning im

Bereich des Supervised Learning hingegen speist eine bekannte Eingabe (Features) mit

der zugehörigen Ausgabe (Labels) in eine Methode, die durch ein anschlieÿendes Training

ein Modell entwickelt [35]. Dieses Modell legt durch das wiederholte Training eine Menge

von Regeln fest, um mit den gegebenen Features die korrekten Labels vorherzusagen. Es

existiert selten ein Modell, das für ein gegebenes Problem zu 100% der Fälle eine korrekte

Vorhersage tri�t. Machine Learning wird vor allem für Entscheidungsprozesse eingesetzt,
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die zu komplex sind, um eine perfekte Vorhersagequalität zu erreichen. Das Ziel ist es

stattdessen, die Fehlerrate zu minimieren (siehe Fehlerfälle in 2.3).

Ein Modell besitzt eine Menge von Eigenschaften, die angepasst werden können, um das

Training für einen expliziten Fall zu optimieren. Diese Eigenschaften werden Hyperpa-

rameter genannt [11]. Das Finden der optimalen Hyperparameter, das sogenannte Hy-

perparameter Tuning, eines Modells ist ein wichtiger Schritt, um eine zufriedenstellende

Leistung des Modells zu ermöglichen. Das Hyperparameter Tuning ist jedoch ein aufwen-

diger Prozess, der entweder von Hand oder automatisiert statt�nden kann [11]. Wird das

Finden optimaler Hyperparameter automatisiert, so existieren verschiedene Vorgehen.

Die einfachste Methode ist Grid Search [11]. Dabei wird aus einer Liste von verfügbaren

Kon�gurationen von Hyperparametern sequentiell jede Kon�guration für das Training

ausprobiert, bis alle möglichen Kon�gurationen versucht wurden. Diese Vorgehensweise

ist jedoch vor allem für groÿe Suchräume an Hyperparametern ine�zient, da die Rei-

henfolge der Kon�gurationen eine Auswirkung auf die benötigte Zeit für das Finden der

optimalen Lösung haben kann [11]. Alternativ kann Random Search [5] eingesetzt wer-

den. Hierbei wird ebenso eine Au�istung aller möglichen Hyperparameterkon�gurationen

untersucht, jedoch ist die Reihenfolge der Untersuchung zufällig. Wie Bergstra und Ben-

gio [5] aufzeigten, ergibt sich durch Random Search ein merkbarer Vorteil in der Dauer,

die es benötigt eine zufriedenstellende Kon�guration zu ermitteln. Es existieren weite-

re Methoden, wie Bayesian Hyperparameter Optimization [41] [29], die eigene Machine

Learning Verfahren für das Hyperparameter Tuning einsetzen.

Einen Teilbereich des Machine Learning bilden neuronale Netze [21]. Die einfachste Form

eines neuronalen Netzes stellt das Feed Forward Netz dar. Weitere Varianten von neu-

ronalen Netzeen sind unter anderem das Convolutional Neural Network (CNN) [36] und

das RNN. Das Einsatzgebiet eines speziellen neuronalen Netzes hängt stets von den ge-

nauen Umständen ab. CNNs werden klassischerweise in der Bilderkennung genutzt [37],

wohingegen RNNs in der Sequenzverarbeitung eingesetzt werden [10].

Ein Teilbereich der neuronalen Netze wiederum, wird auÿerdem unter dem Begri� Deep

Learning abgegrenzt [53]. Dabei beschreibt Deep Learning den Einsatz von neuronalen

Netzen, die eine Vielzahl von Hidden Layern besitzen.

6



2 Analyse

2.3 Klassi�kation

Bei einem Klassi�kationsproblem handelt es sich um das Di�erenzieren von Kategori-

en mit einer eindeutigen Zuordnung [35]. Dem gegenüber stehen Regressionsprobleme,

bei denen ein quanti�zierbarer Wert ermittelt werden soll [7]. Im Kontext dieser Arbeit

bedeutet dies, dass das entwickelte Modell in der Lage sein muss, eine Eingabe von Fea-

tures zu einem gegebenen Zeitschritt zu deuten und korrekt als eine der vorgegebenen

Klassen zu interpretieren. Unter Feature wird in diesem Kontext ein einzelner Eingabe-

wert bezeichnet. Die Gesamtheit aller Eingabewerte des Datensatzes wird Featurevektor

genannt. Ein einzelner Datenpunkt mit seinen Features wird als Example bezeichnet.

Beinhaltet der Featurevektor bloÿ einen einzigen Wert, so spricht man von einem uni-

variaten Klassi�kationsproblem. Mit einem Featurevektor von mehreren Werten handelt

es sich um ein multivariates Klassi�kationsproblem. Die Werte der Ausgabe, der Menge

der zu ermittelnden Klassen, werden wiederum als Labels bezeichnet.

In der binären Klassi�kation wird in verschiedene Fehlerfälle unterschieden, die je nach

Kontext des Modells unterschiedlich gewichtet sein können [35]. False Positive beschrei-

ben Fehlerfälle, bei denen ein falsches Ergebnis als richtig klassi�ziert wurde. False Nega-

tive beschreibt ein richtiges Ergebnis, das als falsch klassi�ziert wurde. Zum Beispiel in

der Spam�lterung mag es wichtiger sein, allen existierenden Spam zu identi�zieren, auch

wenn dadurch Nachrichten, die kein Spam sind, fälschlicherweise als solcher klassi�ziert

werden [34]. Für diese Arbeit werden alle Fehlerfälle jedoch gleich schwer gewichtet, da

es beim fehlerhaften Identi�zieren einer Bewegungsaktivität keinen Unterschied macht,

womit die Aktivität verwechselt wurde. Es ist nur die allgemeine Genauigkeit des Mo-

dells relevant, da die Ergebnisse anderer Arbeiten ebenso diese Metrik nutzen und so eine

direkte Vergleichbarkeit der Ergebnisse möglich ist.

2.4 Zeitreihendaten

Um durch eine Machine Learning Methode, speziell unter Einsatz eines neuronalen Net-

zes, ein zufriedenstellendes Ergebnis zu erhalten, werden stets eine groÿe Menge an Ex-

amples für den eingesetzten Datensatz benötigt [17]. Die häu�gste Betrachtungsart der

Daten ist dabei situationsbasiert. Einzelne Examples werden dabei als alleinstehende

Situationen voneinander getrennt betrachtet. So steht jedes Example für sich und es be-

steht kein übergreifender Zusammenhang zwischen ihnen.
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Alternativ können Daten in einer Sequenz angeordnet sein. Sequentiell betrachtete Daten

werden auch als Zeitreihendaten bezeichnet [28]. Zeitreihendaten sind ein häu�ges Vor-

kommen bei realweltlichen Aufzeichnung, wie Sensordaten oder Kameraaufnahmen. Bei

dieser Art von Daten existieren zusätzlich zu den internen Informationen pro Examples,

die durch ihre Features abgebildet werden, implizite Informationen durch die Reihenfolge

der Daten. Im Falle dieser Arbeit handelt es sich bei den Examples um Zeitfenster, die

aufeinanderfolgend die Aufzeichnungen von 2,5 Sekunden zusammenfassen.

Der Vorteil von Zeitreihendaten ist es, dass vergangene Zustände berücksichtigt werden

können, wenn ein neuer Zustand untersucht wird. Dadurch können zum Beispiel Trends

in den Daten identi�ziert werden. Gleichzeitig ist jedoch nicht jedes Machine Learning

Verfahren in der Lage, den zeitlichen Kontext von Daten zu berücksichtigen. Hierfür

existieren RNNs, wie das LSTM, das in dieser Arbeit verwendet und im Folgenden näher

erläutert wird.

2.5 Long Short-Term Memory

Ein Long Short-Term Memory (LSTM) ist eine spezielle Variante eines RNNs [24]. RNNs

sind neuronale Netze, die in ihren Zustandsübergängen Informationen speichern und an

folgende Zustände weiterreichen [19]. Somit entsteht ein Gedächtnis, das die Betrachtung

eines zeitlichen Kontexts auf den Daten ermöglicht. LSTMs erweitern diese grundlegende

Architektur eines RNNs um drei Gates, die in jeder Zelle des LSTM vorkommen [25].

Diese sind das Input Gate, das Forget Gate und das Output Gate. Jedes der Gates

kontrolliert zu einem speziellen Zeitpunkt in der Zelle den Stand des Gedächtnis. Dabei

können einzelne Informationen angepasst, abgeschwächt, oder absichtlich vergessen wer-

den. Mit diesem kontrollierten Merken und Vergessen von vorangegangenen Zuständen

des Netzes bietet das LSTM eine populäre Methode für Zeitreihenprobleme und wird

deshalb auch in dieser Arbeit eingesetzt.

2.6 Vorstellung des Datensatzes

Der Datensatz, der in dieser Arbeit verwendet wird, wird in den zwei verfügbaren Ver-

sionen einzeln im Aufbau vorgestellt und näher beschrieben. Anschlieÿend wird zusam-

mengefasst, welche verwendbaren Ressourcen sich aus dem Datensatz für die Arbeit

ergeben.
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2.6.1 Human Activity Recognition Using Smartphones Data Set

Der Datensatz zur Erkennung von menschlichen Aktivitäten mit Hilfe von Smartphones

wurde von Anguita et al. [3] vorgestellt und erstmals am 10.12.2012 verö�entlicht.

Das Ziel des Datensatzes ist es, menschliche Bewegungsaktivitäten mittels Klassi�kation

unter Einsatz von Sensoren eines getragenen Smartphones zu identi�zieren. Der Daten-

satz wurde über eine Reihe von Experimenten gewonnen, in dem 30 Freiwillige in einem

Alter von 19 bis 48 Jahren angewiesen wurden, ein Protokoll von Aktivitäten durchzu-

führen. Zur Aufnahme trugen die Freiwilligen Gürtel, an denen ein Samsung Galaxy S

II montiert wurde. Das Aktivitätsprotokoll bestand aus den sechs Aktivitäten Stehen,

Sitzen, Liegen, Gehen, Treppen hinuntergehen und Treppen hinaufgehen. Zwischen den

Aktivitäten wurden fünfsekündige Ruhepausen eingehalten und die Freiwilligen wurden

dazu angehalten, die Bewegungen trotz der Laborbedingungen frei durchzuführen, um

den Datensatz natürlich zu gestalten.

Die Bewegungsaktivitäten wurden mit Hilfe des Beschleunigungssensors und des Gy-

roskops des Smartphones bei einer Messrate von 50Hz aufgezeichnet. Dadurch wurden

dreiachsige lineare Beschleunigungs- und Winkelgeschwindigkeitssignale gewonnen, die

anschlieÿend mit verschiedenen Filtern zur Rauschunterdrückung vorverarbeitet wurden.

Die vorverarbeiteten Zeitsignale wurden danach in Schiebefenstern mit einer festen Breite

von 2,56 Sekunden und 50% Überlappung gesampelt, sowie durch eine schnelle Fourier-

Transformation in den Frequenzbereich abgebildet (mehr Details in [3]).

Aus der Vorverarbeitung ergeben sich 17 Signale, die in Tabelle 2.1 aufgeführt werden.

Dabei sind Zeitsignale mit einem �t�-Prä�x, Frequenzsignale mit einem �f�-Prä�x und

dreiachsige Signale mit einem �XYZ�-Su�x notiert.

Auf Basis dieser Signale wurde eine Reihe von Variablen berechnet. In Tabelle 2.2 werden

alle Funktionen aufgelistet, die zur Berechnung der Variablen genutzt wurden. Es ergeben

sich aus den Berechnungen 561 Features für jedes Zeitfenster als Input des Datensatzes.

Dabei wurden die Features nicht aufgabenorientiert erzeugt, sondern allgemein gehalten.

Die den Featurevektoren zugeordneten Labels beschreiben jeweils eine der sechs Akti-

vitäten, wie in Tabelle 2.3 aufgelistet. Insgesamt weist der Datensatz 10.299 Features

und Labels auf. Davon wurden zufällig 70% als Trainingsdaten und 30% als Testdaten

designiert.

9

https://archive.ics.uci.edu/ml/datasets/Human+Activity+Recognition+Using+Smartphones


2 Analyse

Zeitsignale Frequenzsignale

tBodyAcc-XYZ fBodyAcc-XYZ
tGravityAcc-XYZ
tBodyAccJerk-XYZ fBodyAccJerk-XYZ
tBodyGyro-XYZ fBodyGyro-XYZ
tBodyGyroJerk-XYZ
tBodyAccMag fBodyAccMag
tGravityAccMag
tBodyAccJerkMag fBodyAccJerkMag
tBodyGyroMag fBodyGyroMag
tBodyGyroJerkMag fBodyGyroJerkMag

Tabelle 2.1: Ermittelte Zeit- und Frequenzsignale

Function Description

mean() Mean value
std() Standard deviation
mad() Median absolute deviation
max() Largest value in array
min() Smallest value in array
sma() Signal magnitude area
energy() Energy measure. Sum of the squares divided by the number of values.
iqr() Interquartile range
entropy() Signal entropy
arCoe�() Autorregresion coe�cients with Burg order equal to 4
correlation() correlation coe�cient between two signals
maxInds() index of the frequency component with largest magnitude
meanFreq() Weighted average of the frequency components to obtain a mean frequency
skewness() skewness of the frequency domain signal
kurtosis() kurtosis of the frequency domain signal
bandsEnergy() Energy of a frequency interval within the 64 bins of the FFT of each window.
angle() Angle between to vectors.

Tabelle 2.2: Funktionen zur Berechnung der Featurevektoren. Basierend auf [3]

2.6.2 Smartphone-Based Recognition of Human Activities and

Postural Transitions Data Set

Reyes-Ortiz et al. [48] verö�entlichten aus der gleichen Forschungsgruppe, die bereits den

�Human Activity Recognition Using Smartphones� Datensatz vorstellte, den �Smartphone-
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Aktivität Label

WALKING 1
WALKING_UPSTAIRS 2
WALKING_DOWNSTAIRS 3
SITTING 4
STANDING 5
LAYING 6

Tabelle 2.3: Abbildung der Aktivitäten auf ganzzahlige Labels

Based Recognition of Human Activities and Postural Transitions� Datensatz als aktua-

lisierte und erweiterte Version. Dieser wurde am 29.07.2015 verö�entlicht.

Da keine Änderungen an den Features vorgenommen wurden, folgt der Datensatz dem

gleichen Aufbau, der bereits in Abschnitt 2.6.1 beschrieben wurde. Der Datensatz wurde

jedoch um sechs Bewegungsaktivitäten als weitere Labels erweitert, die den Übergang

zwischen den statischen Aktivitäten aufgreifen. Auÿerdem wurden die rohen Sensorda-

ten, die nicht Teil des ursprünglichen Datensatzes waren, der Verö�entlichung beigefügt.

Dabei umfassen die Übergangsaktivitäten 8% der experimentellen Daten [48]. In Tabelle

2.4 werden die dadurch erweiterten Labels aufgelistet.

Aktivität Label

WALKING 1
WALKING_UPSTAIRS 2
WALKING_DOWNSTAIRS 3
SITTING 4
STANDING 5
LAYING 6
STAND_TO_SIT 7
SIT_TO_STAND 8
SIT_TO_LIE 9
LIE_TO_SIT 10
STAND_TO_LIE 11
LIE_TO_STAND 12

Tabelle 2.4: Erweiterung der Labels um Übergangsaktivitäten
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2.6.3 Verfügbare Ressourcen

Aus den vorgestellten Versionen des Datensatzes liegen unterschiedliche Daten für Ex-

perimente bereit. Diese umfassen die rohen Sensordaten der getragenen Smartphones

(unterteilt in einzelne Dateien pro Teilnehmer, Experiment und Sensortyp), die dar-

aus abgeleiteten 561 Features pro Zeitfenster von 2,56 Sekunden für 10.299 Zeitschritte

(unterteilt in 70% Trainingsdaten und 30% Testdaten), Labels (mit und ohne Über-

gangszustände), die jedem Zeitschritt eine der 6, bzw. 12 Aktivitätsklassen als Labels

zuordnen, sowie eine Zuordnung jedes Zeitschrittes zu einem individuellen Freiwilligen

als alternatives Labeling.

Jedoch liegen keine weiteren Attribute vor, die den Kontext der Daten näher spezi�zieren

würden, wie geographische, oder kalendarische Zusatzinformationen. Beide Versionen des

Datensatzes berechnen auf den erhobenen Rodaten lediglich eine Menge von allgemeinen,

dekontextualisierten Features.

2.7 Bisherige Ergebnisse auf dem Datensatz

Es existieren bereits eine Vielzahl von Arbeiten, die Modelle auf Basis des vorgestellten

Datensatzes trainiert und verö�entlicht haben. Um Vergleichswerte für die Ergebnisse

dieser Arbeit zu scha�en, werden zunächst eine exemplarische Anzahl von bisherigen Ar-

beiten aufgelistet und erläutert. Durch die Grundlage an existierenden Methoden für den

Datensatz werden anschlieÿend die Ziele dieser Arbeit konkretisiert und abgegrenzt.

Die ersten Modelle auf dem Datensatz erschienen 2012 aus der Forschungsgruppe von

Anguita et. al. [2], die den Datensatz hierfür erstmals aufzeichnete. Dabei verlieÿ man

sich auf die in Abschnitt 2.6.1 beschriebenen, statischen Features, sowie eine Support

Vector Machine (SVM) als Methode zur Klassi�zierung. SVMs wurden ursprünglich als

binärer Klassi�kator entwickelt, später jedoch auch für mehrklassige Modelle erweitert

[26]. Diese ersten Modelle erreichten eine Genauigkeit von bis zu 89,00%.

2014 wurden die SVM Modelle nach wie vor eingesetzt, jedoch um weitere Methoden

erweitert, um die Genauigkeit zu verbessern. Li et. al. [38] konstruierte Modelle, die in

einem Fall um geschachtelte Autoencoder [58], in einem anderen Fall durch eine Principal

Component Analysis (PCA) [1] erweitert wurden. Durch diese Erweiterungen konnte die
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Genauigkeit im Fall der Autoencoder auf 92,16% und für die PCA auf 91,82% verbessert

werden.

In 2016 wurden erstmals e�ektive neuronale Netze, speziell Convolutional Neural Net-

works (CNN) [22] entwickelt, die genauere Vorhersagen als die bisherigen Modelle er-

reichten. So entwickelten Ronao et. al [50] nach ersten Versuchen in 2015 [52] mit einem

CNN eine Genauigkeit von 94,79%. Das trainierte Modell verlieÿ sich hierbei nicht auf

die von Anguita et. al. [3] vorverarbeiteten, statischen Features, sondern nutze lediglich

die rohen Sensordaten als Input. Dabei ermittelte das Modell selbstständig dynamische

Features aus den Rohdaten.

2018 stellten Ignatov und Andrey [27] eine verbesserte Version eines CNN Klassi�kators

für den Datensatz vor, der eine Genauigkeit von bis zu 95,31% erzielte. 2018 wurden au-

ÿerdem erste Arbeiten verö�entlicht, die Modelle mit Recurrent Neural Networks (RNN),

im Speziellen Long Short-Term Memories (LSTM) entwickelten. So stellten Yu et. al. [59]

ein mehrschichtiges, paralleles LSTM Netzwerk vor, das im Vorbild der State-of-the-Art

CNN Modelle mit dynamisch ermittelten Features auf den Rohdaten arbeitete. Dieses

Modell erreichte eine Genauigkeit von 94,34% und konnte somit die Genauigkeit der

damaligen CNN Modelle nicht erreichen.

2019 verö�entlichten Chelli und Pätzold [9] jedoch neue Modelle, die die Genauigkeit

der bisherigen State-of-the-Art CNN Modelle überbieten konnten. Im Gegensatz zu den

CNN Modellen, wurden jedoch erneut statische Features genutzt. Diese wurden von Chel-

li und Pätzold selbstständig aus den Rohdaten hergeleitet. Ein Quadratic SVM Modell

erreichte so eine Genauigkeit von 96,10% und ein Ensemble Bagged Tree Modell [13] so-

gar 97,70%. Es wurde ebenso ein Feed Fordward Netz auf den Daten trainiert, erreichte

jedoch nur eine Genauigkeit von 85,80%. Zum Vergleich wurden alle Modelle ebenso auf

den ursprünglichen Features trainiert. Dabei erreichte der Ensemble Bagged Tree bei-

spielsweise lediglich eine Genauigkeit von 94,10%. Die Ergebnisse von Chelli und Pätzold

sind bloÿ eingeschränkt mit den Ergebnissen dieser Arbeit vergleichbar, als dass der Ein-

satz der neuen Features einen sichtbar groÿen E�ekt auf die Leistung der Modelle hat.

Eine zusammenfassende Au�istung der bisherigen Ergebnisse der beschriebenen Arbeiten

ist in Tabelle 2.5 einsehbar.
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Methode Genauigkeit (%)
Ensemble Bagged Tree [9] 97,70
Quadratic SVM [9] 96,10
Convolutional Neural Network [27] 95,31
Convolutional Neural Network [50] 94,79
Multi-Layer Parallel LSTM Network [59] 94,34
Hierarchical Continuous Hidden Markov Model [51] 93,18
Stacked Autoencoders + SVM [38] 92,16
PCA + SVM [38] 91,82
Hidden Markov Models [49] 91,76
Convolutional Neural Network [52] 90,89
Handcrafted features + SVM [2] 89,00
Dynamic Time Warping [54] 89,00
Arti�cial Neural Network [9] 85,80

Tabelle 2.5: Klassi�katoren anderer Arbeiten. Basierend auf [59]

2.8 Zielsetzung

Im Zuge dieser Arbeit soll ermittelt werden, ob es einem LSTM Klassi�kator möglich

ist, die Genauigkeit von State-of-the-Art Modellen zu übertre�en und welche Auswir-

kung die zeitliche Abhängigkeit des Klassi�kators auf dessen Ergebnisse hat. Dazu sollen

kontrollierte Experimente durchgeführt werden, die im Vergleich zu den bisherigen pu-

blizierten Klassi�katoren in ihrer Güte bewertet werden. Dazu werden bereits implemen-

tierte Verfahren, wie das LSTM eingesetzt und im Zuge der Arbeit keine neuen Verfahren

entwickelt. Auÿerdem wird der Datensatz in der verö�entlichten Form eingesetzt und es

wird kein weiteres Feature Engineering vorgenommen. Der Fokus der Arbeit liegt auf

der experimentellen Findung möglichst optimaler Hyperparameter zur Erkennung von

Bewegungsaktivitäten unter Einsatz eines LSTMs.
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2.9 Anforderungen der Analyse

Der einzusetzende Datensatz besteht aus Zeitreihendaten, die jedem Zeitpunkt des Inputs

einen eindeutigen Output aus einer Menge von Aktivitätsklassen zuweist. Es wurden ver-

wandte Arbeiten erläutert, die Modelle für den Datensatz entwickelt haben und welche

Vorgehensweisen dabei eingesetzt wurden. Das Bestreben dieser Arbeit ist es, ein LSTM

Netzwerk zu konstruieren, das anschlieÿend mit den vorgestellten Arbeiten anderer ver-

glichen wird, um die Güte des Modells im Kontext zu ermitteln. Es wurde sich für diese

Netzwerkarchitektur entschieden, da LSTMs durch die Natur der Zeitreihendaten einen

entscheidenden Vorteil gegenüber anderen Methoden besitzen sollten, die wiederum den

zeitlichen Kontext nicht betrachten können.
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In diesem Kapitel wird der Aufbau und die Konstruktion beschrieben, nach dem ein

Klassi�kator entsteht und trainiert wird. Dabei wird zunächst beschrieben, wie die ex-

perimentelle Umgebung aufgebaut wird. Hieraus ergeben sich zusammenfassend die An-

forderungen an die Umgebung der Experimente, die erfüllt werden müssen, um einen

Klassi�kator erfolgreich trainieren und evaluieren zu können. Abschlieÿend werden die

Technologien aufgeführt, die für die Umsetzung gewählt wurden.

3.1 Konstruktion der experimentellen Umgebung

Die experimentelle Umgebung wird nach dem Knowledge Discovery in Databases (KDD)

Prozess von Fayyad et. al. [16] aufgebaut. Das allgemeine Ziel des KDD Prozesses ist

es, Wissen aus Daten zu gewinnen. Dafür beschreibt der KDD Prozess fünf Schrit-

te. Diese sind Selection, Preprocessing, Transformation, Data Mining und Interpreta-

tion/Evaluation. Der Prozess verarbeitet in jedem Schritt die vorliegenden Daten und

übergibt diese sequentiell an den nächsten Schritt. Das Ergebnis des letzten Schrittes,

der Evaluation, soll zu einem Wissenszuwachs führen. Falls das Ergebnis der Evaluation

nicht nutzbar ist, so kann der Prozess ab einem beliebigen Schritt wiederholt werden, bis

ein valides Ergebnis entsteht. Eine visuelle Repräsentation des KDD Prozesses wird in

Abbildung 3.1 dargestellt. Der KDD Prozess wurde ursprünglich für das Data Mining

entwickelt. Jedoch lässt sich der Prozess in seinen Kernkonzepten ebenso im Machine

Learning einsetzen, da die Struktur einen klaren Fokus auf die Daten besitzt. Im Folgen-

den werden die fünf Schritte des KDD Prozesses im Einzelnen aufgeführt. Die Ziele jedes

Schrittes werden für Machine Learning erläutert und es wird aufgezeigt, wie sie sich auf

den speziellen Anwendungsfall dieser Arbeit umsetzen lassen.
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Abbildung 3.1: Knowledge Discovery in Databases Prozess nach Fayyad et. al. [16]

3.1.1 Selection

Im Selektionsschritt werden die Daten ermittelt, die durch den Klassi�kator untersucht

werden sollen. Es können verschiedene Datenbestände kombiniert oder nur Teile eines

Datensatzes verwendet werden, je nachdem welcher Kontext für die gewählte Problem-

stellung relevant ist.

Die gewählten Daten dieser Arbeit wurden im Analysekapitel in Abschnitt 2.6 zuvor

erläutert. Dabei beschränkt sich diese Arbeit auf die bereits vorverarbeiteten Features

und zugehörigen Labels aus Aktivitätsklassen. Die folgenden Experimente werden nach

der Version des Datensatzes unterteilt und getrennt voneinander für das Training eines

Klassi�kators eingesetzt. Zuerst wird der Datensatz mit den ursprünglichen sechs La-

bels untersucht. Nach Abschluss der Experimente mit dem ersten Datensatz, wird der

Datensatz mit den alternativen 12 Labels betrachtet. Die verfügbaren Rohdaten oder

weitere Labels, wie die Zuordnung von Freiwilligen, werden im Zuge der Experimente

nicht weiter betrachtet.

3.1.2 Preprocessing

Im Vorverarbeitungsschritt werden die zuvor ausgewählten Daten angepasst, um irrele-

vante Daten herauszu�ltern, bestehende anzupassen oder weitere hinzuzufügen. Wurde

zum Beispiel eine Kombination aus zuvor unabhängigen Daten gewählt, wie die Kombi-

nation aus Wetter- und Straÿenverkehrsdaten, so müssen diese korrekt zusammengeführt
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werden. Bei realen Daten kann es zusätzlich zu Datenunreinheiten kommen, die vor der

weiteren Nutzung der Daten bereinigt werden müssen. So können entweder unvollstän-

dige Daten vorliegen, oder aber auch eine fehlerhafte Aufzeichnung der Daten. In beiden

Fällen müssen die Daten angepasst werden, um Fehler und ungewollte Interpretationen

der Daten im Training des Klassi�kators zu vermeiden.

Da der Datensatz, der in dieser Arbeit verwendet wird, unter Laborbedingungen erstellt

und bereits in bereinigter Form verö�entlicht wurde, entfällt das Bereinigen von feh-

lerhaften oder fehlenden Daten. In dieser Arbeit wird ebenso kein zusätzliches Feature

Engineering auf den Daten durchgeführt. Da die bereits vorverarbeiteten Daten von An-

guita et. al. [3] eingesetzt werden, entfällt der Vorverarbeitungsschritt im Zuge dieser

Arbeit.

3.1.3 Transformation

Im Transformationsschritt werden die vorverarbeiteten Daten in eine Form gebracht, die

für den Klassi�kator nutzbar ist. Es hängt vom eingesetzten Machine Learning Verfahren

ab, in welcher Form Daten vorliegen müssen, um nutzbar zu sein. Es existieren jedoch

Prinzipien, die für die meisten Machine Learning Verfahren gültig sind. Machine Learning

Verfahren benötigen stets numerische Features und Labels, die wiederum in Listen oder

Arrays zusammengeführt sind. Werden stattdessen, zum Beispiel Labels durch Zeichen-

ketten repräsentiert, müssen diese auf einen numerischen Bereich abgebildet werden.

Für die Features eines Datensatzes existieren diverse Methoden, die eingesetzt werden

können, um die Leistung des Verfahrens auf dem Datensatz zu optimieren. Die am häu-

�gsten eingesetzte Methode ist das Normalisieren der Features, bei dem alle Features auf

den Dezimalbereich von 0 bis 1 abgebildet werden. Der Datensatz von Anguita et. al.

[3], der in dieser Arbeit verwendet wird, verfügt über normalisierte Features und eine

numerische Abbildung der Aktivitätsklassen auf Labels von 1 bis 6, bzw. 1 bis 12.

Neben den genannten Transformationen, die von Anguita et. al. [3] bereits auf dem Da-

tensatz durchgeführt wurden, müssen die Labels im Zuge dieser Arbeit zusätzlich einem

One-Hot-Encoding [8] unterzogen werden. Das One-Hot-Encoding wird in der Klassi�-

kation eingesetzt, um numerische Labels in eine binäre Form zu bringen. Dabei wird aus

einem numerischen Label eine Liste gebildet. Die Länge der Liste entspricht der Anzahl

an Kategorien, die dem Klassi�kator bekannt sein sollen. Jedes Element der Liste re-

präsentiert eine der Kategorien. Eine Liste wird einer Kategorie zugeordnet, wenn das
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korrekte Element den Wert 1 besitzt und die restlichen Elemente der Liste mit dem

Wert 0 belegt sind. Im Falle dieser Arbeit muss jedes Label demnach auf eine Liste mit

6 Elementen abgebildet werden. Sollte ein Label die erste Kategorie repräsentieren, so

nimmt die Liste folgende Form an: [1, 0, 0, 0, 0, 0]. Nachdem der Transformationsschritt

durchgeführt wurde, ist der Datensatz für das Training des Klassi�kators nutzbar.

3.1.4 Data Mining/Machine Learning

Für das Data Mining wird in diesem Schritt das eigentliche Mining der transformierten

Daten durchgeführt. Für das Machine Learning wird stattdessen das Modell spezi�ziert

und auf den transformierten Daten trainiert. Ein Modell trainiert in einer vorher spezi-

�zierten Anzahl von Epochen. In jeder Epoche wird der Datensatz vollständig für das

Training untersucht.

Das Training über viele Epochen steht vor der Schwierigkeit, dass das trainierte Mo-

dell immer besser auf die spezi�schen Trainingsdaten vorbereitet ist und Gefahr läuft,

diese bloÿ auswendig zu lernen, anstatt sich auf generalisierbare Muster zu verlassen.

Dieses Problem wird als Over�tting bezeichnet [14]. Ein Modell mit hohem Over�tting

mag hervorragende Ergebnisse auf den Trainingsdaten liefern, wird es jedoch auf Daten

getestet, die dem Modell nicht aus dem Training bekannt sind, so wird es wesentlich

schlechtere Ergebnisse liefern. Under�tting stellt dabei das Gegenteil zum Over�tting

dar, einer geringeren Genauigkeit auf den Trainingsdaten, als auf den Testdaten. Um

Over�tting vorzubeugen, können verschiedene Maÿnahmen ergri�en werden. Der Daten-

satz wird hierzu in zwei Teile aufgeteilt. Ein gröÿerer Anteil der Daten wird regulär als

Trainingsdatensatz eingesetzt, ein kleinerer Teil wird dem Modell im Trainingsprozess

vorenthalten und als Testdatensatz genutzt. Das Modell kann so auf dem Testdatensatz

überprüft werden. Diese Überprüfung kann entweder nach einer Zahl von Epochen wie-

derholt durchgeführt werden, oder bloÿ ein einziges Mal beim Abschluss des Trainings.

Es ist anzustreben, die Erkennungsgenauigkeit des Modells für Trainings- und Testda-

tensatz in einem ähnlichen Rahmen zu halten. Ist eine klare Di�erenz in der Genauigkeit

zwischen den Trainings- und Testdaten erkennbar, ist dieses over- oder under�ttet und

das trainierte Modell mag weniger nützlich für unbekannte Daten sein, als die Ergebnisse

des Trainings vermuten lassen.

Nach dem beschriebenen Vorgehen wäre die Testgenauigkeit das Kriterium, um über die

Güte eines trainierten Modells zu entscheiden. Hierbei existiert trotz der zusätzlichen
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Maÿnahme immer noch eine Voreingenommenheit, oder Bias, gegenüber der Wahl des

besten Modellzustands. Um diesen Bias zu minimieren, kann der Trainingsdatensatz

erneut geteilt werden, um einen Validierungsdatensatz zu erzeugen, der ebenso wie der

Testdatensatz während dem Training vorenthalten wird [35]. So ergeben sich die drei

Teildatensätze als Trainings-, Test- und Validierungsdaten. Ein Modell wird nach diesem

Vorgehen in jeder Epoche auf den Trainingsdaten trainiert. Der Validierungsdatensatz

wird nach jeder Epoche eingesetzt, um eine erste Einschätzung der Güte des Modells zu

ermöglichen. Der Modellzustand mit der geschätzten, höchsten Güte wird nach Abschluss

des Trainings �nal auf dem Testdatensatz geprüft. Die resultierende Testgenauigkeit des

Modells liefert nun eine möglichst unvoreingenommene Einschätzung der allgemeinen

Leistung eines Modells für den Datensatz mit Ausblick auf weitere, unbekannte Daten

der gleichen Art.

Für diese Arbeit wird der Klassi�kator jeweils für eine konkrete Hyperparameterkon�gu-

ration trainiert. Das trainierende Modell wird nach jeder Epoche mit Hilfe der Validie-

rungsdaten in seiner geschätzten Güte überprüft. Für einen einzelnen Klassi�kator wird

der Modellzustand mit der höchsten geschätzten Güte persistiert, um nach Abschluss

des Trainings auf den Testdaten abschlieÿend getestet zu werden. Der Ablauf und die

Ergebnisse des Trainings müssen festgehalten werden, um anschlieÿend evaluiert werden

zu können. Dazu zählen alle Hyperparameterkon�gurationen, die für ein einzelnes Modell

vorgenommen wurden, der Trainingsverlauf mit der Trainings- und Validierungsgenau-

igkeit über den Verlauf der Epochen und die abschlieÿende Testgenauigkeit des Modells.

Hierdurch soll sichergestellt werden, dass der erzielte Modellzustand replizierbar und

sinnvoll interpretierbar ist.

3.1.5 Interpretation/Evaluation

Dem KDD Prozess nach werden im Interpretationsschritt die erkannten Muster, die durch

das Data Mining entstanden sind, interpretiert und evaluiert. Durch die Interpretation der

Ergebnisse sollen nützliche Informationen gewonnen werden. Sollte dies nicht erfolgreich

gelungen sein, so kann der KDD Prozess, wie beschrieben, wiederholt werden.

Im Zuge dieser Arbeit sollen die entstandenen Klassi�kationsmodelle betrachtet und ein-

geschätzt werden. Hierbei unterteilen sich die Experimente in zwei Gruppen, die zuerst

getrennt voneinander untersucht werden. Diese unterteilen sich in die zwei Versionen des

Datensatzes. Zuerst werden die Experimente pro Gruppe in ihrer Gesamtheit betrachtet
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und untersucht, welche Auswirkungen die untersuchten Hyperparameter im Allgemeinen

hatten. Darauf folgend wird eine Auswahl der entwickelten Modelle im Einzelnen evalu-

iert. Der Trainingsverlauf wird betrachtet, um zu überprüfen, ob Over�tting oder ande-

re erkennbare Phänomene vorliegen. Auÿerdem wird die Konfusionsmatrix des Modells

auf den Testdaten betrachtet. Eine Konfusionsmatrix stellt die vom Modell vorherge-

sagten und die tatsächlichen Labels des Datensatzes gegenüber [45]. Hierdurch können

die häu�gsten und seltensten Verwechselungen von Kategorien aufgezeigt werden, die

einen Einblick in die Vorgehensweise des konkreten Modells bieten. Das Ziel der Betrach-

tung einzelner, ausgewählter Modelle ist es, eine Einschätzung geben zu können, wo die

Stärken und Schwächen des Modells in der Erkennung der Kategorien liegen. Hierdurch

kann detailliert die mögliche Leistung auf neuen Datenbeständen der gleichen Art einge-

schätzt werden. Anschlieÿend werden die einzeln betrachteten Modelle einerseits pro ver-

wendetem Datensatz und andererseits datensatzübergreifend gegenübergestellt. So sollen

übergreifende Verhaltensweisen erkennbar werden, die eine allgemeine Einschätzung er-

möglichen, wie sich LSTM Modelle für den gewählten Datensatz verhalten. Auÿerdem

wird ersichtlich, welche Maÿnahmen am e�ektivsten wären, um in einer Fortführung der

Experimente die Ergebnisse weiter zu verbessern.

Zusätzlich zu dem Vergleich der entstandenen Klassi�kationsmodelle untereinander, kön-

nen ebenso die in Abschnitt 2.7 vorgestellten Klassi�katoren hinzugezogen werden. Hier-

durch können die Ergebnisse dieser Arbeit und die Relevanz von LSTMs im Allgemeinen

für den Datensatz im Kontext eingeordnet und verglichen werden, wo Gemeinsamkeiten

oder Unterschiede zwischen den Ergebnissen liegen.

3.2 Zusammenfassung der Anforderungen an die

experimentelle Umgebung

Die experimentelle Umgebung erfolgt nach dem KDD Prozess. Für den KDD Prozess

müssen fünf Schritte umgesetzt werden. Datenselektion, Vorverarbeitung der Daten,

Transformation der Daten, Training des Machine Learning Verfahrens, sowie die In-

terpretation und Evaluation der Ergebnisse. Die ersten drei Schritte sind bereits zum

gröÿten Teil durch den gewählten Datensatz umgesetzt, weshalb die eigene Umsetzung

entfällt. Es bleibt lediglich die Transformation des Datensatzes in eine Form, die vom

gewählten Machine Learning Verfahren genutzt werden kann. Dabei muss einerseits das
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Format der Features und Labels beachtet werden, andererseits die Aufteilung des gesam-

ten Datensatzes in Trainings-, Validierungs- und Testdaten.

Der Fokus dieser Arbeit liegt auf dem Machine Learning und Evaluationsschritt. Für

den Machine Learning Schritt muss der zu trainierende Klassi�kator die transformierten

Daten zusammen mit einer Kon�guration von Hyperparametern entgegennehmen. Da-

mit soll anschlieÿend ein Modell de�niert und auf den Trainingsdaten trainiert werden.

Nach jeder Trainingsepoche wird das Modell mit den Validierungsdaten vorläu�g einge-

schätzt. Sobald der Trainingsprozess abgeschlossen ist, soll das entstandene Modell auf

den Testdaten überprüft werden. Das resultierende Ergebnis muss persistiert werden, um

anschlieÿend evaluiert werden zu können.

Der gesamte Prozess soll für verschiedene Hyperparameter beliebig oft wiederholbar sein.

Dadurch muss vorher ein Suchraum von möglichen Hyperparameterkon�gurationen de-

�nierbar sein, der über die verschiedenen Trainings untersucht wird. Auÿerdem soll der

Prozess für beide Versionen des Datensatzes unabhängig voneinander anwendbar sein.

3.3 Eingesetzte Technologien

Für die programmatische Umsetzung der experimentellen Umgebung wurde die Pro-

grammiersprache Python gewählt [57] [46]. Für Python liegen eine Vielzahl von Machine

Learning Bibliotheken vor, mit denen die Sprache allgemein den Standard für die Umset-

zung von Machine Learning Anwendungen darstellt. Diese Arbeit nutzt für die benötigten

Machine Learning Methoden, wie die Erstellung eines LSTM Netzwerks, die Bibliothek

TensorFlow [18]. Zusätzlich wird die Bibliothek Keras [32] als High Level API zu Ten-

sorFlow ergänzend genutzt, um die Nutzung der Funktionen zu vereinfachen.

Für die benötigten Datentransformationen vor dem Training wird unterstützend die Bi-

bliothek numpy eingesetzt, die diverse mathematische Funktionen und Listenoperationen

zur Verfügung stellt. Zur programmatischen Erstellung von Tabellen und Graphen für

die Evaluation wird die Bibliothek matplotlib genutzt.

Zusätzlich soll das Training der Modelle in einer virtuellen Umgebung statt�nden. Hier-

für wurde Docker [15] als Technologie gewählt. Hiermit können virtuelle Container de�-

niert werden, die die Quellcodedateien und den Datensatz beinhalten. Die Ergebnisse des

Trainings können auÿerhalb des Containers durch die Angabe eines Volumes persistiert

werden.
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Nachdem in Kapitel 3 beschrieben wurde, nach welcher Vorgehensweise die Experimente

durchgeführt werden sollen, evaluiert dieses Kapitel die entstandenen Ergebnisse. Dazu

wird zuerst die Ausführung der Experimente zusammengefasst. Danach werden die besten

Modelle pro Netzwerktiefe für sich und untereinander evaluiert. Zum Schluss werden die

erlangten Ergebnisse den Ergebnissen anderer Arbeiten gegenübergestellt und im Kontext

eingeordnet.

4.1 Ablauf der Experimente

Die Experimente werden in drei Schritten zusammengefasst. Im ersten Schritt wird be-

schrieben, welche maÿgeblichen Entscheidungen in der Umsetzung der experimentellen

Umgebung getro�en und wie die Trainingszyklen aufgebaut wurden. Im zweiten Schritt

wird in gröÿerem Detail beschrieben, nach welchem Prozess der Suchraum an Hyperpara-

meterkon�gurationen festgelegt wurde. Im dritten Schritt werden zuletzt die Ergebnisse

in ihrem Umfang pro Experiment, den erzielten Testgenauigkeiten und der Dauer der

Trainings präsentiert.

4.1.1 Durchführung

Die experimentelle Umgebung wurde vollständig innerhalb eines Python Projektes ange-

legt, um eine Virtualisierung durch einen Docker Container möglichst einfach zu gestal-

ten. Zur Persistierung von und zum Zugri� auf Daten wurde sich für eine Verwaltung

mittels eines lokalen Dateisystems entschieden, auf den ein Docker Container durch ein

Volume ohne Probleme zugreifen kann. Dieses wurde auÿerdem dadurch begründet, dass

der Datensatz selbst in Form von Textdateien zur Verfügung steht und mit einer Gröÿe

von 201 MB über beide Versionen keine Probleme beim Einlesen oder Zwischenspeichern

im Hauptspeicher verursacht.
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Für das Einlesen des Datensatzes mussten zuvor die vorhandenen Textdateien der Featu-

res angepasst werden. Dies wurde dadurch notwendig, dass zur optischen Darstellung der

Daten unterschiedlich viele Leerzeichen zwischen den Features eingefügt wurden. Es wur-

de händisch eine gleichmäÿige Form mit einzelnen Leerzeichen erzeugt. Eine alternative

Option wäre es gewesen, die korrekte Form beim Einlesen der Dateien programmatisch

umzusetzen. So wäre der Transformationsschritt jedoch bei jedem Einlesen der Dateien

erneut erforderlich gewesen.

Nachdem die Features und Labels eingelesen wurden, wurden sie direkt in ein korrektes

Format transformiert. In dieser Arbeit wurden Modelle durch ein mehrschichtiges LSTM

Netzwerk aus der Layers Bibliothek von Keras umgesetzt. Dazu müssen die Features und

Labels des Datensatzes in Form eines dreidimensionalen Arrays an ein Modell überge-

ben werden. Die drei Dimensionen umfassen in Reihenfolge die Anzahl an Samples, die

Anzahl an Zeitschritten pro Sample und die Gröÿe des Featurevektors pro Zeitschritt.

Ein Sample bezeichnet dabei eine beliebige Anzahl an Zeitschritten, die einem Modell im

Training sequentiell übergeben werden, ohne den Zustand des Modells zurückzusetzen.

Die Gröÿe der Samples, oder Sample Size, entscheidet somit über die Länge des Gedächt-

nisses des LSTMs, bevor dieses für das nächste Sample zurückgesetzt wird. Die Sample

Size wurde als Hyperparameter für das Einlesen der Daten festgelegt, um über mehre-

re Trainings dynamisch festlegbar zu sein. Die Labels wurden zusätzlich zur oben be-

schriebenen Transformation durch ein One-Hot-Encoding [8], welches in Abschnitt 3.1.3

beschrieben wurde, transformiert. Es wurde auÿerdem ein Mechanismus entwickelt, der

eine Überlappung von 50% für die Zeitschritte der Samples erzeugt, um die Menge der

trainierbaren Daten zu erhöhen, ohne die Daten zu verändern. Dieser Mechanismus wur-

de jedoch schlussendlich nicht genutzt, da keine Verbesserung des Trainingsergebnisses

festgestellt werden konnte, sondern bloÿ ein erhöhter zeitlicher Aufwand pro Epoche.

Die De�nition eines LSTM Netzwerks wurde dynamisch umgesetzt, um unter anderem

eine beliebige Anzahl von Hidden Layern zu erlauben. Ein LSTM Layer beinhaltet dabei

die Menge an Neuronen und die Eingabeform, die der Form der transformierten Features

entspricht. Hinter jedem LSTM Layer wurde auÿerdem ein Dropout Layer hinzugefügt,

um Over�tting zu vermeiden [55]. Hinter den LSTM Layern wurde ein Dense Layer ein-

gesetzt, um das Ergebnis des Modells auf die korrekte Form der Labels mit 6 bzw. 12

Gewichtungen zu bringen. Dabei handelt es sich um ein einfaches neuronales Netz, das

als Output Layer des Modells dient. Das Modell wurde anschlieÿend mit Categorical

Cross-Entropy [40] als Loss Funktion, dem Adam Optimizer [33] und der Genauigkeit

des Modells als Metrik kompiliert. Für den Adam Optimizer ist eine dynamische Lear-
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ning Rate und Decay Rate kon�gurierbar. Die Decay Rate stellt dabei eine zusätzliche

Funktion für den Adam Optimizer bereit, bei der die Learning Rate im Verlauf der Epo-

chen verkleinert wird. Für die Ausführung des Modells wurde eine variable Batch Size

hinzugefügt, die die Anzahl an trainierten Zeitschritten festlegt, nach der die Gewich-

tungen des Modells aktualisiert werden. Die Anzahl an Hidden Layern, die Menge von

Neuronen pro Hidden Layer, die Learning Rate und Decay Rate des Adam Optimizers,

die Rate des Dropouts und die Batch Size wurden als Hyperparameter aufgenommen.

Für den Validierungsdatensatz wurden 10% der Trainingsdaten gewählt, die dem Mo-

dell während dem Training vorenthalten wurden. Die Samples beider Datensätze wurden

anschlieÿend zufällig angeordnet. Für ein Modell, das dem oben beschriebenen Aufbau

folgt, wurden auÿerdem einige zusätzliche Funktionen angefügt, die das Training optimie-

ren und aufzeichnen. Zunächst wurde ein Early Stopping Mechanismus [47] hinzugefügt,

der die Entwicklung der Genauigkeit eines Modells überwacht. Sollte ein Modell sich

innerhalb einer festgelegten Anzahl an Epochen nicht weiter verbessern, so wurde das

Training vorzeitig beendet. Durch Experimentieren wurde die Toleranzschwelle auf 50

Epochen festgelegt. Ein Modell, dass zusätzlich nach den ersten 50 Epochen unter 92,0%

Validierungsgenauigkeit verbleibt, wurde ebenso verfrüht beendet. Diese zusätzliche Be-

dingung wurde ergänzt, da erste Versuche zeigten, dass Modelle unter dem Schwellenwert

auch bei einem langen, weiteren Training nicht in der Lage waren, herausragende Ergeb-

nisse zu erreichen. Als nächstes wurde ein Mechanismus eingesetzt, der ein trainierendes

Modell in seiner höchsten, geschätzten Güte durch die Validierungsgenauigkeit, als binäre

Datei persistierte. Dieser Modellzustand wurde nach Abschluss des Trainings eingesetzt,

um die Genauigkeit auf den Testdaten zu ermitteln. Auÿerdem wurde der gesamte Ver-

lauf des Trainings in einer .csv Datei gespeichert, um im Nachhinein ausgewertet werden

zu können. Analog wurden alle relevanten Informationen, wie die Länge des Trainings,

die erzielte Test- und Validierungsgenauigkeit und die Hyperparameter des Modells in

einer .json Datei zu jedem Modell gespeichert.

Um die Kontrolle über bereits trainierte Modelle und das Auswerten der Ergebnisse auto-

matisieren zu können, wurde eine gemeinsame Referenzdatei angelegt. In dieser wurden

die Bezeichner der Modelle und die wichtigsten Informationen, wie die erzielte Genauig-

keit und die untersuchte Hyperparameterkon�guration tabellarisch aufgezeichnet. Über

den Modellbezeichner konnten die zugehörigen Dateien des Modells aus�ndig gemacht

werden. Auÿerdem konnte so sichergestellt werden, dass eine bereits untersuchte Hyper-

parameterkon�guration kein zweites Mal untersucht wurde.
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Um das Trainieren von Modellen mit unterschiedlichen Hyperparametern zu automati-

sieren, wurde vor dem Start des ersten Trainings eine Datei erzeugt, die alle möglichen

Kombinationen an Hyperparametern in einem Suchraum zusammenfasst. Es existieren

verschiedene Vorgehensweisen, um aus dem Suchraum eine Hyperparameterkon�guration

auszuwählen, mit der ein Modell trainiert werden soll. Die einfachste Vorgehensweise wäre

Grid Search. Hierbei würde für das erste Modell die erste Hyperparameterkon�guration

des Suchraums ausgewählt werden, für das zweite Modell die zweite Hyperparameter-

kon�guration und entsprechend für alle weiteren Modelle. Bei groÿen Suchräumen, die

zu viele Hyperparameterkon�guration besitzen, so dass nur ein Teil von ihnen untersucht

werden kann, hat Grid Search den Nachteil, dass nicht die volle Breite an Möglichkei-

ten untersucht wird, da dies von der Sortierung des Suchraums abhängig ist [5]. Aus

diesem Grund wurde in dieser Arbeit stattdessen nach dem Random Search Verfahren

entschieden, welche Hyperparameterkon�guration für ein Modell gewählt wurde. Dabei

wurde für jedes neu zu trainierende Modell eine zufällige Hyperparameterkon�guration

bestimmt, um eine umfassendere Untersuchung zu erlauben. Auch wenn weitere Ver-

fahren neben Random Search existieren, die noch e�zienter im Finden von optimalen

Hyperparametern sind, sind diese ebenso mit erheblich höherem Umsetzungsaufwand

verbunden, weshalb sie in dieser Arbeit nicht näher betrachtet wurden.

Mit Hilfe des Suchraums der zu untersuchenden Hyperparameterkon�gurationen und

der Referenzdatei der bereits abgeschlossenen Trainings wurde eine Schleife de�niert, die

sequentiell neue Hyperparameterkon�gurationen auswählt, aus ihnen LSTM Modelle de-

�niert, diese trainiert und anschlieÿend testet. Um eine Parallelisierung von Trainings zu

ermöglichen, wurden diese in eigenen Threads gestartet. Der Zugri� auf die gemeinsame

Referenzdatei stellte hierbei kein Problem dar, da jedes Modell bloÿ eine einzelne Zeile

in einem einzigen Schreibaufruf hinzufügte. Im Verlauf des Trainings zeigte sich jedoch,

dass die gewählte Bibliothek Keras in Kombination mit einem statusbehafteten Modell,

wie dem LSTM, den Kontext, der für das Training erstellt wurde, nach jedem trainierten

Modell neu starten musste. Wurde unter diesen Umständen versucht, ein zweites Modell

im gleichen Kontext zu erzeugen, entstanden Fehler. Diese kamen dadurch vor, dass fest-

gelegte, interne Parameter für vorherige Modelle nicht überschrieben werden konnten.

Um dieses Problem zu umgehen, wurde aus der Schleife heraus für jedes einzelne Trai-

ning der Kontext neu gestartet. Auÿerdem zeigte sich bei dem Einsatz einer GPU statt

einer CPU, dass die Parallelisierung von Threads nicht möglich war. Dies war dadurch

bedingt, dass zu jedem Zeitpunkt nur ein einzelner erzeugter Kontext Zugri� auf die

GPU hatte. Versuchte ein zweiter Kontext, während der Laufzeit des ersten Kontextes,
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auf die GPU zuzugreifen, so kam es zum Kon�ikt und der erste Kontext wurde beendet.

Durch diese Einschränkungen konnten Trainings bloÿ sequentiell statt�nden.

Es wurde entschieden, ein einzelnes Experiment als die Findung möglichst optimaler Hy-

perparameter für ein Netzwerk mit einer festen Tiefe von Hidden Layern zu einem der

beiden Versionen des Datensatzes zu de�nieren. Dazu wurde jedes Experiment mit einer

gleichmäÿigen Menge von Hyperparameterkon�gurationen untersucht, um eine ausgewo-

gene Basis für weitere Vergleiche zu erscha�en. Auÿerdem wurde, für eine ausgewogene

Vergleichsbasis, vor der Durchführung der eigentlichen Experimente eine Reihe von hän-

disch ausgewählten Hyperparameterkon�gurationen untersucht, die anschlieÿend für den

�nalen Suchraum eingegrenzt wurden. So sollte sichergestellt werden, dass das Hyperpa-

rameter Tuning möglichst e�zient abläuft und alle Experimente auf der gleichen Basis

erfolgen. Im nächsten Abschnitt wird die Selektion der Hyperparameterkon�gurationen

im Detail beschrieben.

4.1.2 Ermittlung des Suchraums der Hyperparameter

Hyperparameter

Layer

Neurons

Batch Size

Sample Size

Dropout

Learning Rate

Decay

Tabelle 4.1: Liste der
Hyperpa-
rameter

Wie in Abschnitt 4.1.1 beschrieben wurde, wurde zunächst ei-

ne Menge von Hyperparametern ausgewählt, die beim Training

eines Modells einstellbar waren, um die Leistung zu optimieren.

Als erstes war die Tiefe des Netzwerks mit der Anzahl an Hidden

Layern einstellbar. Dieser Hyperparameter wurde zusätzlich zur

Unterteilung der einzelnen Experimente eingesetzt. Als nächstes

legte der Neurons Hyperparameter fest, wie viele Neuronen pro

Hidden Layer eingestellt werden sollen. Dies musste pro Hidden

Layer unabhängig voneinander möglich sein. Auÿerdem war die

Batch Size kon�gurierbar, um die Geschwindigkeit des Trainings

zu optimieren. Die Sample Size war dynamisch einstellbar, um

die maximale Gedächtnisgröÿe des Modells während des Trai-

nings zu kontrollieren. Hiermit konnte überprüft werden, welche

Auswirkungen, ob positiv oder negativ, der zeitliche Kontext für die Modelle hatte. Das

Dropout wurde als Maÿnahme gegen Over�tting eingesetzt. Die Learning Rate war ein

prominenter Hyperparameter, der bei neuronalen Netze im Allgemeinen meist die gröÿ-

te Auswirkung auf die Leistung eines Modells hat [60]. Das Decay wurde zusätzlich als

Option des gewählten Optimizers Adam eingesetzt. Eine Au�istung der gewählten Hy-

perparameter ist in Tabelle 4.1 zu sehen.
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Um alle Experimente auf der gleichen Basis durchzuführen, wurden die zu untersuchenden

Hyperparameterkon�gurationen im Vorfeld selektiert. Umfangreiche Experimente von

Gre� et. al. [20] zeigten, dass die Hyperparameter eines LSTMs so gut wie unabhängig

zueinander sind. Dadurch ist es möglich die Kon�gurationen einzelner Hyperparameter

individuell anzupassen, ohne dass gravierende unvorhergesehene E�ekte in der Leistung

eintreten. Deshalb wurden diverse Kon�gurationen für alle Hyperparameter untersucht

und die besten anschlieÿend dem Suchraum der Experimente hinzugefügt. Im Folgenden

werden die untersuchten Hyperparameterkon�gurationen pro Hyperparameter betrachtet

und diskutiert, welche Hyperparameter nach diesen ersten Untersuchungen eine potenti-

ell groÿe oder kleine Auswirkung auf die Leistung der Modelle haben. Nichtsdestotrotz ist

diese Betrachtung nur zur Unterstützung in der Wahl der Hyperparameterkon�guratio-

nen gedacht und nicht als primäres Kriterium. Da in den Untersuchungen die Zuordnung

von Hyperparameterkon�gurationen und ihrer erzielten Genauigkeit nicht isoliert pro

Hyperparameter in der gesamten Kon�guration betrachtet werden kann, besteht stets

die Möglichkeit, dass zufällige Konstellationen das Ergebnis für einzelne Kon�gurationen

beein�ussen. Um der gegenseitigen Beein�ussung der Hyperparameter in ihren Ergeb-

nissen entgegenzugehen, wurde der Durchschnitt über die Ergebnisse einzelner, gleicher

Hyperparameterkon�gurationen gebildet. Aus zeitlichen Gründen wurden auÿerdem nur

Modelle mit einem Hidden Layer betrachtet. Zusätzlich wurden die Modelle nur auf

der ersten Version des Datensatzes untersucht. Da der zweite Datensatz lediglich eine

Erweiterung des ersten Datensatzes ist, konnte angenommen werden, dass die Erkennt-

nisse der Untersuchungen für beide Versionen gleichwertig anwendbar sind. Nachdem

die Hyperparameter im einzelnen betrachtet wurden, wird der entstandene Suchraum

zusammengefasst, der sich aus den Untersuchungen ergeben hat.

Wie in Tabelle 4.2 einsehbar, wurden 13 verschiedene Kon�gurationen für die Neuronen

untersucht. Die linke Spalte (Kon�g.) zeigt die jeweils untersuchte Kon�guration. Die

mittlere Spalte (###) zeigt die Menge an Trainings, die mit der Kon�guration untersucht

wurden. Die rechte Spalte (III (%)) zeigt das durchschnittliche Ergebnis für eine Kon�-

gurationen über alle zugehörigen Trainings.

Durch diese Betrachtungsweise soll eine möglichst klare Interpretation der Ergebnisse

ermöglicht werden. Im ersten Schritt wurden die Zweierpotenzen zwischen 64 und 1024

betrachtet. Es wurde bereits in den ersten, wenigen Untersuchungen deutlich, dass die

Komplexität des Datensatzes verhältnismäÿig gering ist, da selbst bei nur einem Hid-

den Layer wenige Hundert Neuronen bereits die besten Ergebnisse erzielen. 1024 Neu-

ronen wurden lediglich mit einem Modell überprüft, da dieses bereits äuÿerst langsam
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Neurons

Kon�g. ### III (%)

200 130 95,62
300 123 95,53
150 124 95,41
250 123 95,11
100 134 94,86
350 68 94,31
256 155 93,49
192 162 93,35
384 127 93,30
128 48 91,91
64 16 90,90
512 14 86,90
1024 1 32,44

Tabelle 4.2: Erste Untersuchung der Neuronen

im Trainingsvorgang war und mit einem massiven Abstand mit 32,44% das schlechteste

Ergebnis aller getesteten Modelle hervorbrachte. Ein Modell mit 1024 Neuronen besitzt

augenscheinlich weit mehr Parameter, als es für den Datensatz nötig war, was zu einer

starken Unsicherheit des Modells führt. Im zweiten Schritt wurden feingranularere Inter-

valle in der vielversprechendsten Reichweite von Neuronen hinzugefügt. Schlussendlich

zeigte sich, dass Modelle mit einer Anzahl von zwischen 100 und 300 Neuronen, die bes-

ten Ergebnisse hervorbrachten. Auÿerdem wurde gezeigt, dass weniger als 100 Neuronen

und wesentlich mehr Neuronen als 300 zu teils starken Leistungseinbuÿen führen. Für den

Suchraum der Experimente wurden Kon�gurationen zwischen 100 und 300 in Schritten

von 50 Neuronen gewählt.

Im Vergleich zu der Anzahl an Neuronen zeigte die Batch Size wesentlich weniger Aus-

wirkungen auf die Leistung des Modells. Wie in Tabelle 4.3 gezeigt wird, variieren die

durchschnittlichen Leistungen bloÿ bei einer Batch Size von 50 oder mehr erkennbar.

Jedoch wirkte sich eine kleinere Batch Size positiv auf die Trainingsgeschwindigkeit aus.

Aus diesem Grund wurde als Kompromiss aus den untersuchten Leistungen und der

Trainingsgeschwindigkeit eine Batch Size von 20 für die Experimente gewählt.

Für die Sample Size ist in Tabelle 4.4 zu erkennen, dass generell gröÿere Gedächtnisse

bessere Leistungen erzielen, als kleinere Gedächtnisse. Durch dieses Verhältnis ergibt

sich bereits ein erster Einblick in die Auswirkungen des zeitlichen Kontext und dass
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Batch Size

Kon�g. ### III (%)

30 321 95,75
10 108 95,54
20 95 95,48
25 141 94,64
40 86 94,02
50 250 93,59
75 186 91,59
100 38 90,02

Tabelle 4.3: Erste Untersuchung der Batch Size

Sample Size

Kon�g. ### III (%)

200 66 95,82
150 197 95,45
110 61 95,39
130 64 94,96
120 73 94,58
140 69 94,47
70 24 94,46
90 153 94,15
100 334 94,12
75 20 93,48
80 145 92,25
50 12 90,33
25 7 75,27

Tabelle 4.4: Erste Untersuchung der Sample Size

dieser scheinbar einen positiven Ein�uss auf die Leistung des Modells besitzt. Es werden

jedoch mehr Untersuchungen benötigt, um diese Erkenntnis zu konkretisieren. Dies ist

daran zu erkennen, dass kein striktes Verhältnis zwischen einer höheren Sample Size und

einem besseren Ergebnis vorliegt. Gleichzeitig bedeutet eine hohe Sample Size ebenso

eine geringe Anzahl an Samples. Da der Datensatz jedoch allgemein nur wenige Daten

besitzt, ist dieses Verhältnis wichtig, um das Training nicht ungewollt zu verschlechtern.

Um die Gröÿe der Samples und der Anzahl an Samples möglichst ausgewogen zu halten,

wurde für den Suchraum eine Sample Size zwischen 50 und 125 in Schritten von 25

Zeitschritten gewählt.
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Dropout

Kon�g. ### III (%)

0.1 77 94,49

0.001 362 94,43

1e-05 265 94,42

0.0 67 94,41

0.0001 259 94,12

0.01 195 93,49

Tabelle 4.5: Erste Unter-
suchung des
Dropouts

In Tabelle 4.5 ist zu erkennen, dass zwischen den un-

tersuchten Kon�gurationen für das Dropout bloÿ ein

Leistungsunterschied von 1% liegt. Dies ist jedoch nicht

verwunderlich, da das Dropout primär zur Reduzierung

von Over�tting eingesetzt wird und nicht zur strikten

Leistungsverbesserung. Auch wenn die durchschnittlich

besten Ergebnisse bei einem Dropout von 0.1 erzielt

wurden, wird diese Kon�guration nicht für den Such-

raum ausgewählt. Der Grund ist, dass die Leistung zwi-

schen den Epochen eines solchen Modells starke Einbu-

ÿen erleidet, die zunächst neu erlernt werden müssen, da

zu radikal gelernte Gewichtungen entfernt werden. Dies

erhöht einerseits die Gesamtmenge an Epochen, die ein

Modell zum Trainieren benötigt und andererseits vari-

ieren die Ergebnisse sehr stark und sind damit nicht verlässlich. Schlussendlich wurden

0.01, 0.001 und 0.0001 als mögliche Kon�gurationen für das Dropout im Suchraum ge-

wählt.

Learning Rate

Kon�g. ### III (%)

0.0025 125 96,00
0.001 337 95,76
0.005 257 95,61
0.01 177 95,28
0.0005 86 94,29
0.025 62 94,25
0.0001 15 88,05
0.05 162 87,89
0.1 4 48,49

Tabelle 4.6: Erste Untersuchung der Learning Rate

Wie aus allgemeinen Erkenntnissen zu neuronalen Netzen zu vermuten war, zeigt sich,

dass die Learning Rate einen groÿen Ein�uss auf die Leistung der Modelle besitzt. Über

alle Hyperparameter hat die Learning Rate mit 96% die höchste, durchschnittliche Leis-

tung erzielt. Dies kann in Tabelle 4.6 eingesehen werden. Eine Learning Rate von 0.05 oder

mehr hat starke negative Auswirkungen auf das Modell. Gleiches ist für eine Learning

Rate von 0.0001 erkennbar, auch wenn in diesem Fall wesentlich weniger durchgeführ-
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te Untersuchungen vorliegen, was das Ergebnis durch Zufall verfälschen mag. Am Ende

wurden 0.005, 0.0025, 0.001 und 0.0005 als Kon�gurationen der Learning Rate für den

Suchraum gewählt.

Decay

Kon�g. ### III (%)

0.00025 140 95,60
0.0025 126 95,54
0.0005 54 94,43
0.005 56 94,33
0.0 138 94,19

0.0001 343 93,99
0.001 324 93,91
0.01 40 92,35
0.1 4 62,42

Tabelle 4.7: Erste Untersuchung des Decays

Für das Decay ist in Tabelle 4.7 zu erkennen, dass ein kleineres Decay durchaus einen

positiven E�ekt besitzt. Ein zu hohes Decay zeigt jedoch auch einen sehr negativen Ein-

�uss. Gleichzeitig ist das durchschnittliche Ergebnis mit keinem Decay (0.0) nur etwas

über 1% schlechter, als das beste Ergebnis von 0.00025. Die Ergebnisse folgen ähnlich

zur Sample Size keinem klaren Verhältnis zum Ergebnis. Aus diesem Grund werden nur

kleinere Werte für den Suchraum übernommen. Es wurden 0.0, 0.005, 0.0025, 0.0005 und

0.00025 als Kon�gurationen für den Suchraum gewählt.

Hyperparameter Kon�gurationen

Neuronen 100, 150, 200, 250, 300
Sample Size 50, 75, 100, 125
Dropout 0.01, 0.001, 0.0001
Learning Rate 0.005, 0.0025, 0.001, 0.0005
Decay 0.0, 0.005, 0.0025, 0.0005, 0.00025

Tabelle 4.8: Gewählte Hyperparameterkon�gurationen

Nachdem nun für jeden einzelnen Hyperparameter mögliche Kon�gurationen untersucht

und unter ihnen die vielversprechendsten ausgewählt wurden, ergibt sich in Summe der

�nale Suchraum, der für alle folgenden Experimente eingesetzt wird. Die gewählten Hy-

perparameterkon�gurationen werden in Tabelle 4.8 zusammengefasst. Hieraus ergibt sich
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Netzwerktiefe Gröÿe

1 1500
2 7500
3 37.500
4 187.500
5 937.500

Tabelle 4.9: Gröÿe des Suchraums von Hyperparameterkon�gurationen

pro Tiefe des Netzwerks eine spezielle Anzahl an möglichen Zusammenstellungen. Selbst

mit einer starken Reduzierung der zu untersuchenden Kon�gurationen, ergibt sich für

tiefere Netzwerke eine groÿe Menge an möglichen Zusammenstellungen. Wie in Tabelle

4.9 einzusehen ist, wächst der Suchraum von 1500 möglichen Hyperparameterkon�gura-

tionen für ein Netzwerk mit einem Hidden Layer bereits auf 7500 für zwei Hidden Layer.

Allgemein steigert sich der zu untersuchende Suchraum pro weiterem Hidden Layer um

einen Faktor von 5 zum nächst kleineren Netzwerk. Da ein tieferes Netzwerk ebenso einen

längeren zeitlichen Aufwand pro trainierendem Modell besitzt, wird es schnell in abseh-

barer Zeit unmöglich, einen Suchraum vollständig zu untersuchen. Hierzu ist erkennbar,

warum ein e�zientes Auswahlverfahren wie Random Search, das unter 4.1.1 beschrieben

wurde, ein wichtiger Faktor für das Hyperparameter Tuning ist.

4.1.3 Ergebnisse

Nachdem in Abschnitt 4.1.2 zunächst der Suchraum für die Experimente aus mögli-

chen Hyperparameterkon�gurationen ermittelt wurde, werden in diesem Abschnitt die

Ergebnisse der durchgeführten Experimente zusammengefasst. Insgesamt wurden im Zu-

ge dieser Arbeit 10.270 Modelle über alle Experimente trainiert. In Tabelle 4.10 wird

aufgezeigt, wie sich die Gesamtzahl an trainierten Modellen in die einzelnen Experimen-

te aufteilt. Es wurden Modelle mit einer Netzwerktiefe von bis zu fünf untersucht. Dies

wurde während dem Training festgelegt, nachdem ersichtlich wurde, bei welcher Tiefe die

entwickelten Modelle die besten Testgenauigkeiten erzielen. Die 1225 trainierten Modelle

für den ersten Datensatz mit einem Hidden Layer, die gesondert aufgefasst werden, sind

dabei die Untersuchungen für den Suchraum. Für die Experimente beider Datensatzver-

sionen mit einem Hidden Layer wurde der Suchraum vollständig untersucht, alle weiteren

Experimente jedoch nur anteilig. Aus diesem Grund wurde die Anzahl der untersuchten
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Hyperparameterkon�gurationen für die erste Datensatzversion möglichst angeglichen.

Datensatzversion 1 (2.6.1)

Netzwerktiefe Anzahl Modelle

1 1225 + 1500
2 1185
3 1012
4 1034
5 1001

1225 + 5732

Datensatzversion 2 (2.6.2)

Netzwerktiefe Anzahl Modelle

1 1500
2 837
3 568
4 207
5 201

3313

Tabelle 4.10: Aufteilung der trainierten Modelle pro Experiment

Bei der zweiten Datensatzversion zeigte sich jedoch, dass die Trainings oft eine gröÿere

Anzahl an Epochen benötigten, als die der ersten Version. Gleichzeitig erreichten die

besten erzielten Testgenauigkeiten im direkten Vergleich geringere Ergebnisse. In Tabelle

4.11 wird dieses Verhältnis aufgezeigt. Aus diesem Grund wurden die Experimente der

zweiten Datensatzversion kürzer gehalten und beendet, sobald ihre Leistung, über die je-

weils besten Modelle gemessen, stagnierte. Alle Experimente wurden unter Einsatz einer

GTX 1060 mit 6 GB VRAM und 32 GB RAM durchgeführt.

Um das allgemeine Resultat der durchgeführten Experimente zu diskutieren, zeigt Ta-

belle 4.11 eine Übersicht der einzelnen Experimente. Jedem Experiment wird die erzielte

Testgenauigkeit im Minimum, Mittel und Maximum und analog die Anzahl der Trai-

ningsepochen zugeordnet. Für die erste Datensatzversion werden bei einer Netzwerktiefe

von zwei die besten Ergebnisse erzielt, mit einem ähnlichen Leistungsabfall zu einem und

drei Hidden Layern. Die erzielte Genauigkeit sinkt bei jeder Vergröÿerung der Netzwerk-

tiefe. Dies lässt sich darauf zurückführen, dass der Datensatz im Vergleich sehr klein ist

und nur eine geringe Netzwerkkomplexität nötig ist, um die erkannten Muster vernünftig

abzubilden. Für die zweite Datensatzversion ist bereits die Netzwerktiefe von einem Hid-

den Layer in der Lage die besten Ergebnisse zu erzielen, wobei dies auch dadurch verur-

sacht sein kann, dass für dieses Experiment mit Abstand die meisten Modelle untersucht

wurden. Gleichzeitig ist jedoch der Verlust der Genauigkeit über die Vergröÿerung der

Netzwerktiefe gleichmäÿig. Dies lässt darauf schlieÿen, dass sich die Rangfolge der Netz-

werktiefen auch mit weiteren Trainings für tiefere Modelle nicht groÿ verändern würde.

Die weitere Unterteilung der Labels in der zweiten Version reduziert die Komplexität der
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Datensatzversion 1 (2.6.1)

Genauigkeit (%) Trainierte Epochen

Netzwerktiefe Min. Median Max. Min. Median Max.

1 90,06 95,48 98,18 63 111,5 267
2 89,20 95,68 98,46 50 115 263
3 82,51 95,20 98,15 50 120 310
4 71,93 94,34 98,05 50 119 284
5 18,51 87,51 97,40 50 50 283

Datensatzversion 2 (2.6.2)

Genauigkeit (%) Trainierte Epochen

Netzwerktiefe Min. Median Max. Min. Median Max.

1 90,96 96,31 98,12 71 119 331
2 90,17 96,22 97,93 69 122 319
3 84,16 95,74 97,67 50 133 381
4 59,96 94,60 97,06 50 139 310
5 41,11 91,07 96,51 50 50 299

Tabelle 4.11: Ergebnisse pro Netzwerktiefe

Daten scheinbar genug, um noch kleinere Modelle zu favorisieren. Trotzdem sind die er-

reichten Genauigkeiten im Maximum geringer. Auch dies lässt sich mit hoher Sicherheit

auf die Aufteilung der Labels zurückführen. Die weitere Reduzierung von Examples pro

Label, bei einem bereits im Ursprung sehr kleinen Datensatz, führt zu einer stärkeren

Unsicherheit der Modelle im Erkennen der Labels. Diese Beobachtung wird ebenso über

den erhöhten Aufwand des Trainings, anhand der Menge an Epochen unterstützt.

4.2 Vergleich der Modelle

Nachdem die Experimente in Abschnitt 4.1 im Allgemeinen untersucht wurden und be-

reits erste Erkenntnisse über die Leistung und Eigenschaften der Modelle gesammelt

werden konnten, werden nun die besten Modelle der einzelnen Experimente betrachtet.

Die Modelle werden zunächst für sich vorgestellt und anschlieÿend untereinander in ih-

ren Stärken und Schwächen verglichen. Aus diesen Ergebnissen leiten sich die weitere

Erkenntnisse über den Einsatz von LSTMs auf dem gewählten Datensatz ab.
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Datensatzversion 1 (2.6.1)

Hyperparameter

Tiefe % N B S DO LR DC

1 98,18 200 20 75 0.001 0.001 0.0025
2 98,46 150, 300 20 75 0.001 0.001 0.00025
3 98,15 250, 150, 200 20 75 0.0001 0.001 0.0025
4 98,05 250, 100, 200, 300 20 75 0.01 0.001 0.0005
5 97,40 100, 200, 250, 250, 250 20 75 0.001 0.001 0.00025

Datensatzversion 2 (2.6.2)

Hyperparameter

Tiefe % N B S DR LR DE

1 98,12 250 20 100 0.001 0.001 0.0005
2 97,93 150, 250 20 100 0.0001 0.001 0.0
3 97,67 100, 100, 150 20 100 0.01 0.005 0.0005
4 97,06 150, 100, 250, 150 20 100 0.0001 0.0025 0.0005
5 96,51 200, 200, 150, 300, 200 20 125 0.01 0.001 0.005

Tabelle 4.12: Die besten Modelle und ihre Hyperparameter nach Netzwerktiefe

Tabelle 4.12 zeigt zusammenfassend die besten Modelle für jedes Experiment mit ihrer

erzielten Testgenauigkeit und ihren Hyperparametern. Dazu wurden die Namen der Hy-

perparameter wie folgt abgekürzt: N = Anzahl Neuronen nach aufsteigendem Layer,

B = Batch Size, S = Sample Size, DO = Dropout, LR = Learning Rate, DC = Decay.

Es sind pro Datensatzversion für die meisten Hyperparameter klare Tendenzen zu spezi-

ellen Hyperparametern zu erkennen. Die Schwankungen einzelner Modelle in der Auswahl

der besten Hyperparameter für die zweite Version lassen sich dabei anteilig auf die ge-

ringere Anzahl an trainierten Modellen zurückführen.

Die Sample Size für die erste Version ist uniform bei 75 für alle Experimente. Wäre die

Kon�guration am unteren oder oberen Ende, hätte die Möglichkeit bestanden, dass eine

unaufgeführte Kon�guration noch bessere Ergebnisse erzielt hätte. Da die Kon�guration

aber im unteren Mittelfeld der Möglichkeiten liegt, ist es sicher, dass es sich hierbei unter

den gegebenen Möglichkeiten um die optimale Kon�guration handelt. Diese Erkenntnis

zeigt gleichzeitig, dass die Modelle durchaus einen Nutzen aus der zeitlichen Abhängig-

keit der Daten ziehen. Für die zweite Datensatzversion gelten die gleichen Erkenntnisse,

jedoch mit 100 als dem oberen Mittelfeld der möglichen Sample Sizes. Diese Veränderung

zwischen den Versionen lässt ebenso darauf schlieÿen, dass die feinere Unterteilung der

Labels ein gröÿeres Verständnis der zeitlichen Übergange der Aktivitäten erfordert, wie

bei Übergangsaktivitäten intuitiv zu vermuten wäre.
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Die Learning Rate ist ebenso ein Hyperparameter mit einer klaren Tendenz pro Daten-

satzversion. Aus den verfügbaren Möglichkeiten scheint eine tendenziell kleinere Learning

Rate vorteilhaft. Auÿerdem ist zu beobachten, dass über beide Versionen des Datensatzes

mit 0.001 die gleiche Learning Rate als optimal festgestellt wurde. Dies entspricht ebenso

der Intuition, da die Learning Rate einen abstrakteren Bezug auf die eingesetzten Daten

besitzt, als noch die Sample Size.

Das Dropout und das Decay haben ebenso Tendenzen zu gewissen Kon�gurationen, je-

doch in geringerem Ausmaÿ als bei den vorherigen Hyperparametern. Hier mag es daran

liegen, dass die Hyperparameter weniger entscheidend für die allgemeine Leistung der

Modelle sind. Die Anzahl an Neuronen ist wiederum wesentlich weniger uniform und bie-

tet wenig Einblick über bevorzugte Kon�gurationen für den Datensatz. Würden weitere

Experimente durchgeführt werden, die auf den Erkenntnissen der bisherigen aufbauen,

so wäre dies der wichtigste Hyperparameter, der weiterer Untersuchung bedarf.

Nachdem nun die besten Modelle pro Experiment für ihre Hyperparameter verglichen

wurden, werden sie in im Einzelnen im Detail beleuchtet. Dazu werden für jedes Mo-

dell zwei Abbildungen betrachtet. Zuerst der Trainingsverlauf mit der Entwicklung der

Trainings- und Validierungsgenauigkeit über die Epochen. Auÿerdem die Konfusions-

matrix mit der Gegenüberstellung der vorhergesagten und tatsächlichen Labels für den

Testdatensatz. Durch den Trainingsverlauf kann die Entwicklung des Modells genauer

betrachtet werden, ob Over- oder Under�tting vorliegt und wie sicher das Modell im All-

gemeinen seine Vorhersagen tri�t. Die Konfusionsmatrix beleuchtet diesen letzten Punkt

in mehr Detail für den Testdatensatz. So können die Stärken und Schwächen des Modells

für die Vorhersagen konkretisiert werden.

4.2.1 Die besten Modelle für die erste Datensatzversion

Das beste Modell für eine Netzwerktiefe von einem Hidden Layer auf der ersten Version

des Datensatzes erreichte eine Testgenauigkeit von 98,18% in der 78. Epoche. Insgesamt

trainierte das Modell 129 Epochen. Abbildung 4.1 zeigt den zugehörigen Trainingsverlauf

in der linken Abbildung und die Konfusionsmatrix in der rechten Abbildung.

Am Trainingsverlauf ist zu erkennen, dass sich die Trainings- und Testgenauigkeit stets

auf einem ähnlichen Niveau bewegten. Das Modell erreichte mit der 40. Epoche eine

Stagnation der Genauigkeit, von der aus nur noch wenig Zuwachs im weiteren Training
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Abbildung 4.1: Das beste Modell mit einem Hidden Layer für Datensatzversion 1 mit
einer Testgenauigkeit von 98,18%

stattfand. Bloÿ ein kurzzeitiger Einbruch der Trainingsgenauigkeit zwischen der 65. und

85. Epoche ist erkennbar. Die Validierungsgenauigkeit verschlechterte sich in dieser Pha-

se nur kurz zu Beginn, jedoch verbesserte sie sich in den nächsten Epochen sofort wieder.

Abgesehen davon war das Training im späteren Verlauf sehr stabil und die Di�erenz

zwischen den beiden Genauigkeiten nur minimal. Das Modell scheint somit ein gutes, all-

gemeines Bild von den Daten erhalten zu haben und nur in einem geringen, akzeptablen

Maÿ auf den Trainingsdaten over�ttet zu sein.

Die Konfusionsmatrix zeigt, dass das Modell zwischen den drei dynamischen Aktivitä-

ten WALKING, WALKING_UPSTAIRS und WALKING_DOWNSTAIRS die gröÿte

Verwirrung besitzt. Allgemein hat das Modell für diese Aktivitäten eine Tendenz, bei

Unsicherheit bei den anderen beiden Aktivitäten die WALKING_DOWNSTAIRS Akti-

vität zu wählen. Gleichzeitig ist es jedoch auch am unsichersten in der Vorhersage der

WALKING_DOWNSTAIRS Aktivität und verwechselt diese mit den anderen beiden

dynamischen Aktivitäten. Dies lässt darauf schlieÿen, dass die Abgrenzung der WAL-

KING_DOWNSTAIRS Aktivität zu den anderen beiden dynamischen Aktivitäten für

das Modell sehr gering ausfällt.

Mit wenigen Ausnahmen trennt das Modell jedoch sauber zwischen den drei dynamischen

Aktivitäten und den drei statischen Aktivitäten SITTING, STANDING und LAYING.

Bei den statischen Aktivitäten werden, bei falschen Vorhersagen des Modells, bloÿ SIT-

TING und STANDING gewählt. Es wird nie eine Aktivität fälschlicherweise als LAYING

vorhergesagt.

Allgemein ist das Modell sehr gut in der Lage, die Bewegungsaktivitäten vorherzusagen.
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Die gröÿte Schwäche des Modells ist eindeutig die hohe Unsicherheit bei der Abgrenzung

der WALKING_DOWNSTAIRS Aktivität.

Abbildung 4.2: Das beste Modell mit zwei Hidden Layern für Datensatzversion 1 mit
einer Testgenauigkeit von 98,46%

Das beste Modell für eine Netzwerktiefe von zwei Hidden Layern auf der ersten Version

des Datensatzes erreichte eine Testgenauigkeit von 98,46% in der 44. Epoche und ist

damit das beste Modell über alle Experimente. Insgesamt trainierte das Modell 95 Epo-

chen. Abbildung 4.2 zeigt den zugehörigen Trainingsverlauf in der linken Abbildung und

die Konfusionsmatrix in der rechten Abbildung.

Im Vergleich zum ersten Modell benötigt das beste Modell für zwei Hidden Layer ca.

15 Epochen länger, bis der Trainingse�ekt zur 65. Epoche überwiegend stagniert. Nach

diesem Punkt erleidet das Modell im weiteren Training jedoch keine weiteren Einbrüche

und hält sich stabil. Es ist eine ähnliche Di�erenz mit minimalem Over�tting zum ersten

Modell erkennbar.

Auch in der Konfusionsmatrix sind die gleichen Tendenzen in der Verwechselung von

Bewegungsaktivitäten erkennbar. Die verhältnismäÿig starke Unsicherheit bezüglich der

WALKING_DOWNSTAIRS Aktivität bleibt bestehen, verringert aber die Anzahl an

Verwechselungen bei denen das Modell fälschlicherweise WALKING_DOWNSTAIRS

vorhersagte. Aus der gröÿeren Unsicherheit bei den statischen Bewegungsaktivitäten er-

gab sich eine ähnliche Beobachtung, wie bei den dynamischen Aktivitäten, mit einer

fokussierten Unsicherheit der SITTING Aktivität. Da es sich bei diesem Modell um

die beste Version für alle Experimente handelt, kann die Unsicherheit bezüglich WAL-
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KING_DOWNSTAIRS und SITTING als die grundsätzliche Schwäche der LSTM Netz-

werke auf dem gegebenen Datensatz angenommen werden. Dies kann auch darauf zu-

rückgeführt werden, dass für diese beiden Aktivitätsklassen die jeweils geringste Anzahl

an Examples zur Verfügung steht, wenn zwischen den dynamischen und statischen Be-

wegungsaktivitäten unterschieden wird. Dies gilt sowohl für die Trainings- als auch für

die Testdaten.

Das beste Modell für eine Netzwerktiefe von drei Hidden Layern auf der ersten Version

des Datensatzes erreichte eine Testgenauigkeit von 98,15% in der 69. Epoche. Insgesamt

trainierte das Modell 120 Epochen. Abbildung 4.3 zeigt den zugehörigen Trainingsverlauf

in der linken Abbildung und die Konfusionsmatrix in der rechten Abbildung.

Abbildung 4.3: Das beste Modell mit drei Hidden Layern für Datensatzversion 1 mit
einer Testgenauigkeit von 98,15%

Es ist erneut zu erkennen, dass auch dieses Modell im Vergleich zu den anderen beiden

Modellen eine höhere Anzahl an Epochen benötigt, bevor der Trainingse�ekt stagniert.

In diesem Fall tritt die Stagnation zur 70. Epoche auf. Über diese ersten drei Beob-

achtungen ist bereits zu vermuten, dass ein direktes Verhältnis zwischen der benötigten

Trainingslänge vor einer Stagnation und der Netzwerktiefe besteht. Die restlichen bei-

den Modelle werden ein klareres Bild zu dieser Vermutung geben. Ab der 80. Epoche ist

ein kürzerer Einbruch der Validierungsgenauigkeit erkennbar. Abgesehen davon ist auch

dieses Modell äuÿerst stabil und weist nur ein minimales Over�tting auf.

Die Konfusionsmatrix zeigt erneut die gleichen Verwechselungstendenzen, wie das zweite

Modell. Im Gegensatz zum ersten Modell, ist die Verwechselung der statischen Bewe-

gungsaktivitäten, trotz einer sehr ähnlichen erreichten Testgenauigkeit wesentlich klarer
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auf SITTING konzentriert. Dies lässt annehmen, dass die Komplexität eines Modells mit

drei Hidden Layern dem Datensatz besser angeglichen ist, als eines mit bloÿ einem Hidden

Layer. Da der Suchraum für eine Netzwerktiefe von drei Hidden Layern auÿerdem nicht

vollständig untersucht wurde, ist es vorstellbar, dass bei weiterem Hyperparameter Tu-

ning ein Modell entsteht, das die Genauigkeit des ersten Modells übersteigt. Gleichzeitig

ist jedoch auch eine spezielle Schwäche des Modells erkennbar. Wohingegen die vorherigen

Modelle ausgeglichener bei der Verwechselung auf beiden Achsen waren, hat dieses Mo-

dell eine stärkere Neigung zur Verwechselung von korrekten WALKING_DOWNSTAIRS

und SITTING Instanzen mit anderen Bewegungsaktivitäten. Im Vergleich mit dem zwei-

ten Modell werden allgemein die seltenen Fehlerfälle ein wenig abgeschwächt, die häu�gen

Fehlerfälle jedoch auch erkennbar verstärkt. Dadurch ist das dritte Modell mit 17 Feh-

lerfällen für die statischen Aktivitäten im Vergleich zu den 19 Fehlerfällen des zweiten

Modells leicht besser. Das Modell ist mit 37 Fehlerfällen für die dynamischen Aktivitäten

jedoch auch wesentlich schlechter als das zweite Modell mit 24 Fehlerfällen.

Das beste Modell für eine Netzwerktiefe von vier Hidden Layern auf der ersten Version

des Datensatzes erreichte eine Testgenauigkeit von 98,05% in der 53. Epoche. Insgesamt

trainierte das Modell 104 Epochen. Abbildung 4.4 zeigt den zugehörigen Trainingsverlauf

in der linken Abbildung und die Konfusionsmatrix in der rechten Abbildung.

Abbildung 4.4: Das beste Modell mit vier Hidden Layern für Datensatzversion 1 mit
einer Testgenauigkeit von 98,05%
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Das vierte Modell stagniert bereits nach ca. 60 Epochen, wodurch es eine geringere Zeit

benötigt, als das dritte Modell. Jedoch bleibt die Validierungsgenauigkeit geringer, was

auf ein temporär stärkeres Over�tting zurückgeführt werden kann. Erst nach einem Ein-

bruch von knapp 8% für beide Genauigkeiten erholt sich das Modell und hält eine stabile

Leistung. Demnach beginnt die wirkliche Stagnation des Trainingsverlaufes ohne maÿ-

gebliche Einbrüche erst bei der 80. Epoche.

Das vierte Modell führt die Tendenz, die zuvor beim dritten Modell beobachtet wur-

de, weiter, dass gröÿere Fehler verstärkt und kleinere Fehler abgeschwächt werden. Dies

führt in diesem Fall dazu, dass ein enormer Fokus der Fehlerfälle auf die Verwechselung

von WALKING_DOWNSTAIRS Instanzen mit der WALKING_UPSTAIRS Aktivität

erkennbar ist. Bei den statischen Aktivitäten gleicht sich die Anzahl an Fehlerfällen im

Vergleich zum dritten Modell mehr aus. Gleichzeitig besitzt das Modell aber auch die

höchste Verwechselung zwischen dynamischen und statischen Aktivitäten aller Modelle

für die erste Datensatzversion mit drei Verwechselungen.

Das beste Modell für eine Netzwerktiefe von fünf Hidden Layern auf der ersten Version

des Datensatzes erreichte eine Testgenauigkeit von 97,40% in der 221. Epoche. Insgesamt

trainierte das Modell 272 Epochen. Abbildung 4.5 zeigt den zugehörigen Trainingsverlauf

in der linken Abbildung und die Konfusionsmatrix in der rechten Abbildung.

Abbildung 4.5: Das beste Modell mit fünf Hidden Layern für Datensatzversion 1 mit
einer Testgenauigkeit von 97,40%
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Das Modell mit fünf Hidden Layern zeigt mit Abstand das bisher geringste Over�tting

über alle betrachteten Modelle. Bereits in den frühen Epochen bewegen sich beide Ge-

nauigkeiten auf einem äuÿerst gleichen Niveau. Gleichzeitig benötigt das Modell aber

auch knapp 100 Epochen vor der Stagnation des Trainings. Von da aus bewegen sich

beide Genauigkeiten mit einer ähnlichen Di�erenz wie die vorherigen Modelle. Ab der

220. Epoche kann beobachtet werden, dass sich die Validierungsgenauigkeit über ca. 40

Epochen mehrmals stark an die Trainingsgenauigkeit angleicht. Damit ist das fünfte Mo-

dell, trotz allgemein niedrigster Testgenauigkeit, das stabilste der Modelle. Das Modell

trainierte mehr als doppelt so viele Epochen, wie das dritte oder vierte Modell und be-

nötigte damit mit Abstand die längste Zeit für das Training.

Die Verwechselung der dynamischen Aktivitäten in der Konfusionsmatrix zeigt erneut die

gleiche Tendenz wie das vierte Modell, wenn auch ein wenig gleichmäÿiger. Das Modell

ist gleichzeitig aber auch das einzige, das eine höhere Fehleranzahl unter den statischen

Aktivitäten als unter den dynamischen besitzt. Dabei besitzt das Modell eine weitere

starke Tendenz in der Verwechselung von SITTING Instanzen mit der STAND Aktivi-

tät, welche sich analog zur WALKING_DOWNSTAIRS Aktivität verhält. Damit besitzt

das fünfte Modell die stärkste Tendenz zu einzelnen Fehlerfällen unter den Modellen.

4.2.2 Die besten Modelle für die erste Datensatzversion

Das beste Modell für eine Netzwerktiefe von einem Hidden Layer auf der zweiten Version

des Datensatzes erreichte eine Testgenauigkeit von 98,12% in der 58. Epoche. Insgesamt

trainierte das Modell 109 Epochen. Abbildung 4.6 zeigt den zugehörigen Trainingsverlauf

in der linken Abbildung und die Konfusionsmatrix in der rechten Abbildung.

Das Training folgt einem ähnlichen Verlauf, wie beim ersten Modell der ersten Datensatz-

version. Jedoch ist bei der Validierungsgenauigkeit eine gröÿere Unsicherheit erkennbar,

die erst für die letzten 15 endet. Damit hat das Modell, auch bei einer sehr ähnlichen

Testgenauigkeit, ein stärkeres Problem mit Over�tting. Diese Beobachtung lässt sich

wahrscheinlich auf die weitere Unterteilung der Examples auf doppelt so viele Labels

zurückführen. Gleichzeitig ist dies das beste Modell für die zweite Datensatzversion.

Auch in der Konfusionsmatrix sind die gleichen Tendenzen, wie beim ersten Modell des

ersten Datensatzes erkennbar. Die dynamischen und statischen Aktivitäten weisen erneut

eine vergleichsweise hohe Unsicherheit bei der Erkennung der WALKING_DOWNSTAIRS
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Abbildung 4.6: Das beste Modell mit einem Hidden Layer für Datensatzversion 2 mit
einer Testgenauigkeit von 98,12%

und SITTING Aktivitäten auf. Die Übergangsaktivitäten, die die zweite Version des Da-

tensatzes hinzufügte, sind jedoch wesentlich weniger lokal für ihre Fehlerfälle. Die Über-

gangsaktivitäten werden dabei auch mit den anderen beiden Gruppen verwechselt. Diese

Fehlerfälle beschränken sich auch nicht auf die beiden Aktivitäten, die vor und nach

der Übergangsaktivität statt�nden. Die Ursache ist höchstwahrscheinlich der ungleiche

Anteil an Übergangsaktivitäten, zu den anderen beiden Kategorien.

Das beste Modell für eine Netzwerktiefe von zwei Hidden Layern auf der zweiten Version

des Datensatzes erreichte eine Testgenauigkeit von 97,93% in der 134. Epoche. Insgesamt

trainierte das Modell 185 Epochen. Abbildung 4.7 zeigt den zugehörigen Trainingsverlauf

in der linken Abbildung und die Konfusionsmatrix in der rechten Abbildung.

Die verhältnismäÿig höhere Unsicherheit des ersten Modells der zweiten Version des Da-

tensatzes, kann auch bei diesem Modell beobachtet werden. Jedoch sind die Einbrüche

der Genauigkeit im Verlauf des Trainings um einiges intensiver und auch für beide Ge-

nauigkeiten klar erkennbar. Die Einbrüche der Validierungsgenauigkeit sind trotzdem

stärker als die der Trainingsgenauigkeit. Eine stabile Erkennungsrate gelingt dem Mo-

dell erst zur 140. Epoche, wohingegen das zweite Modell der ersten Version dies bereits

nach nicht einmal 60 Epochen gelang. Auch zeigt dieses Modell ein wesentlich längeres

Training auf, als das erste Modell der zweiten Version. Gleichzeitig ist die Trainingslänge
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Abbildung 4.7: Das beste Modell mit zwei Hidden Layern für Datensatzversion 2 mit
einer Testgenauigkeit von 97,93%

mit 185 Epochen auch deutlich länger, als die des zweiten Modells der ersten Version

mit 95. Wie bereits in Tabelle 4.11 einsehbar war, ist die maximale Trainingsdauer der

Modelle der zweiten Datensatzversion um einiges höher, als die der ersten Version. Auch

hier ist die Ursache sicherlich die breitere Trennung der Labels und damit der geringere

Lerne�ekt für einzelne Aktivitätsklassen pro Epoche.

Die Konfusionsmatrix zeigt eine ähnliche Verteilung der Häu�gkeit der Fehlerfälle im

Vergleich zum ersten Modell der zweiten Version. Es ist aber eine leichte Verbesserung in

der Erkennung von dynamischen Aktivitäten und eine leichte Verschlechterung bei den

statischen zu sehen.

Das beste Modell für eine Netzwerktiefe von drei Hidden Layern auf der zweiten Version

des Datensatzes erreichte eine Testgenauigkeit von 97,67% in der 109. Epoche. Insgesamt

trainierte das Modell 160 Epochen. Abbildung 4.8 zeigt den zugehörigen Trainingsverlauf

in der linken Abbildung und die Konfusionsmatrix in der rechten Abbildung.

Auch wenn das dritte Modell der zweiten Datensatzversion weniger extreme Einbrüche in

der Trainingsgenauigkeit zeigt als das zweite Modell, ist die Di�erenz zur Validierungs-

genauigkeit um einiges höher. Dieses vergleichsweise hohe Over�tting bleibt ebenso bis

zum Ende des Trainings bestehen, mit bloÿ einer kürzeren stabilen Phase zwischen der

120. und 140. Epoche. Die Trainingsdauer ist ebenso erneut um einiges höher, als die des
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Abbildung 4.8: Das beste Modell mit drei Hidden Layern für Datensatzversion 2 mit
einer Testgenauigkeit von 97,67%

dritten Modells der ersten Version.

Bei der Konfusionsmatrix ist ebenso erneut zu erkennen, dass sich die Erkennungsrate

der dynamischen Aktivitäten weiter verbessert hat, bei den statischen aber auch weiter

verschlechtert. Die Genauigkeit für die Übergangsaktivitäten bleibt weiterhin verhältnis-

mäÿig unverändert.

Das beste Modell für eine Netzwerktiefe von vier Hidden Layern auf der zweiten Version

des Datensatzes erreichte eine Testgenauigkeit von 97,06% in der 139. Epoche. Insgesamt

trainierte das Modell 190 Epochen. Abbildung 4.9 zeigt den zugehörigen Trainingsverlauf

in der linken Abbildung und die Konfusionsmatrix in der rechten Abbildung.

Der Trainingsverlauf des vierten Modells führt die beobachtete Tendenz fort. Dabei ist

bei diesem Modell so gut wie keine stabile Phase erkennbar und das Over�tting ist vor

allem zwischen der 60. und 130. Epoche besonders hoch. Auch die Trainingsdauer bleibt

um einiges höher, als beim Gegenstück der ersten Datensatzversion.

Die Konfusionsmatrix zeigt im Gegensatz zum dritten Modell der zweiten Version ei-

ne Verschlechterung der dynamischen Bewegungsaktivitäten und eine geringe Verbes-

serung bei den statischen. Auch bei den Übergangsaktivitäten ist erstmals eine leichte

Verschlechterung erkennbar. Insgesamt verschlechtert sich das Modell mit diesen Verän-

derungen jedoch weiter.
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Abbildung 4.9: Das beste Modell mit vier Hidden Layern für Datensatzversion 2 mit
einer Testgenauigkeit von 97,06%

Das beste Modell für eine Netzwerktiefe von fünf Hidden Layern auf der zweiten Version

des Datensatzes erreichte eine Testgenauigkeit von 96,51% in der 168. Epoche. Insgesamt

trainierte das Modell 219 Epochen. Abbildung 4.10 zeigt den zugehörigen Trainingsver-

lauf in der linken Abbildung und die Konfusionsmatrix in der rechten Abbildung.

Abbildung 4.10: Das beste Modell mit fünf Hidden Layern für Datensatzversion 2 mit
einer Testgenauigkeit von 96,51%
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Der Trainingsverlauf zeigt, dass das Modell das Verhalten des fünften Modells der ersten

Datensatzversion beibehält und gleichzeitig die allgemeinen Beobachtungen für die Mo-

delle der zweiten Version annimmt. Dadurch ergibt sich ein äuÿerst geringes Over�tting

im gesamten Training. Gleichzeitig aber auch eine hohe Schwankung beider Genauig-

keiten. Wohingegen die Trainingsgenauigkeit bei allen bisherigen Modellen sehr nah an

100% gelang, bewegt sich dieses Modell bis zur 200. Epoche stets erkennbar darunter.

Erst nach der 200. Epoche und auch nur durch ein verstärktes Over�tting, erreicht die

Trainingsgenauigkeit die 100%.

Auch wenn das vierte Modell der zweiten Version entgegen der bisherigen Tendenzen

ging, nimmt das fünfte Modell diese erneut an. Das Modell ist leicht besser im Erkennen

der dynamischen Aktivitäten, als bei den statischen. Auch wenn die Leistung allgemein

geringer ist, als bei den vorherigen Modellen.

4.2.3 Zusammenfassung der besten Modelle

Das beste Modell für die erste Version des Datensatzes besitzt eine Tiefe von zwei Hidden

Layern mit einer erreichten Testgenauigkeit von 98,46%. Alle Netzwerktiefen drumherum

fallen langsam in ihrer Leistung ab. Ein tieferes Netzwerk benötigt gleichzeitig einen

erhöhten Trainingsaufwand, was in der Anzahl an Epochen beobachtet werden konnte, die

nötig sind, bis das Training stagniert. Je tiefer das Netzwerk, desto geringer fällt jedoch

auch das Over�tting der Trainingsdaten aus. Für die zweite Datensatzversion ist das

Modell mit einem Hidden Layer mit einer Testgenauigkeit von 98,12% das beste Modell.

Es ist ein ähnlicher Leistungsabfall über die Vergröÿerung der Netzwerktiefe erkennbar.

Die Modelle der zweiten Datensatzversion weisen ein durchschnittlich höheres Over�tting

auf, als die der ersten Version. Auch benötigen sie eine höhere Anzahl an Epochen für

ihr Training.

Alle Modelle sind sehr gut in der Lage die dynamischen und statischen Bewegungsak-

tivitäten zu di�erenzieren. Die Modelle der zweiten Version zeigen im Vergleich eine

höhere Unsicherheit bei der Abgrenzung der Übergangsaktivitäten von den anderen bei-

den Kategorien. Die Modelle waren meist ein wenig besser im Erkennen der dynamischen

Bewegungsaktivitäten, als bei den statischen. Gleichzeitig besitzen alle Modelle die glei-

che Tendenz, sich besonders unsicher bezüglich der WALKING_DOWNSTAIRS und

SITTING Aktivitäten zu sein. Dies impliziert je nach Modell in unterschiedlicher Aus-

prägung sowohl das falsche Identi�zieren der Aktivität, als auch das Verwechseln von

anderen Aktivitäten der gleichen Kategorie mit ihr.
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Der Vergleich der Modelle zwischen den beiden Versionen des Datensatzes zeigt, dass

die Unterteilung in 12 statt wie zuvor 6 Labels einen eindeutig negativen E�ekt auf das

Training der Modelle hat. Der Trainingsverlauf ist instabiler und benötigt weitaus mehr

Epochen, bevor das Training sich stabilisiert.

4.3 Auswertung

Nachdem die Ergebnisse der Experimente dieser Arbeit zuvor vorgestellt und charakte-

risiert wurden, werden sie in diesem Abschnitt abschlieÿend ausgewertet. Das Ergebnis

der Experimente ist das beste Modell, das aus allen Experimenten entwickelt wurde.

Das beste Modell, das im Zuge dieser Arbeit trainiert wurde, besitzt eine Tiefe von zwei

Hidden Layern und wurde auf der ursprünglichen, ersten Version des Datensatzes oh-

ne Übergangsaktivitäten trainiert. Dabei erreichte das Modell eine Testgenauigkeit von

98,46%. In Tabelle 4.12 wurde der Aufbau des Netzwerks bereits genauer beschrieben.

Das Modell ist um über 4% besser im Erkennen von Bewegungsaktivitäten, als das LSTM

Netzwerk von Yu et. al. [59], das statt den statischen Features des Datensatzes die Rohda-

ten direkt als Eingabe verwendete. Die besten Ergebnisse unter allen neuronalen Netzen

erreichten Ignatov und Andrey [27] mit einem CNN mit einer Genauigkeit von 95,31%,

welches ebenso die Rohdaten als Features nutzte. Somit erreicht das LSTM Modell dieser

Arbeit ebenso eine über 3% bessere Genauigkeit auf dem Datensatz, als das bisher beste

neuronale Netz. Selbst im Vergleich zu State-of-the-Art Methoden des Machine Lear-

nings ohne neuronale Netze ist ein klarer Vorsprung erkennbar. Hierbei stellte bisher der

Ensamble Bagged Tree von Chelli und Pätzold [9] mit 97,70% das beste Modell über alle

Arbeiten dar. Hierbei zeigt das beste LSTM Modell dieser Arbeit eine Verbesserung von

0,76%. Der Ensamble Bagged Tree wurde mit Hilfe von speziell engineerten Features trai-

niert. Diese wurden in den Experimenten von Chelli und Pätzold mit den ursprünglichen

Features verglichen und zeigten einen eindeutigen Leistungsanstieg für die entwickelten

Modelle.
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4.4 Fazit

Die Experimente dieser Arbeit zeigen, dass LSTMs eine konkurrenzfähige Methode des

Machine Learnings zur Erkennung von Bewegungsaktivitäten für den eingesetzten Da-

tensatz sind. Im Speziellen die zusätzliche Betrachtung der zeitlichen Dimension durch

Zeitreihendaten, zeigte sich als positiver Ein�uss auf die Leistung des Modells.

Gleichzeitig besitzt das entwickelte Modell klare Einschränkungen in seiner Benutzbar-

keit und eindeutige Fehlertendenzen. Eine solche Einschränkung ist es, dass das Modell

auf aufwendig vorverarbeiteten Features trainiert wurde. Hierdurch ist eine Übertragung

in einen Echtzeitkontext nur insofern bedingt möglich, als dass eine Vorverarbeitung der

rohen Signale in Echtzeit notwendig wäre. Hierbei müssten cloud-basierte Ansätze ver-

folgt werden, da eine direkte Berechnung auf einem Smartphone sehr ressourcenintensiv

wäre.

Alternativ könnte die überlegene Erkennungsrate des LSTMs mit anderen Methoden

des Machine Learnings kombiniert werden, um deren Stärken mit aufzugreifen. So wäre

ein Vorverarbeitungsschritt in der Modellarchitektur möglich, bei dem ein CNN Layer

eingesetzt wird, um dynamische Features zu erzeugen, die anschlieÿend an das LSTM

weitergereicht werden, um die Aktivitätsklassen zu erkennen.

Auÿerdem kamen im Verlauf dieser Arbeit mehrere Aspekte zum Vorschein, die bei einer

Weiterführung der Experimente betrachtet werden können, um die Fehlertendenzen zu

minimieren und damit die Leistung der entwickelten Modelle weiter zu verbessern. Die

erste Methode zur weiteren Verbesserung wäre es dabei, den Suchraum an möglichen

Hyperparameterkon�gurationen weiter auszuschöpfen. Bis auf die Modelle mit einem

einzelnen Hidden Layer, wurde kein Suchraum bisher vollständig untersucht. Selbst von

den nächstgröÿeren Modellen mit zwei Hidden Layern wurden im Falle der ersten Da-

tensatzversion nur 1185 von 7500 möglichen Hyperparameterkon�gurationen untersucht.

Der Suchraum für diese Fortführung könnte auÿerdem durch die Verringerung von mög-

lichen Kon�gurationen pro Hyperparameter weiter optimiert werden, da die bisherigen

Experimente bereits weitreichende Erkenntnisse über die Relevanz und Güte der Kon�-

gurationen bieten.

Für eine weitere Optimierung des Hyperparameter Tunings kann ein anderes Entschei-

dungsverfahren als Random Search gewählt werden. So kann zum Beispiel ein Verfahren

wie Bayesian Optimization genutzt werden, bei dem die Genauigkeit von bereits trai-

nierten Modellen mit ihren Hyperparameterkon�gurationen als Kriterium genutzt wird,
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um neue Kon�gurationen auszuwählen. Es existieren sogar weitere Methoden, die das

Hyperparameter Tuning über eigene neuronale Netze umsetzen.

Für das Training von einem neuronalen Netz ist der Datensatz zudem äuÿerst klein.

Dies wurde von Anguita et. al. ursprünglich damit begründet, dass der Datensatz mit

Support Vector Machines als Lösungsmethode aufgezeichnet wurde und diese besser auf

kleinen Datensätzen arbeiten, als auf gröÿeren [2]. Für eine Verbesserung von Modellen,

die sich auf neuronale Netze im Allgemeinen verlassen, wäre jedoch eine Vergröÿerung

des Datenbestands die wichtigste Maÿnahme. Die Evaluation der besten Modelle nach

ihrer Netzwerktiefe zeigte auÿerdem auf, dass die Aktivitätsklassen, bei denen sich die

Modelle am unsichersten bei der Erkennung waren, gleichzeitig auch die am seltensten

im Datensatz vorkommenden Aktivitäten sind. Demnach kann eine ausgewogenere Ver-

teilung der Examples pro Label einen weiteren positiven E�ekt auf die Erkennungsrate

eines LSTMs besitzen.

Eine Verbesserung des Featurevektors könnte ebenso einen positiven Ein�uss besitzen,

wie Chelli und Pätzold [9] in ihren Experimenten bereits für andere Methoden zeigten.

Hierbei ist anzunehmen, dass auch LSTMs mit den neuen Features von Chelli und Pät-

zold verbessert werden würden. Gleichzeitig setzt dies jedoch auch weiteres, verstärktes

Expertenwissen über die Domäne voraus, das den Stand des ursprünglichen Datensat-

zes übersteigt. Die Betrachtung von weiteren Datensätzen aus dem Bereich der Human

Activity Recognition oder gar angrenzenden Klassi�kationsproblemen mit ähnlichen re-

alweltlichen Anwendungsfällen könnte auÿerdem das allgemeine Potential von LSTMs

für diese Art von Problemstellung untersuchen.
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Im letzten Kapitel werden die gewonnenen Erkenntnisse der Arbeit zusammengefasst

und ein Ausblick gegeben, welche Forschungsansätze künftig auf dieser Arbeit aufbauen

könnten.

5.1 Zusammenfassung der Arbeit

Diese Arbeit hatte zum Ziel, einen Klassi�kator mit Hilfe eines LSTMs zu entwickeln

und zu optimieren. Dieser sollte in der Lage sein, die Aktivitätsklassen des vorgestellten

Datensatzes in seinen beiden Versionen als Zeitreihendaten möglichst genau zu erkennen.

In Kapitel 2 wurden dazu zuerst zugrundeliegende Begri�e und Vorgehensweisen erläu-

tert. Aus der anschlieÿenden Vorstellung des Datensatzes ergab sich, dass der Datensatz

keine weiteren Features neben den aufgezeichneten Sensoren besitzt, die die Daten kon-

textualisieren würden. Danach wurden die bisherigen Ergebnisse anderer Arbeiten auf

dem Datensatz beschrieben. Hierbei zeigten sich unterschiedliche Herangehensweisen an

die Daten, bei denen entweder vorverarbeitete, statische Features [2] [9] oder dynamische

Features, die das Modell selbst aus den Rohdaten ermittelte [27] [59], eingesetzt.

Kapitel 3 beschrieb auf Grundlage der Analyse den geplanten Aufbau der experimentellen

Umgebung. Dabei wurde der KDD Prozess von Fayyad et. al. [16] als Grundlage gewählt,

um die Schritte zur Entwicklung eines Klassi�kators zu beschreiben. Aus den einzelnen

Schritten Selection, Preprocessing, Transformation, Data Mining/Machine Learning und

Interpretation/Evaluation ergaben sich die Anforderungen an die experimentelle Um-

gebung. Letztlich wurden die Technologien beschrieben, die gewählt wurden, um die

Umgebung zu implementieren.
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In Kapitel 4 wurde zu Beginn die Umsetzung der experimentellen Umgebung beschrieben

und welche Änderungen vom ursprünglichen Vorhaben vorgenommen werden mussten.

Es wurde eine übergeordnete Schleife de�niert, die sequentiell zufällige Hyperparame-

terkon�gurationen auswählt und aus diesen das Netzwerk de�niert. Zusammen mit den

transformierten Daten wurde anschlieÿend ein Modell trainiert und nach Abschluss des

Trainings getestet. Dieser Vorgang wurde anschlieÿend für die nächste Kon�guration

wiederholt. Zur korrekten Weiterführung der Experimente wurden alle relevanten Infor-

mationen über abgeschlossene Trainings und den allgemeinen Fortschritt persistiert. Es

wurde auÿerdem die Herleitung des �nalen Suchraums an Hyperparameterkon�guratio-

nen beschrieben, bei dem die Leistungen erster Modelle zur Unterstützung der Auswahl

genutzt wurden.

Danach wurden die Ergebnisse der abgeschlossenen Experimente zusammengefasst. Ins-

gesamt wurden dabei 10.270 Modelle trainiert und getestet. Aus diesen wurden die bes-

ten Modelle pro Experiment ausgewählt, im Einzelnen näher untersucht und verglichen.

Die Modelle zeigten alle die Fähigkeit, die unterschiedlichen Kategorien an Bewegungs-

aktivitäten (dynamisch, statisch) sehr gut zu di�erenzieren. Auÿerdem zeigte sich eine

allgemeine Fehlertendenz pro Kategorie. Bei den dynamischen Aktivitäten war WAL-

KING_DOWNSTAIRS stets am unsichersten, sowohl bei der korrekten Vorhersage, als

auch bei der Häu�gkeit der Verwechslung mit anderen dynamischen Aktivitäten. Analog

zeigte sich unter den statischen Aktivitäten eine verstärkte Unsicherheit bei der SITTING

Aktivität. Allgemein waren die Modelle ein wenig besser im Erkennen der dynamischen

Aktivitäten, als bei den statischen.

Das beste Modell, das im Zuge der Experimente entwickelt werden konnte, besitzt eine

Testgenauigkeit von 98,46%. Damit übertri�t das Modell alle Ergebnisse, die andere Ar-

beiten bisher auf dem Datensatz hervorbrachten. Es konnte somit gezeigt werden, dass

LSTMs eine vielversprechende Methode für die gewählte Problemstellung sind. Zuletzt

wurden in einem Fazit mögliche Weiterführungen der Experimente diskutiert.
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5.2 Ausblick

Im Verlauf dieser Arbeit konnte gezeigt werden, dass für den gewählten Datensatz LSTMs

eine aussichtsvolle Methode sind, um menschliche Bewegungen aus Zeitreihendaten zu

erkennen. Das Modell besitzt ein sehr gutes Verständnis darüber, wie sich verschiedene

Aktivitätsgruppen in ihren Mustern unterscheiden. Dieses bemerkenswerte konzeptionelle

Verständnis der Bewegungsaktivitäten lässt vermuten, dass LSTMs auch bei anderen

Problemstellungen aus der Human Activity Recognition oder dem Quanti�ed Self ähnlich

gute Ergebnisse erzielen würden.

Im Allgemeinen �nden Deep Learning Methoden in letzter Zeit bereits diverse neue An-

wendungsfälle. So existieren im Bereich des Quanti�ed Selfs zum Beispiel Gesundheits-

Apps, die Vitalwerte untersuchen und bereits eigene Diagnosen stellen [4]. Krankenkassen

stellen bereits Prämien aus, wenn Versicherte einer Datenübermittelung von einem ge-

tragenen Fitnessarmband zustimmen [12]. Gleichzeitig kommen Bedenken bezüglich der

Privatsphäre beim Quanti�ed Self auf [42]. Auch wenn Fragen bezüglich der Verwendung

von personenbezogenen Daten auch in Zukunft ein wichtiger Bestandteil der allgemeinen

Entwicklung sein werden, nimmt diese Arbeit keine weitere Stellung dazu.

Der Einsatz von Machine Learning und Deep Learning Verfahren ist bereits seit Jah-

ren nicht mehr auf Forschungszwecke beschränkt. Kleinere wie gröÿere Organisationen

jeglicher Art können wertvolle Informationen aus ihren Daten gewinnen [17]. Viele Or-

ganisation besitzen diese Daten bereits, es fehlt jedoch das Wissen um den Umgang mit

ihnen. Auÿerdem ist die Qualitätsabsicherung von Datenaufzeichnungen in vielen Fällen

noch sehr gering. Nur wenn Daten mit einer hohen Qualität vorliegen, kann aus ihnen

ihr wirklicher Wert gewonnen werden [17].

Die Unterstützung von Entscheidungsprozessen durch Machine Learning Modelle ist be-

reits heute ein entscheidender Faktor und wird auch in Zukunft eine zunehmend tragende

Rolle spielen.
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