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Kurzzusammenfassung

Klima- und Umweltschutz stehen zunehmend im Fokus der Offentlichkeit. Die Politik
reagiert darauf mit Gesetzen und Richtlinien, die von staatlichen Institutionen umge-
setzt werden. Diese erfassen klima- und umweltrelevante Daten in hochspezialisierten
Messeinrichtungen, die allerdings nur mit grofsen Abstédnden errichtet werden.
Crowd-based Sensornetze bieten die Moglichkeit, ergénzend Messungen mit giinstigeren
Sensoren vorzunehmen. Diese Daten miissen fiir die weitere Verwendung aufbereitet wer-
den, damit sie als Grundlage fiir Analysen und Vorhersagen genutzt werden konnen.

In dieser Arbeit wird ein Analyseprozess vorgestellt, welcher es ermdglicht, giinstige Sen-
soren nachtriaglich auf Basis von umliegenden Referenzstationen zu kalibrieren.. Weiter
wird rdumliche Interpolation genutzt, um die ungleichméfig verteilten Sensordaten zu
einem einheitlichen Raster zu schétzen. Dieses Raster wird im letzten Schritt genutzt,
um kurzfristige Prognosen fiir die Feinstaubentwicklung mittels eines ConvLSTM-Netzes

zu erstellen.
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Abstract

Climate and environmental protection are increasingly becoming the focus of public in-
terest. Politicians are responding to this with laws and guidelines that are implemented
by state institutions. These collect climate- and environment-relevant data in highly spe-
cialized measuring devices, which, however, are only set up at great distances from each
other.

Crowd-based sensor networks offer the possibility to perform complementary measure-
ments with less expensive sensors. These data need to be processed for further use as a
basis for analysis and prediction.

In this paper, an analysis procedure is presented that allows subsequent calibration of
low-cost sensors using surrounding reference stations. Furthermore, the unevenly distri-
buted sensor data are estimated by spatial interpolation onto a uniform grid. This grid is
used in the final step to generate short-term forecasts for particulate matter development

using a ConvLSTM network.

v



Inhaltsverzeichnis

Abbildungsverzeichnis vii
Tabellenverzeichnis ix
1 Einleitung 1
1.1 Motivation . . . . . . . . ..o 1
1.2 Zielsetzung . . . . . .. 1
1.3 Aufbau der Arbeit . . . . . ... 2

2 Problemanalyse 3
2.1 Spatio-Temporal-Data-Mining . . . . . . . .. ... ... ... .. ..... 3
2.1.1  Anwendungsbereiche . . . . . ... ..o oL 3

2.1.2 Dateneigenschaften . . . . . . . ... ... ... L. 4

2.1.3 Datentypen . . . . . . ... o 5

2.2 Datenanalyseprozess . . . . . . . ... 6
2.2.1 Knowledge-Discovery-in-Databases . . . . . . ... ... ... ... 7

2.2.2  Knowledge-Discovery-in-Spatio-Temporal-Data . . . . . . .. . .. 8

2.3 Deep Learning . . . . . . . ..o 9
2.3.1 Long Short-Term Memory . . . . . .. .. ... ... ... ..... 10

2.3.2 Convolutionale Neural Network . . . . . ... . ... ... ..... 11

2.3.3 Convolutional LSTM Networks . . . . . ... ... ... . ..... 12

2.4 Crowd-based Senornetze . . . . . . . . .. ... 12
2.4.1 Low-cost SEnSOrs . . . . . . . . ..o 12

2.4.2 Topologie . . . . . ... 14

3 Datenanalyse 16
3.1 Sensor.Community . . . . .. .. ... .. .. ... 16
3.1.1 Feinstaubdaten . . . . . . ... .. Lo 17

3.1.2 Temperatur- & Luftfeuchtigeitdaten . . . . . . ... ... ... .. 19



Inhaltsverzeichnis

3.2 Umweltbundesamt . . . . . . . .. ... ..
3.2.1 Feinstaubdaten . . . . . . . ... ...
3.2.2 Stationsinformationen . . . . . ... ... ... ... ...,

3.3 Deutscher Wetterdienst . . . . . . . ... ... .. ... ... ... ...,

Umsetzung

4.1 Genereller Versuchsaufbau . . . . . .. ... ... . oL

4.2 Toolchain . . . . . . . . . . e

4.3 Metriken . . . . .. L
4.3.1 R-Square . . . . . ...
4.3.2 Root Mean Squared Error . . . . .. . ... ... ... ... ....
4.3.3 Mean Absolut Error . . . . . ...

4.4 Kalibrierung . . . . . . ...
4.4.1 Material und Methoden . . . . . .. . ... ... ... ... ...
4.4.2 Durchfihrung und Ergebnisse . . . . . . . . ... .. ... .....

4.5 Interpolation . . . . . . . . .. e
4.5.1 Material und Methoden . . . . . .. . ... ... ... ... ....
4.5.2 Durchfiihrung und Ergebnisse . . . . . . . .. .. ... ... .. ..

4.6 Prognose. . . . . ...
4.6.1 Material und Methoden . . . . . .. ... ... .. ... ... ...
4.6.2 Durchfiihrung und Ergebnisse . . . . . . . .. .. ...

Diskussion und Ausblick

5.1 Kalibrierung der Sensordaten . . . . . . . ... .. ... ... ... ....

5.2 Interpolation zu einem gleichméfiigen Raster . . . . . . . . .. . ... ...

5.3 Kurzfristige Prognose der Feinstaubentwicklung . . . . . . .. .. ... ..

5.4 Generalisierung und Ubertragbarkeit . . . . . . . .. ... ... ... ...

6 Danksagung
Literaturverzeichnis
A Anhang

Selbststindigkeitserklarung

26
26
27
28
29
29
30
30
30
35
38
41
43
48
48
51

57
57
o8
59
60

61

62

69

72

vi



Abbildungsverzeichnis

2.1 Schritte des KDD-Prozesses|Fayyad et al, 1996a, Abb. 1] . . . . . . .. .. 8
2.2 ST Data Minig Ablauf von Dateninstanzen und Représentationen von un-
terschiedlichen ST Datentypen zu den anwendbaren DL Modellen. Grafik
auf Basis von [Wang et al, 2020, Abb. 5, 12 & 13] und [Atluri et al, 2018,
Abb. 4] 9

3.1 Fehlende Werte je Sensor, grofsere Ausfélle sind besonders hervorgehoben:

a) SDS011; b) DHT22; ¢) BME280 . . . . . ... .. ... ... ...... 18
3.2 Verteilung der Messwerte fiir P1g und Pso5 in den Daten des UBA fiir
Werte grofier 0,01 pg/m3 . . . .. .. 21

3.3 Entwicklung der Anzahl an Messstationen: a) aller UBA Luftmessstatio-
nen, b) aller PM-Messstationen, ¢) der Pjp-Messstationen, d) der Py 5-

Messstationen. . . . . . . . .. 23
3.4 Standorte der Messstationen: a) aller UBA Luftmessstationen, b) aller

PM-Messstationen. . . . . . . . ... 24
4.1 Ablauf des Versuchs . . . . . . . . . 27

4.2 Darstellung der verfiigbaren Sensorstation der Sensor.Community (rot)
und Referenzstation des Umweltbundesamts (blau: P1o (P1), blau-umrandet: Pg 5 (P2))
am 31.10.2021 23:00. Die nachsten Referenzstationen fir P und Ps 5 zu
einer Sensorstation sind durch Linien gekennzeichnet. Die Farbe der Lini-
en reprasentiert die Entfernung. Die Entfernung zwischen den Stationen
kann iiber 70 km betragen. . . . . . ... oL 32
4.3 Darstellung der Verteilung der Metriken je Kalibrierungsmodell und Pa-
rameterkombination fiir P1g (P1) und Pyj5 (P2) iiber alle Zeitstempel.
Je Grafik sind die sechs Kalibrierungsmodelle aufgezeichnet. In den Zei-
len sind die betrachteten Entfernungen dargestellt und in den Spalten die

Metriken (MAE, RMSEund R2) . . . ... ... ... ... ........ 36

vii



Abbildungsverzeichnis

4.4 Verteilung der urspriinglichen Messungen, Werte nach der Kalibrierung (

cal) und die Referenzmessungen (_ref) jeweils fiir P1g (P1) und Py 5 (P2)

4.5 Vergleich zwischen den kalibrierten (P1_cal, P2 cal) und urspriinglichen
Messungen (P1, P2) zu den Messungen der Referenzstationen. a) P1g; b)
Pos o e 40
4.6 Vergleich der Interpolationsmodelle (IDW, OK, RBF (Multiquadratic, RBF(Linear))
fiir die kalbrierten Feinstaubmesswerte P1g (P1_cal) und Pyjs (P2 cal).
In den Zeilen sind die Metriken MAE, RMSE und R2. Die Verteilung be-
schreibt die Metriken fiir die betrachten Zeitschritte. Der Wertebereich
der Metriken wurde zur bessere Ubersicht begrenzt. Insbesondere OK hat
extreme Ausreiffer. . . . . . ... 45
4.7 Interpolationsergebnisse fiir P1g in Hessen. Verglichen werden unterschied-
liche Zellgrofen des zu schiatzenden Rasters. . . . . ... ... ... ... 49
4.8 Interpolationsergebnisse fiir P 5 in Hessen. Verglichen werden unterschied-
liche Zellgrofen des zu schiatzenden Rasters. . . . . ... ... ... ... 50
4.9 Ausschnitt aus den Prognosen fiir P19 (P1_cal) mit den beiden besten
Modellen unterschieden durch den Aufbau des Schichten des Neuronalen
Netzes (5x64 und 3x64). Zusétzlich sind die urspriinglichen Daten versetzt
um eine Stunde dargestellt (shifted). . . . . ... ... ... .. ... 56

A.1 Darstellung der Verteilung der Metriken je Kalibrierungsmodell und Pa-
rameterkombination fiir P1g (P1) und Pojs (P2) {iber alle Zeitstempel.
Wobei die fehlenden Luftfeuchtigkeitswerte mit relativer Luftfeuchtig-
keit ersetzt wurden. Je Grafik sind die sechs Kalibrierungsmodelle aufge-
zeichnet. In den Zeilen sind die betrachteten Entfernungen dargestellt und
in den Spalten die Metriken (MAE, RMSE und R2). Fiir den Zeitraum
15.12.2017-15.01.2018. . . . . . . . 70

A.2 Darstellung der Verteilung der Metriken je Kalibrierungsmodell und Pa-
rameterkombination fiir P1p (P1) und Pojs (P2) iiber alle Zeitstempel.
Wobei die fehlenden Luftfeuchtigkeitswerte mit absoluter Luftfeuch-
tigkeit ersetzt wurden. Je Grafik sind die sechs Kalibrierungsmodelle auf-
gezeichnet. In den Zeilen sind die betrachteten Entfernungen dargestellt
und in den Spalten die Metriken (MAE, RMSE und R2). Fiir den Zeitraum
15.12.2017-15.01.2018. . . . . . . . . 71

viii



Tabellenverzeichnis

4.1

4.2

4.3

4.4

4.5

4.6

4.7

Ausschnitt der Daten, welche fiir die Kalibrierung genutzt wurden. Feinstaub-

, Temperatur- und Luftfeuchtigkeitsdaten wurden anhand von den Geoko-
ordinaten und dem Zeitstempel zusammengefiihrt. Fehlende Temperatur-

und Luftfeuchtigkeitsdaten wurden von der néchstgelegenen DWD-Messstation
erganzt . . . . oL L. L 33
Aufstellung der Modellnamen der Kalibrierungsmodelle und die jeweils
genutzten Feuturesets, wobei PM der jeweilige Feinstaubmesswert ist, T’

ist die Temperatur und H ist die relative Luftfeuchtigkeit. . . . . . . . .. 37
Kalibrierungsmetriken nach der Kalibrierung des gesamten Datensatzes. . 38
Mittelwert der Metriken der Interpolationsmodelle je kalibriertem Py (P1_ -

cal) und Py 5 (P2_cal) iiber alle betrachteten Zeitschritte. . . . . . . . .. 44

Die benétigte Berechnungsdauer fiir die Interpolation fiir verschiedene

Rastergrofsen am Beispiel Hessen fiir den Zeitraum von einem Monat . . . 47
Ubersicht der besten Prognose Modelle basierend auf dem RMSE der Va-
lidierungsdaten . . . . . . .. .. 54

Vergleich der Metriken der beiden besten Prognosemodelle basierend auf
dem RMSE der Validierungsdaten und dem naiven Ansatz des letzten
Messwerts . . . . . . .. 55

1X



1 Einleitung

1.1 Motivation

Das gesellschaftliche Bewusstsein beziiglich Klima- und Umweltschutz ist in den vergan-
genen Jahren stetig gestiegen. Trotz der medialen Aufmerksamkeit der Corona Pandemie
halten 65 % der deutschen Bevolkerung das Thema Klima- und Umweltschutz weiter-
hin fiir relevant, welches Auswirkungen auf die politische Situation beinhaltet. [Umwelt-
bundesamt, 18.04.2022b|. Das Umweltbundesamt ist die politische Institution, die diese
Themen hinsichtlich gesetzlicher Richtlinien betreut und umsetzt. Die gesundheitlichen
Auswirkungen einer hohen Belastung durch Feinstaub sind mittlerweile wissenschaftlich
hinreichend belegt [Umweltbundesamt, 18.04.2022a]. Als Uberwachungsinstrument exi-
siert in Deutschland ein Feinstaubmessnetz, welches vom Umweltbundesamt stetig weiter
ausgebaut wird und mittlerweile etwa 400 Stationen umfasst.

Das crowd-based Projekt Sensor.Community ermoglicht es jeder Person eine eigene Sen-
sorstation aufzustellen und Feinstaub zu messen. Durch das Einbinden der Bevolkerung
konnten bereits {iber 5.000 Sensorstationen errichtet werden, welche insbesondere in stad-
tischen Gebieten ein dichtes Messnetz bilden.

Die Forschung beschéftigt sich zunehmend mit der Nutzung von Low-Cost-Sensoren, wie
sie in crowd-based Sensornetzen vorkommen und es konnten bereits erste Erfolge erzielt
werden |Giordano et al, 2021].

1.2 Zielsetzung

In dieser Arbeit wird ein Prozess fiir die Analyse und Prognose von crowd-based Sensor-
netzen am Beispiel von Feinstaubdaten erarbeitet. Im ersten Schritt werden die Sensoren
mit Hilfe von Referenzstationen nachtriglich kalibriert. Dazu werden unterschiedliche
Modelle untersucht. In einem zweiten Schritt werden die Daten der ungleichméfig ver-

teilten Sensorstationen interpoliert, um gleichméfige Raster an Daten zu generieren,
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auf denen Prognosen erstellt werden konnen. Hierfiir werden drei rdumliche Interpola-
tionsmodelle verglichen. Schlussendlich wird ein Vorhersagemodell fiir die kurzfristige

Prognose der Feinstaubentwicklung erstellt.

1.3 Aufbau der Arbeit

In Kapitel 2 werden mogliche Anforderungen herausgearbeitet und verwandte Forschungs-
arbeiten und Technologien betrachtet. Die genutzten Daten werden in Kapitel 3 genau
untersucht und Herausforderungen adressiert. In Kapitel 4 wird die Umsetzung der Ver-
suche beschrieben. Hierbei wird zunéchst allgemein auf alle Schritte des Analyseprozesses
eingegangen und im Anschluss spezifisch die Kalibrierung, Interpolation und Prognose
betrachtet. In den Kapiteln 5 werden die Ergebnisse diskutiert und und ein Fazit gezo-

gen.



2 Problemanalyse

In diesem Kapitel werden bestehenden Forschungsansétze analysiert und Herausforderun-
gen, sowie bereits bestehenden Losungsansétze vorgestellt. Aufterdem wird die inhaltliche

Grundlage fiir genutzten Technologien geschaffen.

2.1 Spatio-Temporal-Data-Mining

Spatio- Temporal-Data-Mining (STDM) (deutsch: raumzeitliches Data-Mining) dient der
(halb-) automatisierten Analyse von Daten, die in einem raumzeitlichen Kontext stehen.
Jeder Art von Daten kann ein zeitlicher und raumlicher Kontext gegeben werden. Zum
einen werden Daten zu einem bestimmten Zeitpunkt gemessen, erfasst oder verdndert,
welches die Daten zeitlich einordnet. Zum anderen werden Messungen an einem Ort auf
der Welt oder im Universum aufgenommen. Ein Detail befindet sich in einem bestimmten
Teil eines Bildes oder eine URL identifiziert eine Adresse im Internet. Die rdumliche
Zuordnung auf sozialen Plattformen ist abstrakter. Dort sind Freunde und Freundes
Freunde iiber ein Netzwerk miteinander verbunden. Sofern fiir die Daten der rdumliche
und zeitliche Bezug mit erfasst wird, konnen Methoden des STDM genutzt werden, um

Einblicke in die Zusammenhénge zu gewinnen |[Atluri et al, 2018].

2.1.1 Anwendungsbereiche

Wie bereits erlautert, haben Daten prinzipiell immer Spatio-Temporal (ST)-Informationen.

Daher wird STDM auch in diversen Doménen genutzt:

e In der Klimaforschung & Umweltwissenschaft wird STDM fiir ein besseres
Versténdnis von Klima- & Umweltfaktoren und der Klimaentwicklung genutzt, um
beispielsweise potentielle Gefahren und Umweltbelastungen friihzeitig zu erkennen

und diesen entgegenwirken kénnen.
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e Die Neurowissenschaft nutzt Daten aus bildgebenden Verfahren, um die Funkti-
onsweise des Gehirns zu verstehen. Dadurch Diagnosen verbessert und Therapien

konzipiert werden.

e In der Landwirtschaft werden Satelliten- und Drohnenbilder genutzt, um auf
deren Basis effizient Bereiche von Agrarflichen zu diingen und Pflanzenkrankheiten

zu identifizieren

e Die Epidemologie analysiert die Ausbreitung von Krankheiten mit Hilfe von Da-
ten aus Krankenhausern. Dadurch lassen sich Konzepte zur Eindammung oder Préa-

ventions von Krankheitswellen entwickeln.

e Durch Beitrige und Freundesnetze in Social Media koénnen sozial-politische Be-
wegungen analysiert werden. Location Based Social Networks (deutsch: Ortsbezoge-
nes soziales Netzwerke) nutzen zusétzlich die GPS-Informationen der Beitrige. Bei
Flickr ! kénnen beispielsweise GPS-Informationen zu den geteilten Fotos erginzt

werden.

e Im Bereich Verkehr & Transport werden zum einen Verkehrsaufkommen ana-
lysiert, damit bei der Stadtplanung Uberlastungen von Verkehrswegen entgegenge-
wirkt werden kann. Zum anderen wird die Bewegung von Personen und Transport-

gitern ausgewertet, damit diese moglichst effizient an ihr Ziel gelangen.

e Die Kriminologie nutzt STDM, um Muster in Verbrechen zu erkennen und Ri-
sikogebiete vorherzusagen. Damit konnen Einsatzkrafte effizienter genutzt und die

Kriminalitat reduziert werden.

e On-Demand-Services, wie Stadtrdder oder Ride-Sharing-Dienstleister nutzen
STDM. Dabei werden die Bedarfe an verschiedenen Orten analysiert und dazu

passend die Routen und Kapazitdten geplant.

2.1.2 Dateneigenschaften

ST-Daten unterscheiden sich von anderen Daten durch die Eigenschaften Autokorrelation

und Heterogenitdt:

"mttps://www.flickr.com/ (31.12.2021)


https://www.flickr.com/
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Autokorrelation beschreibt den Zusammenhang zwischen Datenpunkten in Bezug auf
deren Entfernung zueinander, sowohl im Raum als auch in der Zeit. [Tobler, 1970] ver-

fasste das sogenannte erste Gesetz der Geographie:

SPverything is related to everything else but nearby things are more related
than distant things” |Tobler, 1970, S. 236]

Dementsprechend ist zum Beispiel zu erwarten, dass eine Messung der Lufttemperatur
dhnlich zu einer weiteren ist, die wenige Meter entfernt erfasst wird oder eine Minute spé-
ter. Diese Eigenschaft ist gegensatzlich zu der iiblichen Annahme des Data Mining (DM),
dass Datenpunkte unabhéngig voneinander sind. Zwei zuféllig gewéahlte Bilder von Kat-
zen oder Hunden kénnen nur anhand des jeweiligen Bildes passend kategorisiert werden.

Das andere Bild trigt ohne zusétzliche Informationen nicht zur Einordnung bei.

Heterogenitat bedeutet, dass eine Teilmenge der Daten nicht zwangslaufig reprasen-
tativ fiir alle Daten ist. Dies bezieht sich auf Daten, die auferhalb des Autokorrelati-
onsbereichs liegen. Am Beispiel der Lufttemperatur sind Messungen im Sommer nicht

reprasentativ fiir Messungen im Winter [Atluri et al, 2018|.

2.1.3 Datentypen

Datentypen beschreiben die Untergruppen der ST-Daten, die unterschiedliche Eigen-

schaften haben. Die Datentypen werden dabei wie folgt kategorisiert:

e Event data (deutsch: Ereignisdaten) sind Aufzeichnungen von Ereignissen in Raum
und Zeit. Beispiele hierfiir sind Straftaten, Erdbeben, Vulkanausbriiche oder Einsteige-

und Aussteige-Momente bei einer Taxifahrt.

e Trajectory data (deutsch: Tajektorien) beschreiben fortlaufende Messungen, wih-
rend sich entweder das Messgerét oder das Messobjekt bewegt. Dabei werden sowohl
Messwerte, als auch die Positionen iiber die Zeit erfasst. Hieraus resultiert folglich

auch die Bewegungsrichtung.

e Point reference data (deutsch: Punkt-Referenzdaten) sind Messungen, die an
einem gleichbleibenden Ort iiber die Zeit aufgenommen werden. Dazu gehoren die

Messungen einer Sensorstation, wie zum Beispiel von einer Wetterstation.
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e Raster data (deutsch: Rasterdaten) bilden die réumliche Struktur zu einem Zeit-
punkt ab. Das konnen beispielsweise Satelliten- oder Rontgenbilder sein, bei denen
die rdumliche Struktur gleichméfig in Pixeln definiert ist. Netzwerke werden auch

in Rasterdaten erfasst. Dabei sind unregelméflig Knoten iiber Kanten verbunden.

e Videos sind Bilder in zeitlicher Abhéngigkeit. Dementsprechend werden bei einem

Video Rasterdaten in einen zeitlichen Kontext gebracht.

Diese Datentypen haben korrespondierende Dateninstanzen und -représentationen, wel-
che wiederum entscheidend sind fiir die Analysemoglichkeiten. [Wang et al, 2020] und
[Atluri et al, 2018] beschreiben die Beziehungen ausfiihrlich, welche auch in Abbildung 2.2
auf Seite 9 dargestellt sind.

2.2 Datenanalyseprozess

Daten werden heutzutage in groffen Mengen gesammelt. Im Jahr 2018 betrug die weltwei-
te Datenmenge etwa 33 Zettabyte (ZB). Bis 2025 wird die Datenmenge voraussichtlich
auf 175 ZB anwachsen [iwd, 07.06.2019]. Diese Daten werden gesammelt, da von ih-
nen ein Informationsgewinn erwartet wird. Eine Studie von Capgemini aus dem Jahr
2020 zeigt die wirtschaftlichen Vorteile datengetriebenen Unternehmen: ,Unternehmen,
die beim Dateneinsatz fiihrend sind, erzielen 22 Prozent mehr Gewinn und pro Mitar-
beiter 70 Prozent mehr Umsatz als ihre Wettbewerber” [Capgemini Deutschland, 2020].
Der wirtschaftliche Vorteil ergibt sich allerdings nicht daraus, dass nur Daten gesammelt
werden, sondern auf deren Basis Muster und Zusammenhénge identifiziert werden. Diese
kénnen genutzt werden, um Geschéftsabldufe zu optimieren oder neue Geschéftszweige
zu eréffnen.

Ein Datenanalyseprozess beschreibt die notwendigen Schritte, um von Rohdaten zu ei-
nem Informationsgewinn zu gelangen. Dabei muss das Ziel nicht zwangslaufig ein wirt-
schaftlicher Vorteil sein. Ebenso kann der Prozess auch genutzt werden, um zu neuen

wissenschaftlichen Erkenntnissen zu gelangen.
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2.2.1 Knowledge-Discovery-in-Databases

[Fayyad et al, 1996a] stellt den Knowledge-Discovery-in-Databases (KDD)-Prozess vor.
Eine detaillierte Beschreibung des KDD-Prozesses findet sich in einer vorangegangenen

Arbeit [Braatz, 2019]. Daher wird hier nur eine Zusammenfassung vorgestellt.

KDD wird definiert als:

Knowledge Discovery in Databases is the nontrivial process of identifying va-
lid, novel, potentially useful, and ultimately understandable patterns in data.

[Fayyad et al, 1996b, S. 83|

Vor Beginn des Prozesses wird ein Ziel definiert, anhand dessen sich der Prozess orientiert.
Dies kann zum Beispiel die Verbesserung einer Vorhersage sein. Der Prozess selbst teilt
sich dabei in fiinf Schritte auf, die iterativ durchlaufen werden (siehe Abb. 2.1):

e Datenselektion: Die Sammlung relevanter Daten, sofern sie vorhanden sind. An-

dernfalls werden die Daten erhoben.

e Vorverarbeitung (engl. Preprocessing): Die Korrektur falscher Daten, sowie

eventuelle Ergénzung fehlender Daten.

e Datentransformation: Die Transformation der Daten in ein Format, welches
durch ein Data-Mining-Modell verarbeitet werden kann. Zusétzlich kann durch Fea-

ture Selection die Auswahl der Attribute prézisiert werden.

e Data Mining: Die Anwendung eines ausgewéhlten Data Mining (DM)-Modells.

Hieraus resultiert die eigentliche Wissensgewinnung.

e Interpretation / Evaluation Die Visualisierung, Diskussion und Interpretation
der Ergebnisse des DM.

Entspricht das Ergebnis bei der Interpretation und Evaluation nicht dem vorher defi-
nierten Ziel, beginnt eine neue Iteration. Diese kann bei jedem vorhergegangenen Schritt

ansetzen.
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Abbildung 2.1: Schritte des KDD-Prozesses|Fayyad et al, 1996a, Abb. 1]

2.2.2 Knowledge-Discovery-in-Spatio-Temporal-Data

Knowledge-Discovery-in-Spatio- Temporal-Data (KDSTD) wird vom Autor als Begriff ein-
gefithrt und beschreibt einen Teil des KDD-Prozesses aus der Perspektive von Spatio-
Temporal-Data (STD) (deutsch: raumzeitliche Daten). Dabei wird sich an der allgemei-
nen Pipeline fiir Deep-Learning (DL)-Modelle fiir ST-Data-Mining (STDM) in [Wang
et al, 2020, s. 8| orientiert. Ergénzt wurde der Ablauf durch die Zuordnung von Daten-
typen zu Dateninstanzen ohne Beschriankung auf DL von [Atluri et al, 2018, S. 83:10].
KDSTD setzt nach der Vorverarbeitung der Daten an, beginnt bei der Transformation
und endet mit dem Data-Mining. In Abb. 2.2 wird der Ausschnitt dargestellt. Hierbei
sind nur DM-Modelle aus dem DL-Bereich vorgestellt, da in dieser Arbeit letztlich DL-
Modelle fiir die Vorhersage genutzt werden. [Atluri et al, 2018; Kisilevich et al, 1980;
Mazimpaka and Timpf, 2016; Li, 2014| beschreiben weitere DM-Modelle ohne Fokus auf
DL.

In KDSTD wird die Datentransformation in zwei Schritte aufgeteilt. Data instances con-
struction dient dazu, das Sensor-bedingte Datenformat in speichereffiziente Dateninstan-
zen zu transformieren. Data representation construction wandelt die Dateninstanzen in
ein Format um, welches fiir das gewahlte Modell nutzbar ist. In diesem Schritt kann die
,Form” der Daten noch deutlich verdndert werden. [Wang et al, 2020] bezeichnet die-
sen Schritt als Data preprocessing. Hierbei wird jedoch nicht wie bisher eine Form der
Vorverarbeitung beschrieben, sondern die Umformung der Daten zur finalen Ubergabe
in das gewédhlte Modell. Daher wird in dieser Arbeit der Schritt als Data representation

construction bezeichnet.
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Abbildung 2.2: ST Data Minig Ablauf von Dateninstanzen und Représentationen von un-
terschiedlichen ST Datentypen zu den anwendbaren DL Modellen. Grafik
auf Basis von [Wang et al, 2020, Abb. 5, 12 & 13] und [Atluri et al, 2018,
Abb. 4]
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Zum Beispiel beschreiben [Lv et al, 2018; Wang et al, 2017] die Transformation von
Trajektorien zu Matrizen. Dazu teilen sie den betrachteten Bereich in ein gleichméfi-
ges Raster. Die Teilbereiche werden markiert, sofern eine Trajektorie den Teilbereich
durchquert. Auf diese Weise kénnen auch Modelle fiir den rdumlichen Zusammenhang

fiir Trajektorien genutzt werden und nicht nur zeitliche Modelle.

2.3 Deep Learning

Deep Learning (deutsch: tiefes Lernen) ist ein Teilbereich des Machine Learning (ML,
deutsch: maschinelles Lernen). ML bezeichnet dabei eine Sammlung von Algorithmen,
die es ermoglichen, Daten (halb-) automatisch zu analysieren. Diese Automatisierung
ermoglicht es, Daten in grofer Menge und Komplexitdt zu untersuchen, welches handisch
nur mit erheblichen Aufwand moglich wére. Fiir die Analysen werden Modelle anhand von

vorhandenen Daten trainiert. Dabei werden drei Trainingsmethoden unterschieden:
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1. Supervised Learning (deutsch: iiberwachtes Lernen): Hierbei werden fiir das Ler-
nen zusitzlich zu den Eingabedaten (engl.: Feature) auch das dazugehorige Er-
gebnis (engl.: Label) genutzt. Dieses Verfahren ist vergleichbar mit ,Lernen durch
Nachahmen”. Diese Variante wird hauptséchlich fiir Klassifikations- und Regressi-

onsmodelle genutzt.

2. Unsupervised Learning (deutsch: uniiberwachtes Lernen): Bei dieser Trainingsme-
thode werden nur die Daten fiir sich betrachtet, um beispielsweise Muster zwischen
verschiedenen Datenpunkten zu erfassen. Anwendungsbeispiele fiir Unsupervised
Learning sind: Dimensionsreduzierung, Clustering (deutsch: Griippchenbildung)

und Dichteschétzung.

3. Reinforcement Learning (deutsch: verstirkendes Lernen): Hierbei lernt ein Modell
nicht auf Basis eines Datensatz, sondern durch das Feedback einer interaktiven Um-
gebung. Diese Methode wird genutzt fiir Policy Search (deutsch: Richtliniensuche)

und Bestimmung einer Value Function (deutsch: Belohnungsfunktion).

Nicht alle Algorithmen aus dem Bereich ML gehoren zu Methoden des DL. DL-Algorithmen
basieren auf neuronalen Netzen, welche aus mehreren Schichten von Perzeptronen (Zelle
eines neuronalen Netzes, angelehnt an die Funktionsweise eines Neurons) bestehen. Mit
den heutigen technologischen Mitteln ist es moglich, viele dieser Schichten hintereinander
zu schalten und so ein ,tiefes” neuronales Netz zu erschaffen. Bei ML wird ein beson-
deres Augenmerk auf das Feature Engineering gelegt, bei dem aus den urspriinglichen
Daten Merkmale gewonnen werden, die eine héhere Informationsdichte aufweisen. Diese
Aufgabe erfiillen die einzelnen Schichten innerhalb eine DL-Modells. Das Erlernen der

Merkmale benétigt allerdings mehr Rechenleistung. [Dargan et al, 2020]

2.3.1 Long Short-Term Memory

Long Short-Term Memory (LSTM) (deutsch: Langzeit-Kurzzeitgedéchtnis)-Netze sind
eine Weiterentwicklung von Recurrent Neural Networks (RNN) (deutsch: Rekurrente
oder riickgekoppelte neuronale Netze) und wurden von [Hochreiter and Schmidhuber,
1997] entwickelt. Beide Arten von Netzen dienen der Verarbeitung von Sequenzen, al-
so zeitlichen Abfolgen. Die Besonderheit gegeniiber anderen neuronalen Netzen liegt in
der zusétzlichen ausgehenden Verbindung eines Perzeptrons wieder zu sich selbst. Dar-
aus resultiert die Namensgebung eines riickgekoppelten neuronalen Netzes. Durch diese

Verbindung kann das aktuelle Ergebnis im néchsten Zeitschritt mit in die Berechnung
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einflieften und vergangene Eingaben haben ebenfalls Einfluss auf kommende Ausgaben.
RNNs sind die direkte Umsetzung dieses Prinzips. Allerdings konnen bei der Verarbeitung
von ldngeren Sequenzen mit RNNs Phidnomene wie Gradient Vanishing oder Gradient
Ezxploding, welches vor allem bei andauernder geringer oder hoher Aktivierung eines RNN
Perzeptrons auftreten. Dadurch wird das Lernverhalten beeintrichtigt, sodass ein lang-
fristiger Zusammenhang nicht erfasst werden kann. [Hochreiter et al, 2001]

LSTM-Netze bestehen aus Schichten mit LSTM-Zellen. Der Aufbau der LSTM-Zellen
wirkt Gradient Vanishing und Gradient Ezploding entgegen, indem die Aktivierung auf
mehrere Teile der LSTM-Zelle aufgeteilt wird. Dafiir besteht eine LSTM-Zelle aus vier
Perceptron-dhnlichen Teilen.Neben einer Input Unit existieren drei sogenannte Gates,
welche unterschiedliche Informationsfliisse kontrollieren. Die Informationsfliisse sind der
Eingang (Input-Gate), der Ausgang (OQutpul-Gate) und einer, der den internen Zustand
kontrolliert (Forget-Gate). Der interne Zellzustand wird, neben dem Ergebnis, ebenfalls

an den néchsten Zeitschritt iibergeben.

2.3.2 Convolutionale Neural Network

Ein Convolutionale Neural Network (CNN, deutsch: Neuronales Faltungsnetzwerk) wur-
de urspriinglich zur Erkennung von handgeschriebenen Postleitzahlen entwickelt [LeCun
et al, 1989]. Diese Art von neuronalen Netzen orientiert sich dabei an der Funktionsweise
des visuellen Cortex. Das Netz besteht in der Regel aus zwei Arten von Schichten. Die
erste Schicht ist der namensgebene Convolutional layer (deutsch: Faltungsschicht), bei
dem ein oder mehrere Faltungskernel auf die Daten angewendet werden. Die Gewichte
eines Kernels sind der trainierbare Teil des Netzes. Auf diese Weise wird ein Datenpunkt
in einen raumlichen Kontext gesetzt. Die Ergebnisse dieser Schicht sind sogenannte Fea-
ture Maps fiir je einen Faltungskernel.

Des weiteren gibt es den Pooling layer (deutsch: Biindelungsschicht), bei dem die Di-
mensionalitidt reduziert und das Ergebnis robuster gegen kleine Verschiebungen und Ver-
falschungen gemacht wird. Dafiir wird tiblicherweise das Maximum aus einem Teil der
Feature Map genommen.

Diese zwei Arten von Schichten lassen sich auch mehrfach hintereinander schalten, um
komplexere Formen zu erkennen. CNNs werden nicht nur fiir 2D Daten, wie beispielswei-
se Bilder genutzt, sondern auch fiir 1D Daten, wie beispielsweise Signale und 3D Daten,

wie zum Beispiel Videos. |[LeCun et al, 2015

11
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2.3.3 Convolutional LSTM Networks

Convolutional LSTM Networks (ConvLSTM) sind eine Zusammenfiihrung der Konzepte
von CNNs und LSTMs von [Shi et al, 2015]. ConvLSTM wurden urspriinglich entwickelt
fiir die kurzfristige Vorhersage von Niederschligen anhand von Satelliten Bildern und
konnte in dem Kontext bessere Vorhersagen als Real-time Optical flow by Variational
methods for Echoes of Radar (ROVER)-Modelle tétigen (Korrelation zum Label: 0,908
(ConvLSTM); 0,850 (ROVER2)).

[Wang et al, 2020] beschreibt ein ConvLSTM wie folgt:

ConvLSTM is a sequence-to-sequence prediction model, whose each layer is a
ConvLSTM wunit that has convolutional structures in both the input-to-state
and state-to-state transitions. The input and output of the model are both

spatial map matrices|Wang et al, 2020, S. 10|

Dabei sind mit input-to-state and state-to-state transitions die vier Teile einer klassischen
LSTM-Zelle gemeint. Allerdings werden im Fall von ConvLSTM bei den Ubergéingen nun

rdumliche Strukturen der Daten betrachtet und nicht jeder Datenpunkt fiir sich.

2.4 Crowd-based Senornetze

In dieser Arbeit wird ein crowd-based Senornetz fiir die Messung von Feinstaubdaten be-
trachtet. Daher werden die Besonderheiten, solcher Netze, in den folgenden Abschnitten

in diesem Kontext vorgestellt.

2.4.1 Low-cost sensors

Giinstige Feinstaubsensoren ermdéglichen eine deutlich flexiblere Uberwachung der Fein-
staubbelastung. Bis etwa 2010 hatten hauptséchlich staatliche Instanzen oder gut finan-
zierte Forschungsprojekte die Moglichkeit fiir Feinstaubmessungen. Die Anschaffungskos-
ten fiir Messinstrumente lagen im Bereich von 10.000 USD und mit Betriebskosten, die
teilweise diesen Betrag noch iibersteigen.

|Giordano et al, 2021, S. 3f] stellt eine Auswahl an giinstigen Feinstaubsensoren vor
sowie eine Ubersicht von Projekten, welche die giinstigen Sensoren genutzt haben. Die

giinstigen Sensoren haben zu diversen Citizen Science-Projekten gefiihrt (the Airbeam
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monitor?, Plume Labs Flow monitor, PurpleAir?, Sensor.Community®) sowie groken,
verteilten Sensornetzen in Stadten ([Jiao et al, 2016; Rose Eilenberg et al, 2020]).

Hierbei ist zu beachten, dass die Messgeréte von staatlichen Referenzstationen kalibiert
sind und dadurch eine hohere Messgenauigkeit besitzen. Zu dem werden die Messungen in
einer kontrollierten Umgebung durchgefiihrt. Giinstige Sensoren messen den Feinstaub
unter Einfluss der Umgebung und die Messungen kénnen dadurch verfilscht werden.
Dabei ist insbesondere die Luftfeuchtigkeit zu beachten, die zu Gréfenverdnderung des
Feinstaubs fithren kann und so das Messergebnis beeinflusst.|Giordano et al, 2021|

Mithilfe von Kalibrierung der giinstigen Sensoren kann dem Umwelteinfluss entgegenge-

wirkt werden.

[Hagler et al, 2018] Zeigt Parameter mit denen eine Kalibrierung moglich ist. Die Tem-
peratur und relative Luftfeuchtigkeit kann grundsétzlich zur Kalibrierung genutzt wer-
den, es ist aber im Einzelfall zu {iberpriifen, ob bei einem Sensor ein Zusammenhang
zu den Parametern festgestellt werden kann. Umliegende (vertrauenswiirdige) Sensoren
konnen ebenfalls genutzt werden, wenn sie im néheren Umfeld liegen. Windrichtung /
-geschwindigkeit, sowie Verkehrsdaten eignen sich nicht zur Kalibrierung der Feinstaub-

sensoren. Als zeitlicher Faktor kann die Laufzeit eines Sensors genutzt werden.

[Chu et al, 2020] stellt zwei unterschiedliche Methoden zur Kalibrierung von Low-Cost-
Sensoren fiir Py 5 (Feinstaub bis zu einer Grofe von <2,5 um) (AirBox PM2.5) vor. Beide
Methoden nutzen vertrauenswiirdige Referenzstation in der Ndhe der Low-Cost-Sensoren
fiir die Kalibrierung. Die erste Methode nutzt ausschliefslich die Messungen an den Re-
ferenzstation im Vergleich zu den Sensoren und und optimiert die Messungen mittels
linearer Regression. Die zweite Methode betrachtet zusétzlich die rdumliche Konstellati-
on und Entfernungen zwischen den Stationen und Sensoren. Fiir die Kalibrierung wird
Geographically Weighted Regression und Weighted Least-Squares genutzt. Die Gewichte
werden iiber eine Kernelfunktion bestimmt. Die Kerneldistanz wird {iber eine Gauffunk-

tion definiert, welche die rdumliche Autokorrelation abbildet.

[Malings et al, 2020| analysiert zwei Modelle von Low-Cost-Sensoren fiir PM2.5 (Met-
One NPM & PurpleAir PA-II). Fiir die Kalibrierung der Sensoren wird der Schwerpunkt

auf Umwelteinfliife gelegt. Dabei wird zum einen das hygroskopisches Wachstum [Petters

2https://www.habitatmap.org/airbean
3https://plumelabs.com
‘https://www2.purpleair.com/
Shttps://sensor.community/de/
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and Kreidenweis, 2007| der Feinstaub-Partikel im Zusammenhang zur Temperatur und
Luftfeuchtigkeit betrachtet. Die alleinige Betrachtung des hygroskopisches Wachstums
hat aber nur unzureichende Ergebnisse erzielt. Daher wurden zusétzlich Referenzstatio-
nen betrachtet und der Fehler zwischen zwischen Station und Sensor mittels linearer
Regression minimiert. Zum anderen wurden zusétzlich die Temperatur, Luftfeuchtigkeit
und der korrespondierende Taupunkt an den Sensoren genutzt. Zur Kalibrierung wurden
lineare und quadratische Modelle auf Basis der Feature trainiert.

Beide Ansétze zeigen eine dhnliche Verbesserung der Sensordaten im Vergleich zu den
Referenzstationen. Die Ergebnisse verbesserten sich deutlich bei der Betrachtung eines

langeren Zeitraums (ein Jahr oder langer).

2.4.2 Topologie

Dynamische Sensornetze nutzen haufig ,Wireless Sensors”, da die einzelnen Stationen
héufig nicht ortsgebunden sind. Hierbei sind die Sensoren iiber einen Bereich verteilt und
kommunizieren tiber eine Mesh-Architektur. Die Sensoren kommunizieren ihre Messun-
gen in einer hierachischen Struktur an eine Zentrale. Bei diesem Aufbau ist die Methodik
der Weiterleitung der Daten von Leaf-Nodes liber Master-Node zur Zentrale zu beach-
ten. Es wird durchgehend iiberpriift, ob ein Master erreichbar ist oder ein neuer Master
bestimmt werden muss. Zudem verfiigen diese Sensoren meist nicht iiber eine gesicherte
Stromversorgung, weshalb Strategien fiir eine optimale Energieeffizienz entwickelt wer-
den miissen..

Diese Besonderheiten sind in dem betrachteten Sensornetz dieser Arbeit nicht von Be-
deutung, da grundsétzlich eine statische Stromversorgung gewéhrleistet ist. Ebenfalls
ist jeder Sensor an ein dediziertes WLAN-Netz angebunden und hat somit einen direk-
ten Uplink. Dennoch kann es passieren, dass vereinzelt keine Daten tibermittelt werden
kénnen, wie zum Beipiel bei einen Ausfall des WLAN-Netzes. In einigen dynamischen
Sensornetzen sind die Sensoren mobil und bewegen sich durch den Raum, sei es auf Fahr-
zeugen, wie Kraftwagen oder Flugzeugen, sowie auf Bojen. Hierbei miissen durchgehend
die Positionsdaten aktualisiert werden. Zudem koénnen sich die Messungen ortsbezogen
verandern, welches einen Einfluss auf das Messverhalten hat.

In dem betrachteten Sensornetz sind die Sensoren grundsétzlich stationdr und bewegen
sich nicht. Es ist jedoch moglich, dass neue Sensorstationen zu jedem beliebigen Zeit-

punkt hinzugefiigt werden sowie einzelne Sensorstationen entweder entfallen oder keine
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Daten {ibermitteln.[He et al, 2007; Hussein and Stipanovic, 2006; Oteafy and Hassanein,
2017; Zhang, 2011]
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In diesem Kapitel werden die genutzten Datensétze betrachtet und analysiert. Es werden
die Besonderheiten herausgearbeitet und beschrieben, inwiefern die Daten vorverarbeitet

wurden.

3.1 Sensor.Community

Der zentrale Datensatz, der in dieser Arbeit zum Einsatz kommt, stammt von dem Pro-
jekt Sensor.Community! (ehem. Luftdaten.info). Sensor. Community ist ein Projekt, wel-
ches urspriinglich durch das OK Lab Stuttgart gegriindet wurde. Es bietet eine Platt-
form, fiir die Erfassung von Umweltdaten durch selbstgebaute Sensoren. Die Anleitung
und Firmware fiir die Sensorstationen werden von dem Projekt zur Verfiigung gestellt,
sodass jede Person die Moglichkeit hat, einen eigenen Sensorknoten zu bauen und die
Daten an Sensor.Community zu iibermitteln. Deren Website visualisiert die Daten und
bietet damit die Moglichkeit, die Daten mit anderen Orten auf der Erde zu vergleichen.
Die Daten stehen unter der Open Database License? und kénnen somit ohne groferen
Aufwand genutzt werden.

Der Feinstaub-Datensatz wurde fiir den Zeitraum bis Ende 2020 in vorherigen Arbeiten
genauer untersucht [Braatz, 2021a||Braatz, 2021b|. In dieser Arbeit werden zum einen ein
groferer Zeitraum als in den vorherigen Arbeiten betrachtet (Januar 2017-Oktober 2021).
Zum anderen werden zusétzlich Daten beziiglich Temperatur und Luftfeuchtigkeit hin-
zugezogen. Die Daten werden téglich in einer CSV-Datei pro Sensor und Station fiir den
vergangenen Tag veroffentlicht. Des weiteren werden je Sensor auch monatliche Dateien
als gezippte CSV-Dateien zur Verfligung gestellt (bis Oktober 2020 sind die Daten auch

im Parquet3-Format erhiltlich). In den monatlichen Daten sind die Stationen iiber eine

'nttps://sensor.community/de/ (26.03.2022)
2http://opendatacommons.orqg/licenses/odbl/1.0/
3https ://parquet.apache.org/
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zusétzliche Spalte unterscheidbar. In den vergangenen Arbeiten wurden hauptséchlich
die Daten im Parquet-Format genutzt, da das Format speichereffizient ist und den Da-
tentyp der Spalten erhélt, wie beispielsweise die Zeitstempel der Messungen. Fiir einen
einheitlichen Einleseprozess der Daten werden in dieser Arbeit ausschlieflich die gezipp-
ten CSV-Dateien genutzt. Auf die damit einhergehenden Besonderheiten wurde bereits
in [Braatz, 2021a| eingegangen. Die grofere Menge an Daten, die in dieser Arbeit genutzt

werden, enthélt zusédtzlich folgende Besonderheiten:
1. Mehrere CSV Dateien beginnen erst in der zweiten Zeile mit den Spaltennamen

2. 2019-12_SDS011.csv hat die Spaltennamen in der ersten Zeile, der Inhalt beginnt

erst ab Zeile drei (die zweite Zeile ist ungiiltig).

3. 2017-03 bme280.csv hat die Spaltennamen in der zweiten Zeile, allerdings beginnt
der Datensatz mit weniger Spalten (ist somit ungiiltig im CSV Format). Ab der
Zeile 3125 haben die Daten dir richtige Anzahl an Spalten.

4. 2019-12 bme280.zip enthélt zwei CSV-Dateien

5. 2020-09 SDS011.csv enthélt Eintrédge mit ungewohnlichem Zeitstempelformat (YYYY-
MM-DDTHH:MM:SS ist das iibliche Format; 2020-090007T20:55:34.00 ist enthal-

ten). Die Messungen der betroffenen Eintrage sind nicht vorhanden.

Fiir einige Zeitraume fehlen Daten je Sensortyp. Die Ausfallzeitrdume sind in Abb. 3.1
dargestellt. Langere Ausfallzeiten sind extra hervorgehoben. Dabei fallen der April 2021
flir der DHT22 und der Juni 2021 fiir den BME280 besonders auf. In beiden Fille liegen
fiir den Monat keine monatlichen Daten vor. Fehlende Temperatur- und Luftfeuchtig-
keitsdaten werden Sensorknotenweise durch Daten des Deutschen Wetterdienstes ergdnzt.
Durch diese Moglichkeit werden die fehlenden Monate an Daten nicht durch die tégli-
chen Daten aufgefiillt. Insgesamt fehlen etwa 0,96 % der Daten des SDS011, 2,49 % des
DHT22 und 2,61 % des BME280.

3.1.1 Feinstaubdaten

Es existieren die Sensoren SDS011 und PPD42NS fiir die Feinstaubmessung. Der PPD42NS
war der erste Feinstaubsensor des Projekts (seit 2015-10) und der SDS011 wurde spé-
ter (2016-07) hinzugefiigt. Der SDS011 hat sich durch seine feinere Auflésung etabliert
und wird seither fast ausschlieflich genutzt. Der SDS011 misst Feinstaub in pg/m? fiir
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Abbildung 3.1: Fehlende Werte je Sensor, grofere Ausfélle sind besonders hervorgehoben:
a) SDS011; b) DHT22; ¢) BME280
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P10 (<10 pm) und P 5 (<2,5 pm). Der durch das Projekt definierte Wertebereich liegt
bei 0-1999 pg/m3. Allerdings kommt es bei den monatlichen Dateien dazu, dass Werte
teilweise deutlich auflerhalb des Wertebereichs liegen oder an Stelle der Messwerte Tex-
tinhalte vorhanden sind (siehe |Braatz, 2021al).

Daher wurden die Feinstaubdaten bereits von Ausreiffern befreit, wie in [Braatz, 2021b]
beschrieben ist. Dabei wurden die Ausreifser sowohl aus der zeitlichen, als auch rdumlichen
Perspektive entfernt. Ein Aureiffer wird als solcher iiber den robusten Z-Score definiert.
Dieser betrachtet die Differenz von Messwert und dem Median der Vergleichsmenge im
Verhéltnis zur mittleren Abweichung vom Median der Vergleichsmenge. Die positiven
Effekte der Ausreifferbehandlung sind ebenfalls in [Braatz, 2021b| dargestellt.

3.1.2 Temperatur- & Luftfeuchtigeitdaten

Die am héufigsten genutzten Sensoren fiir Temperatur und Luftfeuchtigkeit sind der
DHT22 (seit 2015-10) und BME280 (seit 2017-03). Dariiber hinaus existieren noch weitere
Sensoren fiir Temperatur und Luftfeuchtigkeit in dem Projekt, jedoch sind diese erst
spéter hinzugekommen und deutlich weniger vertreten. Aus diesem Grund werden diese
Sensoren hier nicht weiter aufgefiihrt. Der giiltige Wertebereich fiir die Temperatur wurde
auf —20°C - 50 °C und fiir die Luftfeuchtigkeit auf 0 % - 100 % festgelegt.

3.2 Umweltbundesamt

Die kostengiinstigen Sensoren zur Feinstaubmessung werden werksseitig nicht kalibriert.
Wie in Kapitel 2.4.1 beschrieben, kann dies insbesondere mit der Einwirkung von Umwelt-
einfliissen zu Messungenauigkeiten fithren. Allerdings konnten die Sensoren nachtréglich
durch staatliche Referenzstationen kalibriert werden. Hierfiir wurden Daten des Umwelt-
bundesamts (UBA) genutzt. Das UBA ist die zentrale Umweltbehérde Deutschlands und
befasst sich mit dem gesunden Miteinander von Mensch und Umwelt. Dazu gehort auch
die Uberwachung der Luftqualitit. Hierfiir werden an iiber 400 Luftmessstationen diverse

Luftmessungen vorgenommen [Umweltbundesamt, 06.03.2022].

Feinstaubmessungen gehoren ebenfalls zur Bestimmung der Luftqualitdt. Fiir die Mes-
sung wird der Feinstaub von sogenannten ,Staubsammlern” eingesaugt. Am Einlass be-
findet sich ein Abscheider, welcher die Luft auf bestimmte Partikelgrofsen filtert. Der

Luftstrom wird dann fiir einen bestimmten Zeitraum {iber ein Filterpapier geleitet, an
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dem sich der Feinstaub ablagert. Das Filterpapier wird durch einen [-Strahler (radioak-
tive Quelle) durchstrahlt. Die Abschwéichung des S-Strahls wird gemessen und in Kom-
bination mit dem Messinterval wird die Feinstaubkonzentration bestimmt. Die genaue

Funktionsweise kann [Umweltbundesamt, Juni 2004] entnommen werden.

Die Luftdaten des UBA werden zum Teil in einer App 4 und iiber eine API ® zur Verfii-
gung gestellt. Da die Daten fiir Py 5 iiber die API zum Zeitpunkt der Arbeit nicht mit
einer stiindlichen Auflésung verfiigbar waren, wurden die Daten auf personliche Anfrage

erhalten.

Der erhaltenen Datensatz besteht zum einen aus den Feinstaubmessungen (fiir P19 und
Py 5) fiir den Zeitraum 01.01.2017-01.11.2021 und zum anderen aus Informationen zu den

Sensorstationen.

3.2.1 Feinstaubdaten

Die Feinstaubdaten liegen in jahrlichen CSV-Dateien je Messwert vor. Die Tabellen haben

jeweils den gleichen Aufbau mit 31 Spalten:

1. Station: Die Stations-ID der Messstationsstandorte
2. Komponente: Der gemessene Messwert: [PM10, PM2 5]
3. Datum: Tag der Messung

4. TYPE OF AREA: Lage der Messstation: [vorstadtisches Gebiet, stadtisches Ge-
biet, landlich regional, landlich stadtnah, ldndliches Gebiet, landlich abgelegen|

5. TYPE OF STATION: Art der zu messenden Doméne: [Hintergrund, Industrie,
Verkehr|

6. Wert01-Wert24: Je eine Spalte pro Stunde des Tages mit den Messwert-Mittelwerten

7. TYPE OF DATA: Aggregationsgrad der Daten, hier immer Stundenmittelwerte:
[S]

8. Lieferung: Lieferstatus aus welchem Update die Daten stammen: [Y=Jahresupdate,
M=DMonatsupdate, D=Aktualdaten|

‘https://www.umweltbundesamt .de/themen/luft/luftqualitaet/app-luftqualitaet
Shttps://www.umweltbundesamt .de/daten/luft/luftdaten/doc

20


https://www.umweltbundesamt.de/themen/luft/luftqualitaet/app-luftqualitaet
https://www.umweltbundesamt.de/daten/luft/luftdaten/doc

3 Datenanalyse

Reference pm Proportion

140
Komponente
— PFMLD
0.8 4 PM2 5
c 06 4
=
=
2
£ 04-
0.2 -
D':I T T T T T
1071 10° 10t 10° 108

pm [pg/m?]

Abbildung 3.2: Verteilung der Messwerte fiir P1g und P25 in den Daten des UBA fiir
Werte groker 0,01 pg/m?

Die Daten enthalten Messungen von 405 einzelnen Stations-IDs. Dabei sind etwa 64 % der
Daten Pjg-Messungen und 36 % fiir Ps 5. Die Messwerte werden mit dem Wert '-999’ als
ungiiltig gekennzeichnet. Dies trifft auf 2,3 % des Datensatzes zu (1,96 % der P1p-Daten
und 2,89 % der Py s-Daten). Aukerdem ist ein Teil (0,22 %) der Messungen negativ,
welches dem Messverfahren geschuldet ist (0,28 % der Pjg-Daten und 0,19 % der Py 5-
Daten). Die ungiiltigen und negativen Werte wurden entfernt und durch NaN ersetzt.
In einem weiteren Schritt wurden diese Werte dann je Station mithilfe einer zentrierten
Fensterfunktion der Grofe 12 mit dem Mittelwert ersetzt. Dadurch wurden Datenliicken
bis zu einer Dauer von 12 Stunden geschlossen. Daten, die {iber einen ldngeren Zeitraum
undefiniert sind, wurden entfernt, da sie nicht sicher mit anderen Feinstaubdaten ver-
gleichbar sind.

Die Verteilung der Messwerte fiir Werte grofer 0,01 pg/m? ist in Abb. 3.2 dargestellt. Die
Messung fiir Po 5 ist grundsétzlich niedriger als die von P1g. Aufierdem ist zu erkennen,

dass der Grofiteil der Messungen im ein- bis zweistelligen Bereich liegen.
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3.2.2 Stationsinformationen

Die Stationsinformationen enthalten Metainformationen zu allen Messstationen des UBA.
Die Daten liegen ebenfalls im CSV-Format vor. Zu beachten ist, dass die erste Zeile des
Datensatzes den Hinweis ,Stationen vom: 03.11.2021” enthélt, welcher bei dem Einlesen
der Daten iibersprungen werden muss. Jede Zeile in dem Datensatz bezieht sich auf eine
Station, welche durch 44 Spalten beschrieben wird. Davon beschreiben der Grofiteil der
Spalten die Position der Station. Zum einen wird der Ort durch die Adresse und die Ko-
ordinaten angegeben, zum anderen im Kontext der Umgebung. Dabei gibt es Angaben zu
umliegenden Emissionsquellen, Art der Umgebung und Entfernung zur nichsten Strafle.

Von den 44 Spalten werden folgende fiinf genutzt:

1. Stationscode: Die Stations-ID der Messstationsstandorte

2. Aktivitdtsperiode: von : Datum als Text, ab wann eine Station in Betrieb genommen

(Zu beachten: Leerzeichen am Ende des Spaltennames) wurde

3. Aktivititsperiode: bis: Datum als Text, bis wann eine Station in Betrieb war (fehlt,

wenn die Station noch in Betrieb ist)
4. Linge dezimal: Langengrad der Station als float64

5. Breite dezimal: Breitengrad der Station als float64

Die Spalten beziiglich des Betriebszeitraums werden ausschliefslich in der Datenanalyse
genutzt, um die Entwicklung der Stationenanzahl iiber die Zeit zu betrachten, welche in
Abb. 3.3 zu sehen ist. Die Zuordnung einer Station zu PM-, P1g- oder P 5-Messstationen
wurde anhand der verfiigbaren Feinstaubdaten des UBA vorgenommen (siche 3.2.1).
Grundsétzlich kann eine Messstation meherer Luftmessinstrumente beinhalten. Ab wel-
chem Zeitpunkt eine Station mit einem Staubsammler ausgestattet wurde, konnte nicht
genau bestimmt werden. Abb. 3.3 zeigt, dass etwa 40 % der Luftmessstationen Feinstaub
messen. Von diesen wiederum messen die meisten P1g. Py 5 wird von etwa zwei Dritteln
der PM-Messstationen gemessen. Dementsprechend werden an den meisten Stationen,
an denen Py gemessen wird, auch P 5 gemessen. Zum Ende des betrachteten Zeitraums
haben lediglich 24 Stationen ausschliefslich Po 5 gemessen. Die Unterschiede in der Anzahl
an P1g- und P9 5-Messstationen ist vermutlich darauf zuriickzufiihren, dass das Messnetz

flir P19 bereits seit den 1990er Jahren aufgebaut wird. Das Messnetz fiir P 5 besteht
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Abbildung 3.3: Entwicklung der Anzahl an Messstationen: a) aller UBA Luftmessstatio-
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Messstationen.

23



3 Datenanalyse

55 stations 55 PM stations
54 54
53 53
52 52

m m

= =

2 51 2 51

3 3
50 50
49 49
45 45
47 47

& B 10 1 1 & B 10 1 1
Longitude [°] Longitude [°]

Abbildung 3.4: Standorte der Messstationen: a) aller UBA Luftmessstationen, b) aller
PM-Messstationen.

erst seit 2008 [Umweltbundesamt, 13.03.2022]. In Abb. 3.4 ist die Verteilung aller Luft-
messstationen des UBA und speziell der Stationen, die Feinstaub messen, abgebildet.
Grundsétzlich ist eine gleichméfige Verteilung der Stationen, mit Ballungen um Grofs-
stadte zu erkennen. Die Verteilung der Feinstaubmessstationen ist weniger dicht, hat
dennoch groftenteils eine gleichméfige Abdeckung. Lediglich im Norden und Siidosten

Deutschlands ist die Dichte der Stationen tendenziell geringer.

3.3 Deutscher Wetterdienst

Der Deutsche Wetterdienst (DWD) ist eine Bundesbehérde Deutschlands und ,,[...] ist fiir
die Erfiillung der meteorologischen Erfordernisse aller Wirtschafts- und Gesellschaftsbe-
reiche in Deutschland zustdndig” [DWD, 27.03.2022]. Dazu gehort unter anderem die
Erfassung von metereologischen und klimatologischen Daten. Die Wetterdaten werden
seit dem 25.07.2017 groftenteils kostenfrei iiber den Open Data Server® zur Verfiigung
gestellt.

Shttps://opendata.dwd.de/
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Fiir den einfachen Zugriff auf die Daten wurde von [Benjamin Gutzmann et al, 2021]
das Python Modul wetterdienst entwickelt. Es bietet eine API, um auf Wetterdaten
von mehreren Wetterdienstleistern in Python zugreifen zu kénnen. Zusétzlich bietet es
Funktionalitdten, um die néchstgelegenen Stationen zu einem Koordninatenpaar zu be-
stimmen. Die Daten der Stationen kénnen, unter Beriicksichtigung von Filtern, abgerufen

werden.

Fiir diese Arbeit wurden Temperatur- und Luftfeuchtigkeitsdaten abgerufen, um feh-
lende Messdaten an den Sensorstationen der Sensor.Community auszugleichen. Hierfiir
wurde, sofern Daten fehlen, die néchste verfiighare Station {iber wetterdienst bestimmt
und die Daten aus dem Datensatz DwdObservationDataset. MOISTURE in einer stiindli-
chen Auflésung abgerufen. Diese enthalten neben der Stations-ID und einem Zeitstempel
sechs Messwerte im Kontext von Feuchtigkeit. Die Messwerte beinhalten unterschiedli-
che Messungen zu Luftfeuchtigkeit, Luftdruck und Temperatur. Fir diese Arbeit wurden
nur die Messwerte fiir ¢t std (Temperatur 2 m iiber dem Boden) und rf std (relative
Luftfeuchtigkeit) genutzt.

Bei den Daten ist zu beachten, dass auch wenn eine néichstgelegene Station bestimmt
wird, es moglich ist, dass keine Daten verfiigbar sind. In diesem Fall wurden die néchsten
Stationen abgefragt, bis von einer Station Daten erhalten wurden. Seltener werden die

Daten doppelt zuriickgegeben. In diesem Fall wurden die doppelten Daten entfernt.
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In diesem Kapitel werden die durchgefiihrten Experimente beschrieben. Am Anfang wird
der Zusammenhang zwischen den Versuchen dargestellt, sowie der daraus resultierende
Ablauf. Im Anschluss wird kurz die genutzte Toolchain beschrieben. Darauthin werden
die mafsgeblichen Metriken vorgestellt, welche fiir die Evaluation der Experimente genutzt
werden. Der Versuch wird in drei Schritte aufgeteilt: Kalibrierung der Sensorstationen,
Interpolation eines Rasters und Prognose der Feinstaubentwicklung. Fiir jeden Schritt
werden die benotigten Materialien und Methoden, sowie die Versuchsdurchfithrung und

die Ergebnisse vorgestellt.

4.1 Genereller Versuchsaufbau

Der Versuchsaufbau ist an den Ablauf des KDD-Prozesse angelehnt, wie er in Ab-
schnitt 2.2.1 beschrieben wurde. Der Versuchsablauf ist in Abb. 4.1 dargestellt. Diese
Arbeit ist Teil einer Reihe von Ausarbeitungen, weshalb einige Versuchsschritte bereits
in vorherigen Arbeiten beschrieben wurden. Das Einlesen der Daten und die Vorverar-
beitungsschritte bis einschliefslich der Entfernung rdumlichen Ausreifser wurde bereits in
[Braatz, 2021a] und |Braatz, 2021b| beschrieben. Die nétigen Anpassungen an den gro-
feren Datensatz und neue Datenquellen wurden bereits in Kapitel 3 vorgestellt. In dieser
Arbeit wird ergénzend die Sensorkalibrierung als zusétzlicher Vorverarbeitungsschritt
betrachtet. Die Kalibrierung wird in Abschnitt 4.4 genauer untersucht. Der Schritt der
Datentransformation wird um eine Anpassung der Datenreprisentation erweitert, wie sie
in Abschnitt 2.2.2 beschrieben wurde. Dabei sollen die ungleichméfig verteilten Daten
zu einem gleichméfigen Gitter geschitzt werden. Dieser Schritt wird in Abschnitt 4.5
behandelt, wobei drei unterschiedliche Ansétze verglichen werden. In dem Data-Mining-

Schritt des KDD-Prozesses wird in diesem Versuch eine Prognose der Feinstaubdaten
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Abbildung 4.1: Ablauf des Versuchs

durchgefiihrt. Dieser Schritt wird in Abschnitt 4.6 betrachtet und vergleicht unterschied-
liche Architekturen eines ConvLSTM-Netzes. Die Diskussion der Ergebnisse der einzelnen
Schritte des Versuches wird in Kapitel 5 durchgefiihrt.

4.2 Toolchain

Ein Grofteil der Toolchain konnte aus den vorherigen Arbeiten weiter genutzt werden
und wurde genauer in [Braatz, 2021a| und [Braatz, 2021b| beschrieben. Fiir die Verwal-
tung und Replizierbarkeit der Python-Umgebung wurde Anaconda! genutzt. Anaconda
ist eine Alternative zu dem Repository Manager PyPi? und erméglicht das Einbinden
von Modulen von Dritten in die eigene Python-Umgebung. Im Gegensatz zu PyPi wer-
den bei Anaconda auch Python-externe Abhéngigkeiten mit zur Verfiigung gestellt. Das
Modul Geopandas benétigt Zugriff auf die Software GEOS (Geometry Engine - Open

Source)?. GEOS bietet Funktionen zur riumlichen Geometrieberechnung. Allerdings hat

"mttps://www.anaconda.com/ (03.04.2022)
*https://pypi.org/(03.04.2022)
3https://libgeos.org/ (03.04.2022
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diese Software nur eine Schnittstelle fiir die Programmiersprachen C und C++. Anacon-
da bindet auch diese externen Abhéngigkeiten in die Python-Umgebung ein, sodass sie
nicht separat installiert werden miissen. Zuséatzlich ermdglicht Anaconda die Definition
einer Python-Umgebung mit spezifischen Versionsangaben zu den jeweiligen Modulen
und hilft dabei, Abhéngigkeiten zwischen den einzelnen Modulen aufzulésen.

Fiir die Entwicklung der Software wurde hauptséchlich ein Windows-Rechner mit einem
AMD FX-6350 mit sechs logischen Kernen als Prozessor, einer NVIDIA GeForce GTX 970
als GPU und 8 GB Arbeitsspeicher genutzt. Mit dieser Hardware konnte die Software
fiir die ersten vier Monate des Datensatzes validiert werden. Fiir alle weiterfiihrenden
Berechnungen wurden die Ressourcen des Forschungs- und Transferzentrum Smart Sys-
tems (FTZ SMSY)* genutzt. Fiir Berechnungen mit dem gesamten Datensatz wurde
ein Unix-Server mit einem Prozessor mit 64 Kernen, vier NVIDIA A100 als GPUs und
950 GB Arbeitsspeicher genutzt. Fiir die nachtrégliche Auswertung wurde zusétzlich ein
Unix-Server mit einem Prozessor mit 36 Threads und 370 GB Arbeitsspeicher verwendet.
Fiir die Nutzung der Server des FTZ muss die Software in Docker-Containern ausgefiihrt
werden. Docker [Merkel, 2014] bietet die Moglichkeit, Software in sogenannten Containern
laufen zu lassen. Diese Container werden durch Software definiert und sind unabhéngig
von dem Betriebssystem, auf dem Docker ausgefithrt wird. Dies erméglichte die Entwick-
lung auf einem Windowsrechner und die Ausfiihrung auf einem Unix-basierten Server
in dem Rechenzentrum des FTZ. Die Basis des Docker-Images® ist ein NVIDIA-Image®,
welches die Nutzung der GPUs in dem Container erméglicht. Zusétzlich wurde Anaconda

in dem Image fiir die Erstellung und Bereitstellung der Python-Umgebung installiert.

4.3 Metriken

In dieser Arbeit werden unterschiedliche Modelle und Methoden fiir die Analyse und Ver-
arbeitung von Daten vorgestellt. Im Falle der Kalibrierung ist das Ziel, die Messungen
der giinstigen Sensoren nachtréglich mit Hilfe von Messungen der Sensorstationen des

UBA zu korrigieren. Bei der Interpolation werden Werte an umliegenden Orten auf Basis

‘https://smsy.haw-hamburg.de/ (03.04.2022)

Ein Image ist die Vorlage fiir einen Container, welche alle installierten Anwendungen enthilt [[ONOS
Digitalguide, 03.04.2022]

Shttps://hub.docker.com/layers/cuda/nvidia/cuda/11.4.2-base—ubuntu20.04/
images/sha256-7£53f187704999b6f604acaecd0fcd86b95c5f225ab3fcae968a986477c42c464?
context=explore (03.04.2022)
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vorhandener Messungen geschéatzt. Fiir die Erstellung von Prognosen wird die zukiinfti-
ge Feinstaubentwicklung auf der Grundlage von vergangenen Messungen vorhergesagt.
Die Effektivitdt der verschiedenen Methoden wird durch Metriken bestimmt und kann
so verglichen werden.

Alle genutzten Methoden und Modelle gehoren zur Kategorie des Supervised Learning.
Dementsprechend sind fiir jeden Datenpunkt immer das erwartete Label (Validierungsda-
ten) vorhanden. In dieser Arbeit werden R-Square, Root Mean Squared Error und Mean

Absolut Error als Metriken genutzt.

4.3.1 R-Square

R-Square (R2) wird auch als Bestimmtheitskoeffizient bezeichnet und beschreibt, wie gut
ein Modell die Variabilitdt einer abhéngigen Variablen beschreibt. Im Kontext von Re-
gression zeigt R2 wie gut eine Regressionslinie die Daten représentiert [R2., 09.04.2022].
R2 ist wie folgt definiert:

_ sum squared regression (SSR) . Zé’:1 [2(s5) — 2(s)]

total sum squares (SST) Zé’:l [2(s;) — z(s§)]

R2=1 (4.1)

Dabei sind z(s;) die Validierungsdaten, Z(s;) sind die geschétzten Werte und Z(s;) der

Mittelwert iiber die Validierungsdaten.

4.3.2 Root Mean Squared Error

Root Mean Squared Error (RMSE) gibt ein Fehlermal an, wie stark die Schitzungen
von den tatsdchlichen Werten abweichen. RMSE gewichtet dabei grofsere Abweichungen
starker als Mean Absolut Error und im Gegensatz zu Mean Squared Error ist das Feh-
lermaft innerhalb des Wertebereichs der betrachteten Variable. Innerhalb von Klima-,
Wetter- und Luftstudien wird RMSE als Standard Metrik genutzt [Chai and Draxler,
2014]. RMSE ist definiert als:

RMSE = |+ S [3(sj) — 2(s;)/5  E{RMSE} = o(h = 0) (4.2)
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Dabei ist [ die Anzahl der Validierungsdatenpunkte.

4.3.3 Mean Absolut Error

Mean Absolut Error (MAE) ist ein vergleichbares Fehlermaf wie RMSE. Allerdings wird
bei MAE jede Abweichung zwischen den Schétzwerten und Validierungsdaten gleich be-
wertet unabhéngig von der Grofe der Abweichung. MAE ist definiert als:

MAE:%

D 12(s5) — 2(s)] (4.3)

j=1
4.4 Kalibrierung

In dieser Arbeit werden Daten aus einem Crowd-Sensing Projekt verwendet. Die Mes-
sung von Feinstaubdaten in Crowd-Sensing-Projekten wurde erst durch die Verfiighbarkeit
von kostengiinstigen Sensoren ermdglicht. In Abschnitt 2.4.1 wurde bereits beschrieben,
dass diese gilinstigen Sensoren meist nicht kalibriert sind. In diesem Abschnitt werden
unterschiedliche Ansétze der nachtriaglichen Kalibrierung betrachtet und verglichen. Das
Ergebnis dieses Abschnitts ist der Grundstein fiir die Untersuchungen in den nachfolgen-
den Unterkapiteln.

4.4.1 Material und Methoden
Datensatz

Fiir die Kalibrierung der Sensoren werden alle Daten genutzt, die in Kapitel 3 beschrie-
ben wurden. Die Daten werden fiir den Zeitraum von Januar 2017 bis einschlieflich
Oktober 2021 betrachtet. Die Feinstaub-, Temperatur- und Luftfeuchtigkeitsdaten von
Sensor.Community wurden auf Basis der Geokoordinaten (Léngen und Breitengrad) so-
wie des Zeitstempels zusammengefiihrt. Durch die eins-zu-eins Beziehungen der Daten
an einer Sensorstation zu einem Zeitpunkt gehoren die Messungen jeweils zu derselben
Sensorstation. Fiir die Sensorstationen, an denen kein Sensor fiir Temperatur oder Luft-
feuchtigkeit angebracht ist, wurden die fehlenden Daten durch Messungen der néchst-

gelegenen DWD-Messstation ergénzt. Ein Ausschnitt der Daten ist in der Tabelle 4.1
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auf Seite 33 dargestellt. Fiir die Kalibrierung der Sensoren wurden die Messungen der

Feinstaubmessstationen des UBA als Referenzdaten genutzt.

Datenvorverarbeitung

Im Zuge der Datenvorverarbeitung werden dem Sensordatensatz korrespondierende Re-
ferenzdaten zugeordnet. Hierfiir wird zunéchst sichergestellt, das eine gegebene Referenz-
station” auch zu dem betrachteten Zeitpunkt Feinstaubmessungen zur Verfiigung stellt.
Dieser Schritt ist notwendig, da in der Stationsiibersicht des UBA auch Stationen gelistet
werden, die nicht iiber den gesamten Zeitraum Feinstaub gemessen haben. Die verblei-
benden Referenzstationen werden nun den néchstgelegenen Sensorstationen zugeordnet.
Fiir die Zuordnung wird die Implementierung von |[Henrikki Tenkanen, Vuokko Heikin-
heimo, Havard Wallin Aagesen, 23.02.2022| genutzt. Hierbei wird ein Nachbarschafts-
Baum auf Basis der Geokoordinaten der Referenzstationen generiert. Die Entfernung
wird {iber die Haversine-Distanz® bestimmt, welche es erméglicht Entfernungen auf einer
Kugel zu berechnen. Uber den Nachbarschaftsbaum wird, daraufhin fiir jede Sensorsta-
tion die ndchstgelegene Referenzstation bestimmt. Anhand dieser Zuordnung werden fiir
die Messwerte P1g und Ps 5 die korrespondierenden Referenzwerte zugewiesen. Zusétz-
lich wird die Entfernung zu der gegebene Referenzstation berechnet. Die Nachbarschaft
und jeweiligen Distanzen zwischen Sensorstation und Referenzstation sind beispielhaft
in der Abb. 4.2 fiir den letzten Zeitpunkt des Betrachtungszeitraums dargestellt. Zu dem
betrachteten Zeitpunkt gibt es die grofte Anzahl sowohl an Sensorstationen, als auch an
Referenzstationen. Dennoch ist die Verteilung der Referenzstationen nicht engmaschig
genug, sodass nicht jede Sensorstation iiber eine Referenzstation im nadheren Umkreis
verfiigt. Insbesondere in lédndlicheren Regionen sind die Entfernungen zwischen den bei-
den Stationstypen grofer. Die Sensorstation auf Sylt ist etwa 73 km von der néchsten

P9 5-Referenzstation entfernt.

"In dieser Arbeit werden Stationen des UBA als Referenzstationen bezeichnet und Sensoren von Sen-
sor.Community als Sensorstationen
8https ://www.igismap.com/haversine-formula-calculate-geographic—-distance—

earth/ (18.04.2022)
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Abbildung 4.2:

Longitude [*]

Darstellung der verfiigbaren Sensorstation der Sensor.Community (rot)
und Referenzstation des Umweltbundesamts (blau: Py (P1), blau-
umrandet: Py 5 (P2)) am 31.10.2021 23:00. Die néchsten Referenzstatio-
nen fiir P19 und Ps 5 zu einer Sensorstation sind durch Linien gekennzeich-
net. Die Farbe der Linien représentiert die Entfernung. Die Entfernung
zwischen den Stationen kann {iber 70 km betragen.
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Kalibrierungsmethoden

In diesem Abschnitt werden die Kalibrierungsmethoden vorgestellt, die miteinander ver-
glichen werden. In Abschnitt 2.4.1 wurde bereits von einigen Ansétzen berichtet. In [Ma-
lings et al, 2020] konnten empirische Modelle die Low-Cost-Sensorstation in &hnlichem
oder sogar besserem Mafe als physikalische Modelle kalibrieren. In [Barkjohn et al, 2021]
wurden unterschiedliche lineare Modelle verglichen, welche neben den Feinstaubdaten
zusétzlich Temperatur, Luftfeuchtigkeit und Taupunkt betrachten. [Chu et al, 2020] hat,
zusétzlich zu einem linearen Modell, Geographically Weighted Regression zur Kalibrierung
genutzt, um auch die rdumliche Abhéngigkeit in der Kalibrierung zu beriicksichtigen.

In dieser Arbeit wird eine Auswahl und Kombination der eben genannten Modelle ver-
glichen. Das Modell, welches am besten auf den Datensatz generalisiert, wird genutzt,

um die Sensordaten fiir die nachfolgenden Untersuchungen zu kalibrieren.

Geographically Weighted Regression

Geographically Weighted Regression (GWR) ist fiir jeden Ort i = 1, .., n definiert als:

p—1
yi = Bio+ Y Binwin + € (4.4)
k=1

y; ist dabei die abhéngige Variable an dem Ort 4, x;; ist der Wert der k-ten Kovariate
an dem Ort 4, B;0 ist der Achsenabschnitt, [3;; ist der Regressionskoeffizient fiir die k-te
Kovariate, p ist die Anzahl an Regressionstermen und ¢; ist der zuféllige Fehler an dem
Ort 3.

Die Matrixform ist:

wobei ﬁ_; ein Spaltenvektor mit den Regressionkoeffizienten ist und X’; einen Zeilenvektor
mit den unabhangigen Variablen an dem Ort ¢. Der Vektor mit den geschéitzten Regres-

sionkoeffizienten an dem Ort 7 beschreibt:

—
~

B=[XTwi X' xTw,Y (4.6)
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wobei Y der Vektor mit den abhiingigen Variablen ist; X = (XE, XTI XTT st die
Matrix mit den unabhéngigen Variablen. Dabei enthélt die erste Spalte Einsen fiir den
Achsenabschnitt. W; = diag[Wil_Z .., Wip, ist die n xn Diagonalmatrix mit den berechneten
Gewichten fiir jeden Ort ¢ und BZ = (Bl-o, Bil, o Bl-p,l)T ist der Vektor mit p Regressions-
koeffizienten an dem Ort ¢ fiir p — 1 unabhéngige Variablen und den Achsenabschnitt.
[Wheeler and Péez, 2010]

4.4.2 Durchfiihrung und Ergebnisse

Die Kalibrierung wird mit Lineare Regression (LIN) und GWR getestet. Auferdem wur-
den drei unterschiedliche Featuresets verglichen. Diese werden in Tabelle 4.2 auf Seite 37
zusammen mit den dazugehodrigen Modellnamen dargestellt. Zusétzlich wird der Ein-
fluss der Distanz zwischen Sensorstation zur korrespondierenden Referenzstation auf die
Modelle untersucht. Dabei werden folgende Entfernungen betrachtet: 0,25 km, 0,5 km,
1,0 km, 2,0 km und 5,0 km. Dies fithrt zu 30 verschiedenen Szenarien, je fiir P;g und
Pys.

Jedes Szenario wird je Zeitstempel auf die Daten angewandt und 5-fach-kreuzvalidiert,
sofern ausreichend Datenpunkte vorhanden sind. Andernfalls wird der Zeitschritt nicht
bewertet.

Das Modell mit den besten Metriken wird im Anschluss auf den gesamten Datensatz an-
gewendet. Die Kalibrierung wird ebenfalls je Zeitschritt durchgefiihrt. Fiir das Training
des Kalibrierungsmodells werden alle Daten aus dem festgelegten Einzugbereich genutzt.
Das Modell wird im Anschluss auf alle Daten (inklusive der Daten auferhalb des Ein-
zugbereichs) angewandst.

Fiir die Implementierung von LIN wird die Python-Bibliothek sklearn [Fabian Pedregosa
et al, 2011| genutzt und GWR wird mit der Bibliothek pysal [Rey and Anselin, 2007]

implementiert.

Modellvergleich

Die folgenden Grafiken sind mit absoluten anstelle von relativen Luftfeuchtigkeitsdaten
des DWD entstanden. Dieser Fehler ist erst nachtriiglich aufgefallen. Zur Uberpriifung
der Auswirkung auf die Analyse wurde beispielhaft die Analyse der Metrik Verteilung
fiir einen kleineren Zeitraum iiberpriift (vergleiche Abb. A.1 und Abb. A.2 im Anhang).

Die Ergebnisse der Uberpriifung fiihren effektiv zu den gleichen Resultaten wie mit der
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Darstellung der Verteilung der Metriken je Kalibrierungsmodell und Pa-
rameterkombination fiir P1g (P1) und Po 5 (P2) iiber alle Zeitstempel. Je
Grafik sind die sechs Kalibrierungsmodelle aufgezeichnet. In den Zeilen
sind die betrachteten Entfernungen dargestellt und in den Spalten die
Metriken (MAE, RMSE und R2)
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Tabelle 4.2: Aufstellung der Modellnamen der Kalibrierungsmodelle und die jeweils ge-
nutzten Feuturesets, wobei PM der jeweilige Feinstaubmesswert ist, T ist
die Temperatur und H ist die relative Luftfeuchtigkeit.

Modellnamen Featureset

lin pm / gwr_ pm PM
lin t th/gwr t th PM+T+H
PM+T+H+ PM?+T?+ H?

lin all / gwr all + PM«T+PMx«H+PMxxTxH

absoluten Luftfeuchtigkeit. Daher werden im Folgenden die Ergebnisse der Analyse mit
den ergédnzten absoluten Luftfeuchtigkeitsdaten vorgestellt.

Die Ergebnisse des Vergleichs sind in Abb. 4.3 dargestellt. Zu sehen sind die Verteilung
der drei Metriken iiber die Zeitstempel. In den Zeilen sind die Entfernungen zwischen
Sensorstation und Referenzstation aufgetragen. Tendenziell ist zu erkennen, dass die Me-
triken sich bei groferen betrachteten Entfernungen verbessern. Dies ist vermutlich da-
durch zu erkléren, dass zunehmend mehr Datenpunkte fiir das Training der Modelle zur
Verfiigung standen, je grofser der betrachtete Bereich gewéhlt wird. Die Metriken fiir die
Modelle gwr _t rh und gwr_all verschlechtern sich bei Entfernungen gréfer 1 km und
2 km. Diese Modelle nutzen GWR, welches zuséatzlich die raumliche N&he berticksichtigt.
Eine mogliche Erklarung der Verschlechterung dieser Modelle ist die Tatsache, dass die
rdumlichen Zusammenhénge fiir die gegebenen Featuresets nicht bei groferen Entfernun-
gen bestehen, beziechungsweise nicht erlernt werden konnten.

Das Modell mit dem hochsten R2-Score ist gwr pm bei einer Entfernung von 5 km.
Auflerdem weisen MAE und RMSE die niedrigsten Werte auf.

Kalibrierung des Datensatzes

Bei allen folgenden Darstellungen ist der Zeitraum ab 01.02.2017 betrachtet. Im Januar
kam es zu einem einmaligen, extremen Ausreifer bei der Kalibrierung. Dies ist vermut-
lich auf die sehr geringe Anzahl an Sensorstationen zuriickzufithren. Die Metriken der
Kalibrierung des Datensatzes mit dem Modell gwr pm mit einem Einzugbereich von
5 km sind in Tabelle 4.3 dargestellt. Im Vergleich zu den unkalibrierten Daten ist eine
klare Verbesserung in den Metriken zu erkennen. Insbesondere bei Py (P1) ist an dem
R2-Score erkennbar, dass vor der Kalibrierung kein Zusammenhang zwischen den Mes-

sungen der Referenzstationen und denen der Sensorstationen feststellbar war. Nach der
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Tabelle 4.3: Kalibrierungsmetriken nach der Kalibrierung des gesamten Datensatzes.
PM Daten MAE RMSE R2
P1  urspriinglich 8,69 13,87  -0,19
P1  kalibriert 3,5 6,99 0,70

P2 wurspriinglich 5,28 7,93 0,16
P2  kalibriert 2,06 3,99 0,79

Kalibrierung ist die Variabilitdt der Messungen deutlich dhnlicher zueinander. Die Kali-
brierung von Py 5 (P2) zeigt ein dhnliches Bild, allerdings ist bereits vor der Kalibrierung
ein gewisser Teil der Variabilitat abgebildet.

In Abb. 4.4 auf Seite 39 ist zu erkennen, dass die Verteilung der kalibrierten Messun-
gen sich denen der Referenzstationen angendhert hat. In Abb. 4.5 auf Seite 40 sind die
kalibrierten und urspriinglichen Messungen im Vergleich zu den Messungen der Referenz-
stationen aufgefithrt. Es ist zuerkennen, dass héhere Referenzmessungen, bei denen die
Sensorstationen zuvor niedriger gemessen haben, angepasst sind. Des Weiteren ist die

Streuung verringert.

4.5 Interpolation

In diesem Abschnitt werden die kalibrierten Daten genutzt, um ein Modell zur Interpo-
lation zwischen den einzelnen Sensorstationen zu finden. Das Modell soll auf Basis der
ungleichméfig verteilten Sensorstationen ein gleichméfiges Raster schétzen. Diese Da-
tenreprisentation kann in dem néchsten Abschnitt fiir die Prognose genutzt werden.

Fiir die Bestimmung des Modells werden drei unterschiedliche Ansétze verglichen. In
vorherigen Arbeiten wurde intensiv Kriging vorgestellt |Braatz, 2021a||Braatz, 2021b].
Inverse Distance Weighting wurde ebenfalls in [Braatz, 2021a| erldutert. In dieser Arbeit
wird zusétzlich Radial Basis Function verglichen. Fiir den Vergleich werden dieselben

Metriken genutzt wie in dem vorherigen Abschnitt.
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Abbildung 4.4: Verteilung der urspriinglichen Messungen, Werte nach der Kalibrie-
rung (_cal) und die Referenzmessungen (_ref) jeweils fiir P19 (P1) und

Pys (P2)
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Pas
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4.5.1 Material und Methoden
Datensatz

In diesem Abschnitt wird der resultierende Datensatz aus dem Abschnitt 4.4 genutzt. Der
Datensatz hat einen dhnlichen Aufbau, wie in der Tabelle 4.1 auf Seite 33 dargestellt.
Allerdings sind die Spalten ,,P1” und ,,P2” durch die Spalten ,P1 cal” und ,P2 cal” mit
den kalibrierten Feinstaubdaten ersetzt. Des Weiteren werden die Spalten ,temperature”,
Lhumidity”, sowie ,Jocation” nicht genutzt. Aufgrund des hohen Rechenaufwands wird in
diesem Abschnitt ein kleinerer Zeitraum fiir den Modellvergleich betrachtet (01.02.2017-
01.12.2017).

Inverse Distance Weighting

Inverse Distance Weighting (IDW) wurde von [Shepard, 1968] vorgestellt und ist eines
der &ltesten rdumlichen Interpolationsmodelle [Hengl, 2007]. Die Funktionsweise wurde
bereits in |Braatz, 2021a| genauer vorgestellt. IDW gewichtet eine Mittelwert basierend
auf den umliegenden Messungen. Die Gewichte ergeben sich aus den Inversen der Distanz
zu den umliegenden Messpunkten. Dabei ist die Summe der Gewichte eins. Die Inverse
der Distanz fiihrt dazu, dass weiter entfernte Messungen weniger gewichtet werden als

nahegelegene Messungen.

Radial Basis Function

Radial Basis Function (RBF) (deutsch: Radiale Basisfunktion) gehoren zu den Kernel-
Funktionen. Kernel-Funktionen gehoren zu den non-parametric models (deutsch: Nicht-
parametrisierte Lernverfahren). Sie benotigen keine fixe Grofe des Eingangsvektors und
trainieren auf Basis der Ahnlichkeit von Datenpunkten. Diese Ahnlichkeit muss bestimm-
bar sein durch eine reellwertige Ahnlichkeitsfunktion: Lasse #(z, ') € R die Ahnlichkeit
zwischen den Datenpunkten z,2’ € X, wobei X den abstrakten Datenraum beschreibt
und « ist die Kernel-Funktion.

Ein RBF-Kernel ist dabei eine besondere Form des squared ezponential kernel (deutsch:
quadrierter exponentieller Kernel) oder Gaussian kernel (deutsch: Gauss Kernel), welcher

definert is als:

w(w, o) = exp (-i(x )T (g — :r’)) (A7)
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wobei X die Kovarianzmatrix von X ist. Ist 3 sphérisch, erhélt man den isotropen Ker-

nel:

K(z,2') = exp <—W> (4.8)

202

wobei o2 als Bandbreite bezeichnet wird. Dies ist der Gauss-Kernel und ein Beispiel
fiir ein RBF-Kernel, da die Funktion nur auf ||z — 2/||* basiert [Murphy, 2013]. Weitere

Beispiele sind der lineare Kernel:

k(z,2') = —||z — 2|| (4.9)

als die einfachste Form eines Kernels oder auch der multiquadratische Kernel:

k(z,2') = —\/1+ ||z — 2'||? (4.10)

Oridnary Kriging

Ordinary Kriging (OK) gehort zu den geostatistischen Vorhersagemodellen und ist eine
Variante des Kriging. Kriging ist Teil des geostatistischen Schétzverfahren [Gau, 2011].
Hierbei werden folgende Schritte durchlaufen (Ablauf basierend auf [Gau, 2011, Abb. 3-

4]):
1. Planung und Durchfiithrung der Erkundungskampagne
2. Datenerhebung
3. Zusammenfassung zu Datenkollektiven
4. experimentelles Variogramm
5. theoretisches Variogramm
6. Kriging

7. Visualisierung
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Der Ablauf, der in dieser Arbeit angewendet wird, wurde bereits in [Braatz, 2019| aus-
fiihrlich beschrieben und wird hier nur kurz zusammengefasst:

Begonnen wird mit der Erstellung des experimentellen Variogramms. Hierbei wird die
Verdnderung der Unédhnlichkeit der Messwerte relativ zu der Entfernung der jeweilgen
Messpunkte dargestellt. Sofern eine Autokorrelationsstruktur vorliegt, ist erkennbar, dass
nahegelegene Messungen sich dhnlicher sind als weiter entfernte.

Im néchsten Schritt wird ein theoretisches Variogramm erstellt, welches das experimentel-
le Variogramm bestmoglich annéhert. Diese wird dann innerhalb des Krigings genutzt,
um bei der Schitzung die Autokorrelationsstruktur zu beriicksichtigen. OK nutzt fiir
die Interpolation ebenfalls einen gewichteten Mittelwert. Die Gewichte basieren auf dem
Variogramm der umliegenden Messungen. Dadurch werden neben der Néhe zweier Mess-
punkte auch Redundanzen berticksichtigt. Dementsprechend fallen zwei Referenzmess-
punkte, die sich nahe sind, nicht doppelt ins Gewicht. Auferdem erhalten Messwerte die

shinter” einem anderen Messpunkt liegen ein geringeres Gewicht |[Heinrich, 1994].

4.5.2 Durchfiihrung und Ergebnisse

Die Interpolation wird mit IDW, OK und RBF getestet. Dabei werden bei RBF die Ker-
nelfunktionen ,Linear” und ,Quadratic” genutzt. Jedes Modell wird je Zeitschritt ange-
wendet. Die Metriken R2, RMSE und MAE werden fiir die Modelle 5-fach-kreuzvalidiert.
Fiir die Distanzberechnung wird die Haversine-Distanz genutzt (siche Abschnitt 4.4.1).
IDW wird mithilfe der Python-Bibliothek numpy [Harris et al, 2020] implementiert, wo-
bei die Distanzmatrix mit der Bibliothek scipy [McKinney, 2010] berechnet wird.

OK wird mit der Bibliothek gstools [Mirko Mélicke et al, 2021] umgesetzt. Die Bibliothek
bietet zusatzlich die Moglichkeit, das theoretische Variogramm automatisiert bestimmen
zu lassen. In dieser Arbeit wird flir jeden Zeitschritt erneut iiberpriift, welches Vario-
grammmodel das experimentelle Variogramm am besten annéhert. Innerhalb von gstools
wird dafiir R2 genutzt. Eine Liste der moglichen Variogrammmodelle ist in der Doku-
mentation von gstools angegeben?.

Die beiden RBF-Modelle werden mit der Bibliothek scipy umgesetzt. Hierbei wurde nicht
die aktuelle Implementierung (scipy.interpolate. RBFInterpolator), sondern die vorheri-
ge genutzt (scipy.interpolate.Rbf), da diese eine selbstdefinierte Distanzfunktion erlaubt.

Die aktuelle Implementierung hat, nach bestem Wissen des Autors, keine Mdoglichkeit,

https://geostat-framework.readthedocs.io/projects/gstools/en/stable/
examples/03_variogram/01_find best_model.html#sphx—-glr-examples-03-
variogram-01-find-best-model-py (14.04.2022)
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Tabelle 4.4: Mittelwert der Metriken der Interpolationsmodelle je kalibriertem Py (P1_-
cal) und Py 5 (P2 cal) iiber alle betrachteten Zeitschritte.

PM Modell MAE RMSE R2

P1 cal IDW 1,62 2,32 0,72
Pl cal OK 1,34 206 0,75
P1 cal RBF(Multiquadratic) 0,86 1,47 0,88
P1 cal RBF(Linear) 0,83 1,42 0,89
P2 cal IDW 1,14 166 0,65
P2 cal OK 0,99 148 0,71
P2 cal RBF(Multiquadratic) 0,80 1,24 0,79
P2 cal RBF(Linear) 0,74 1,16 0,81

Geokoordinaten zu verarbeiten. Das Modell mit den besten Metriken wird im Anschluss
genutzt, um ein gleichméfiges Raster je Zeitstempel zu schitzen. Dieses Raster iiber die
Zeit wird in dem nachfolgendem Abschnitt fiir die Prognose verwendet. Zuséatzlich wird
evaluiert, welche Zellgrofe fiir das Raster in den folgenden Analysen genutzt werden soll.
Hierfiir werden die Zellgrofen 0,5 km, 1 km, 5 km, 10 km, 20 km und 50 km in Bezug
auf Rechenzeit und Verteilung iiber dem Gebiet betrachtet.

Modellvergleich

Die Ergebnisse des Vergleichs sind in Abb. 4.6 dargestellt. In der Abbildung ist die Ver-
teilung der Metriken illustriert, die je Zeitschritte berechnet wurden. Die Metriken sind
zusétzlich in der Tabelle 4.4 aufgelistet. Alle Modelle haben {iberwiegend geringe Fehler
in MAE und RMSE. Der Median R2-Score ist bei allen Modellen tiber 0,7 aufter bei
IDW fiir P1g. OK hat eine grofere Streuung in allen Metriken und zusétzlich deutliche
Ausreifer, die in der Abbildung nicht mehr gezeigt sind. Insgesamt haben beide RBF Mo-
delle den geringsten Fehler und den hochsten R2-Score, wobei das RBF-Modell mit dem
linearen Kernel ein noch besseres Ergebnis erzielt. Dieses Modell wird fiir die weiteren

Analysen verwendet.

Interpolationsbeispiel
Fiir die Evaluierung der Zellgrofe des Rasters werden fiir das Bundesland Hessen un-

terschiedlich Zellgrofen verglichen. In Abb. 4.7 auf Seite 49 und Abb. 4.8 auf Seite 50
werden die Ergebnisse des Vergleichs grafisch dargestellt. In den Abbildungen werden nur
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Abbildung 4.6: Vergleich der Interpolationsmodelle (IDW, OK, RBF(Multiquadratic,
RBF(Linear)) fiir die kalbrierten Feinstaubmesswerte P1o (P1_cal) und
Pas (P2 _cal). In den Zeilen sind die Metriken MAE, RMSE und R2.
Die Verteilung beschreibt die Metriken fiir die betrachten Zeitschritte.
Der Wertebereich der Metriken wurde zur bessere Ubersicht begrenzt.
Insbesondere OK hat extreme Ausreifser.
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die Teile des Rasters gezeigt, die innerhalb der Landesgrenzen von Hessen liegen. Im Falle
von 50 km grofsen Zellen ist die Anzahl der interpolierten Punkte innerhalb der Grenzen
minimal. Bei 20 km ist die Verteilung der Interpolationspunkte erkennbar und zuvor freie
Fléchen wirken gleichméfig gefiillt. Bei 10 km und 5 km wird die Verteilung dichter und
teilweise sind mehr Interpolationspunkte vorhanden, als Messungen. Bei einer Zellgrofe
von 1 km und 0,5 km sind in der Darstellungsweise keine einzelnen Interpolationspunkte
erkennbar.

Die Berechnungsdauer fiir den betrachteten Zeitraum von einem Monat (16.12.2019 bis
16.01.2020) ist in Tabelle 4.5 aufgefiihrt. Insbesondere die Berechnung des Rasters mit
einer Zellgrofe von 0,5 km hat bereits iiber fiinf Stunden fiir die Interpolation benétigt.
Die kleineren Zellgrofsen konnten schneller berechnet werden, allerdings war das Beispiel
auf einen Monat und die Fliche Hessens begrenzt. Die Flache Hessens betragt etwa 6 %
der Flache von Deutschland. Da insbesondere die Anzahl der zu interpolierenden Punkte
Auswirkung auf die Berechnungszeit hat, wird fiir die weiteren Analysen dieser Arbeit

eine Zellgréfe von 20 km genutzt.
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4.6 Prognose

In diesem Abschnitt wird ein Modell fiir die kurzfristige Feinstaubprognose entwickelt.
Die Vorhersage wird erstellt auf Basis der letzten 24 Stunden und prognostiziert die fol-
gende Stunde. Fiir die Prognose wird ein Deep-Neural-Network mit ConvLLSTM-Schichten
erstellt. Das Modell wird mit dem Datensatz trainiert, der iiber die vorangegangenen Ab-

schnitte aufgebaut wurde.

4.6.1 Material und Methoden
Datensatz

In diesem Abschnitt wir der resultierende Datensatz aus dem Abschnitt 4.4 genutzt. Der
Datensatz enthélt ein gleichméfiges Raster an Feinstaubdaten fiir P1p und Ps 5. Das
Raster hat eine Zellgrofse von 20 km. Das ergibt pro Zeitstempel 1.562 Datenpunkte
je Messwert. In diesem Abschnitt wird das Prognose Modell aus zeitlichen Griinden

ausschliefilich fiir P1g entwickelt. Daher wird nur dieser Teil des Datensatzes betrachtet.

ConvLSTM

ConvLSTM wurden von [Shi et al, 2015] fiir die kurzfristige Vorhersage von Niederschlag
entwickelt. In dieser Arbeit wird diese Art eines neuronalen Netzes auf die kurzfristige
Entwicklung von Feinstaub angewandt. Fin ConvLSTM-Netz ist eine Kombination aus
einem LSTM-Netz und einem CNN, wobei in der Berechnung der Gates einer LSTM-Zelle
die Matrix-Vektor-Multiplikation der Gewichte durch eine Faltungsoperation ersetzt wird
(siche Gleichung 4.11 auf Seite 51). Dementsprechend werden keine einzelnen Gewichte
trainiert, sondern ein Faltungskern, der Feature Maps erzeugt. Diese Feature Maps repréa-
sentieren eine Eigenschaft in dem betrachteten Bild. Auf diese Weise konnen rédumliche
Zusammenhénge erlernt werden und durch die Riickkopplung innerhalb einer LSTM-Zelle
wird der zeitliche Kontext berticksichtigt [Shi et al, 2015].
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Abbildung 4.7: Interpolationsergebnisse fiir P19 in Hessen. Verglichen werden unter-

schiedliche Zellgrofen des zu schétzenden Rasters.
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Abbildung 4.8: Interpolationsergebnisse fiir P 5 in Hessen. Verglichen werden unter-

schiedliche Zellgrofen des zu schétzenden Rasters.
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Skalierung

ConvLSTM verarbeiten Daten in einem Wertebereich von [0-1]. Daher wird der Datensatz
auf diesen Wertebereich skaliert. Hierfur wird die Bibliothek sklearn |Fabian Pedregosa
et al, 2011| genutzt. Es werden drei unterschiedliche Methoden verglichen. ,MinMax”

skaliert die Daten auf den Wertebereich [0-1] iber den maximalen und minimalen Wert:

Tminmaz = (£ — min(X)/(mazx(X) — min(X)) (4.12)

wobei x ein Wert in der Menge X ist und T.inmae ist der skalierte Wert. ,robustMin-
Max” ist eine Kombination aus MinMax und einem robusten Skalierer. Dieser zentriert
die Daten um den Median und skaliert die Daten zwischen dem erstem und drittem
Quartil. Dadurch ist der Skalierer robust gegeniiber Ausreifsern. Das Ergebnis des ro-
busten Skalierers wird daraufhin durch MinMax auf den Wertebereich von [0-1] skaliert.
StandardMinMax” ist ahnlich aufgebaut zu ,robustMinMax”. Der Standard Skalierer ist
wie folgt definiert:

2o = (z — B(X))/o(X) (4.13)

wobei E(X) der Mittelwert von X ist und o die Standardabweichung. Das Ergebnis wird

wiederum durch MinMax auf den Wertebereich von [0-1] skaliert.

4.6.2 Durchfiihrung und Ergebnisse

Fiir die Transformation der Daten wird die Python-Bibliothek numpy [Harris et al, 2020]
genutzt. Das ConvLSTM-Netz wird mit Tensorflow [Mart\’'m Abadi et al, 2015] erstellt.
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Auferdem wird Tensorflow genutzt fiir die Uberwachung des Trainings, durch Tensor-
board. Bevor die Daten fiir das ConvLSTM Netz genutzt werden kdnnen miissen sie
transformiert werden. Zuerst werden fehlende Zeitstempel durch mit NaN gefiillte Ras-
ter ersetzt. Daraufhin wird der Datensatz in ,Beispiele” aufgeteilt. Ein Beispiel enthélt
25 Stunden an Rasterdaten. Die vergangenen 24 Stunden werden als Feature und eine
folgende Stunde als Label fiir das Training genutzt. Beispiele, die Raster mit NaN ent-
halten, werden entfernt.

Fiir die weitere Vorbereitung des Datensatzes wird sich an dem Dokumentationsbespiel'®
von Keras orientiert. Die Beispiele in dem Datensatz werden gemischt und anschliefiend
wird der Datensatz in 80 % Trainingsdaten und 20 % Validierungsdaten geteilt. Darauf-
hin wird der Skalierer auf Basis der Tainingsdaten erstellt und sowohl Trainingsdaten als
auch Validierungsdaten auf einen Wertebereich von [0-1] skaliert. Als letzten Schritt vor
dem Training werden beide Datenséatze in Feature und Label geteilt.

Das ConvLSTM-Netz wird in unterschiedlichen Konfigurationen trainiert und im Nach-
hinein verglichen, da, nach bestem Wissen des Autors, in der Literatur keine eindeutige
Konfiguration vorherrscht und auch noch keine Anwendung die Vorhersage von Fein-
staub betrachtet hat. Als Aktivierungs-Funktionen der letzten Schicht werden RelLu,
Linear und Sigmoid getestet. Aukerdem werden als Loss-Funktion MSE, MAFE und
MAPE (Mean Average Percentage Error) betrachtet. Der Aufbau der Netze wird mit

unterschiedlichen Architekturen erprobt:
e drei, fiinf und sieben Schichten 4 64 LSTM-Zellen
e drei Schichten & 128 LSTM-Zellen
e zwei Schichten & 64 und zwei Schichten 4 128 LSTM-Zellen

Als Batchsize wird 20 genutzt. Die ersten Tests werden mit 20 Epochen durchgefithrt und
die erfolgreicheren Konfigurationen werden im Anschluss noch mit 40 Epochen getestet.
Es wird Early-Stopping bei geringer Entwicklung des Validierungs- Loss nach 10 Epochen
genutzt und ebenso wird die Lernrate mit einem Beobachtungsfenster von 5 Epochen re-
duziert.

Die erfolgreichsten Modelle basierend auf dem RMSE der Validierungsdaten werden
im Anschluss genutzt, um Prognosen fiir den gesamten Datensatz zu erstellen. Die
Vorhersage-Fahigkeit der Modelle wird gegen die naive Annahme, den vorherigen Mess-

wert zu nutzen, verglichen.

Yhttps://keras.io/examples/vision/conv_lstm/ (16.04.2022)
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Modellvergleich

In der Tabelle 4.6 sind die zehn besten Modelle basierend auf RMSE des Validation-Loss
dargestellt. Die lineare Aktivierungsfunktion wird bei allen Modellen genutzt. Auferdem
ist MAE die erfolgreichste Loss-Funktion. Der Skalierer ,minMax” wird von den meisten
und fiihrenden Modellen genutzt, wobei ,standardMinMax” am zweithdufigsten vertreten
ist. Bei allen Modellen besteht kein oder kaum Overfitting. Die beiden besten Modelle
mit fiinf und drei Schichten je 64 LSTM-Zellen haben einen Abstand von etwa 19 % des
RMSE zum dritten Modell. Diese beiden Modelle werden genutzt, um Prognosen fiir den

gesamten Datensatz zu erstellen.
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Tabelle 4.7: Vergleich der Metriken der beiden besten Prognosemodelle basierend auf dem
RMSE der Validierungsdaten und dem naiven Ansatz des letzten Messwerts

Model MAE RMSE R2

Pl cal 5x64 0,74 2,41 0,93
Pl cal 3x64 0,76 242 0,93
Pl cal shifted 0,90 2,79 0,91

Prognose Ergebnisse

In der Tabelle 4.7 sind die Metriken der Prognosemodelle aufgefiihrt und zusétzlich die
Metriken fiir die naive Annahme, als Prognose den letzten Messwert zu nutzen. Zu erken-
nen ist, dass beide Modelle einen besseren R2-Score haben, als die naive Methode und
die Fehlermafse ebenfalls geringer sind. Auflerdem hat das Modell mit den fiinf Schichten
&4 64 LSTM-Zellen bessere Metriken, als das Modell mit den drei Schichten, passend zu
den besseren Ergebnissen im Training.

In Abb. 4.9 ist ein Ausschnitt der Prognosen gezeigt, wobei der Mittelwert iiber das
Raster dargestellt ist. Der Verlauf beider Prognosemodelle ist ndher an dem der naiven
Methode, als an dem Verlauf der Messungen. Insbesondere starke Anderungen der Mes-
sungen verfehlen die Prognosen. Bei langsameren und gleichbleibenden Anderungen sind

die Prognosen allerdings besser als die naive Methode.
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Abbildung 4.9: Ausschnitt aus den Prognosen fiir P1g (P1 cal) mit den beiden besten
Modellen unterschieden durch den Aufbau des Schichten des Neuronalen
Netzes (5x64 und 3x64). Zusétzlich sind die urspriinglichen Daten versetzt
um eine Stunde dargestellt (shifted).
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5 Diskussion und Ausblick

5.1 Kalibrierung der Sensordaten

In Abschnitt 4.4 wurde die Kalibrierung der Sensoren untersucht. Dabei wurden Geo-
graphically Weighted Regression und Lineare Regression genutzt. Die beiden Modelle
wurden mit jeweils fiinf unterschiedlich grofsen Einzugsbereichen um eine Referenzstati-
on verglichen. Aufserdem wurde untersucht, inwiefern zusétzliche Temperatur- und Fein-
staubdaten die Kalibrierung beeinflussen. Das erfolgreichste Modell nutzte Geographically
Weighted Regression, ausschlieklich Feinstaubdaten in einem Einzugsbereich von 5 km.
Dieses Modell wurde im Anschluss auf den gesamten Datensatz angewandt und erzielte
einen R-Square-Score von 0,70 fiir P1g und 0,79 fiir P5 5. Die Fehlermafe Mean Absolut
Error und Root Mean Squared Error lagen fiir P1g bei 3,5 und 6,99 und fiir Py 5 bei 2,06
und 3,99. Damit gab es eine deutliche Verbesserung im Vergleich zu den Messungen vor
der Kalibrierung.

Ein Teil der Temperatur- und Luftfeuchtigkeitsdaten wurden durch die naheliegendste
Wetterstation des Deutschen Wetterdienst ergénzt. Wie weit die nédchste Station letztlich
von der Sensorstation entfernt ist, wurde nicht betrachtet. Mit Interpolationsmethoden,
wie sie in Abschnitt 4.5 gezeigt wurden, kénnten in zukiinftigen Analysen die fehlenden
Daten aus einer grofseren Anzahl umliegender Wetterstationen geschétzt werden. Hierbei
wiirde die rdumliche Entwicklung der Werte beachtet werden und moglicherweise pas-
sendere Werte ermittelt werden.

In dieser Arbeit wurden rdumliche und zeitliche Analysen fiir Feinstaubdaten unter-
sucht. Die Kalibrierung wurde dabei ausschlieflich in einem rdumlichen Zusammenhang
betrachtet und fiir jeden Zeitstempel wurde ein separates Kalibrierungsmodell bestimmt.
[Que et al, 2020] stellt Spatiotemporal Weighted Regression vor. Dieses Modell ist eine
Weiterentwicklung von Geographically Weighted Regression und betrachtet zusétzlich den
zeitlichen Verlauf. Uber diesen Ansatz konnte ein Modell erstellt werden, welches auf alle
Zeitstempel des Datensatzes angewendet werden kann. Dadurch wéire das Modell zuséatz-

lich robuster gegen fehlende Referenzwerte zu einzelnen Zeitstempeln.
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Die Analyse wurde fiir die gesamte Flidche Deutschlands durchgefiihrt. In zukiinftigen Un-
tersuchungen konnte die Nutzung von Temperatur- und Luftfeuchtigkeitsdaten in einem
kleineren, lokalen Bereich iiberpriift werden. Fiir einige Teilbereiche kénnen unterschied-
lich grofe Einzugsbereiche sinnvoll sein, da ortsbezogene Besonderheiten Auswirkungen
auf die Feinstaubemission haben. Daher wurde in [Barkjohn et al, 2021] eine sehr spe-
zifische Teilmenge an Sensoren betrachtet. Unter Beriicksichtigung dieser Besonderheit
waren die Modelle, welche zusétzlich Temperatur- und Luftfeuchtigkeitsdaten nutzten,

besser, als das Modell, welches auschlieklich Feinstaubdaten nutzt.

5.2 Interpolation zu einem gleichméafiigen Raster

In Abschnitt 4.5 wurde auf Basis der zuvor kalibrierten Daten ein gleichméfiges Raster
geschétzt. Dafiir wurden die rdumlichen Interpolationsmodelle Inverse Distance Weigh-
ting, Radial Basis Function und Ordinary Kriging verglichen. Das Radial Basis Functi-
on-Modell wurde mit einer linearen und multiquadratischen Kernelfunktion untersucht.
Hierbei waren die Radial Basis Function-Modelle besonders zuverlissig, wobei das Mo-
dell mit der linearen Kernelfunktion das beste war mit einem R-Square-Score von 0,89
fiir P1g und 0,81 fir Pg 5. Die Fehlermafe Mean Absolut Error und Root Mean Squared
Error lagen fiir P1g bei 0,83 und 1,42 und fiir Ps 5 bei 0,74 und 1,16. In einem zweiten
Schritt wurden gleichméfige Raster fiir das Bundesland Hessen mit unterschiedlichen
Zellgrofen geschétzt. Aufgrund der benétigten Berechnungsdauer wurde fiir die Interpo-
lation iiber Deutschland ein Raster mit einer Zellgréfse von 20 km genutzt, da dieses eine
vergleichbare Dichte zu den verfiigbaren Sensorstationen hat.

In dem Rastergrofsenvergleich iiber Hessen ist zu erkennen, dass es eine Ballung von
Sensoren in urbanen Regionen gibt. [Malings et al, 2020] hat bereits berichtet, dass die
Nutzung von Low-Cost-Sensoren besonders passend fiir den urbanen Raum ist aufgrund
der Grofe und einfachen Einrichtung. Sollte eine Analyse ausschliefslich einen kleinen
urbanen Bereich betrachten, kann es sinnvoll sein, ein feineres Raster zu wéhlen, damit
die Unterschiede zwischen einzelnen Sensorstationen besser erfasst werden.

Bei grofsflichigen Analysen, wie in dieser Arbeit, konnen grobere Raster gewédhlt werden.
Dabei bleiben die erstellten Interpolationsmodelle gleich und kénnen je nach Bedarf un-
terschiedliche Rastergrofien schitzen.

In den vorherigen Arbeiten konnte die Effektivitdt von Ordinary Kriging dargestellt wer-

den. Ordinary Kriging bendtigt eine gleichbleibende Autokorrelationsstruktur in einem
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betrachteten Bereich. In zukiinftigen Analysen fiir kleinere Bereiche kann erneut evalu-
iert werden, inwiefern Ordinary Kriging eventuell besser geeignet ist als Radial Basis

Function.

5.3 Kurzfristige Prognose der Feinstaubentwicklung

In Abschnitt 4.6 wurde ein neuronales Netz fiir die kurzfristige Vorhersage von Fein-
staubdaten entwickelt. Dabei wurden unterschiedliche Architekturen und Konfiguratio-
nen eines Convolutional Long short-term Memory (ConvLSTM)-Netzes fiir die Vorher-
sage von P1g verglichen. Es wurden unter anderem Kombinationen verschiedener Gréfsen
der Schichten des neuronalen Netzes, Aktivierungs- und Lossfunktionen und Skalierungs-
methoden untersucht. Hierbei wurde gezeigt, dass die lineare Aktivierungsfunktion und
Mean Absolut Error als Lossfunktion zu den besten Ergebnissen fiihrt. Der ,minMax’-
Skalierer wurde bei den drei besten Modellen genutzt, wobei andere Skalierer ebenfalls
in den besten zehn Modellen genutzt wurden. Die Modelle mit 64 ConvLSTM-Zellen,
sowie fiinf und drei Schichten haben einen Abstand von 23 % beziehungsweise 19 % zu
dem drittbesten Modell auf Basis des Root Mean Squared Error zu den Validierungsda-
ten. Beide Modelle wurden auf den Datensatz angewendet und mit dem naiven Ansatz
verglichen, den letzten Messwert als Prognose zu nutzen. Dabei konnten beide Modelle
das naive Modell schlagen mit einem R-Square-Score von je 0,93. Die naive Methode hat
einen Score von 0,91. In der graphischen Darstellung ist allerdings zu erkennen, dass ins-
besondere bei starken Anderungen der Werte die Modelle néher an der naiven Methode
sind, als an der korrekten Prognose.

Die Entwickler von ConvLSTM [Shi et al, 2015] nutzten fir die Prognosen von Nieder-
schlag Daten, die in einem sechs-Minuten-Takt aufgenommen wurden. In zukiinftigen
Arbeiten kann die Frequenz der Daten erh6ht werden. Da die Daten des Deutschen Wet-
terdienst, sowie des Bundesumweltamts nur stiindlich zur Verfligung stehen, miisste zur
Kalibrierung beispielsweise Spatiotemporal Weighted Regression genutzt werden. Damit
ist die Kalibrierung unabhéngig von der Datenfrequenz der Referenz- und ergénzenden
Daten.

Auflerdem kann in einer kommenden Analyse untersucht werden, inwiefern die Progno-
se in einem kleineren Bereich mit einem feineren Raster auch Entwicklungen in einem

Mikroklima vorhersagen kann.
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5.4 Generalisierung und Ubertragbarkeit

Der in dieser Arbeit vorgestellte Analyseprozess nutzt die Daten aus einem crowd-based
Sensornetz und verarbeitet die Daten auf eine Weise, dass letztlich Prognosen auf Basis
eines gleichméfigen Rasters erstellt wurden. Dieser Prozess wird in dieser Arbeit am Bei-
spiel von Feinstaubdaten vorgestellt. Allerdings kann dieser Prozess prinzipiell auf alle
raumgzeitlich gemessenen Daten angewendet werden.

Der Schritt der Kalibrierung kann genutzt werden, wenn die betrachteten Daten mit
Sensoren erfasst wurden, die nicht kalibriert sind. Mit Hilfe von umliegenden Referenz-
stationen konnen die Sensoren mit Geographically Weighted Regression kalibriert werden.
Insbesondere Klima- und Wetterdaten werden von staatlichen Institutionen gesammelt
und werden durch hochwertige Messinstrumente erfasst.

Die Interpolation erméglicht es, Daten von ungleichméfig verteilten Messstation in ein
gleichméfiges Raster zu schétzen. Dadurch wird ermdoglicht, Methoden des Machine Lear-
ning und Deep Learning zu nutzen, die ein gleichméRiges Raster als Datenformat bend-
tigen.

Die Moglichkeit beliebig verteilte, raumliche Daten fiir KI-Verfahren nutzbar zu machen
ist besonders interessant im Bereich von Internet of Things (IoT). Jedes Gerit, das Mes-
sungen vornimmt und eine Verbindung zum Internet hat, kann fiir die Analyse genutzt
werden, sofern bekannt ist, zu welcher Zeit an welchem Ort die Daten erfasst wurden.
Das konnen Fahrzeuge im Strafenverkehr sein, die Daten iiber den derzeitigen Verkehr
kommunizieren, wie die Geschwindigkeit des Fahrzeugs. In einer Smart City konnen sta-
tiondre Messstationen nicht immer in einem gleichméfigen Raster positioniert werden.
Diese Daten kénnen mit dem vorgestellten Analyseprozess verarbeitet werden, um Aus-
kunft iiber den Zustand der Stadt oder der Entwicklung des Verkehrs zu geben.

Die Interpolationsmodelle konnen im Beriech Industrie 4.0 genutzt werden, um beispiels-
weise bei der Uberwachung von Reinrdumen weniger Sensoren fiir die Uberwachung von
Unreinheiten zu benétigen. Die Bereiche zwischen den Sensoren wiirden dann mit den
Modellen interpoliert werden.

In einer Welt, in der immer mehr Daten erfasst und Infrastruktur, Stadte und Entschei-
dungen durch Daten getrieben werden, bietet der vorgestellte Prozess die Moglichkeit,
zwischen verteilten Sensoren réumlich zu approximieren und ein ergénzendes Bindeglied
zwischen unterschiedlichen Doménen, sowie einer professionellen und crowd-based Da-

tenerfassung.
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Abbildung A.1: Darstellung der Verteilung der Metriken je Kalibrierungsmodell und Pa-
rameterkombination fiir P19 (P1) und P25 (P2) iiber alle Zeitstempel.
Wobei die fehlenden Luftfeuchtigkeitswerte mit relativer Luftfeuch-
tigkeit ersetzt wurden. Je Grafik sind die sechs Kalibrierungsmodelle
aufgezeichnet. In den Zeilen sind die betrachteten Entfernungen darge-
stellt und in den Spalten die Metriken (MAE, RMSE und R2). Fiir den
Zeitraum 15.12.2017-15.01.2018. 70
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Abbildung A.2: Darstellung der Verteilung der Metriken je Kalibrierungsmodell und Pa-
rameterkombination fiir P19 (P1) und P25 (P2) iiber alle Zeitstempel.
Wobei die fehlenden Luftfeuchtigkeitswerte mit absoluter Luftfeuch-
tigkeit ersetzt wurden. Je Grafik sind die sechs Kalibrierungsmodelle
aufgezeichnet. In den Zeilen sind die betrachteten Entfernungen darge-
stellt und in den Spalten die Metriken (MAE, RMSE und R2). Fiir den
Zeitraum 15.12.2017-15.01.2018. 71
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